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Prefacio

Neste texto procedemos em grande parte a uma compilagao do material lec-
cionado em cadeiras das areas de Estatisticas Ordinais, de Teoria de Valores
Extremos, de Estatistica de Extremos e de Modelacao de Acontecimentos Raros,

ampliado com alguns desenvolvimentos recentes.

Trata-se de um manual de trabalho, ainda em fase embrionaria, em que se
procurou encontrar um compromisso entre o rigor tedrico e uma abordagem
intuitiva as areas em estudo, disseminando técnicas simples, mas poderosas da
area de FEstatistica de Fxtremos, que tém sido largamente utilizadas nos mais
variados campos, entre os quais destacamos Ciéncias Ambientais, Financas e

Sequros.

Comecgamos por apresentar no Capitulo [2|alguma Motivacao para a necessi-
dade da Teoria de Valores Ezxtremos (TVE), muito frequentemente denotada
EVT, do ingeés ‘Extreme Value Theory'. No Capitulo [3| avancamos com algu-
mas Técnicas Graficas usadas na analise preliminar de qualquer tipo de dados,
tais como os QQ-plots e os PP-plots, e Técnicas Grdaficas especificas da area

de valores extremos, como os ME-plots e os W-plots. No Capitulo |4| através

de alguns exemplos de aplicagao a dados univariados, tentamos responder a
pergunta Porqué a Teoria de Valores Extremos? Mas em EVT, e mais geral-
mente, em quase todos as areas da Fstatistica, a ordenacao de uma amostra
aleatoria univariada, como base para uma representacao clara do conteudo
dessa amostra, é crucial. Tal justifica a consideracao dos Capitulos [5| e @
respectivamente sobre o Comportamento Distribucional Exacto e o Compor-
tamento Distribucional Assintdtico das estatisticas ordinais. Finalmente, nos
Capitulo[7][8]e[9] debrucamo-nos sobre Estatistica de Extremos, drea de grande
utilidade em aplicacoes quando se pretende inferir na cauda de um modelo,
estimando parametros de acontecimentos raros, como por exemplo quantis ele-
vados ou periodos de retorno de niveis elevados. No Capitulo|7| abordamos as
perspectivas paramétricas de inferéncia estatistica em acontecimentos raros.
O Capitulo |8| é dedicado a alguns métodos de inferéncia semi-paramétrica.

Finalmente, no Capitulo@7 procedemos a andlise de trés casos de estudo.

O texto é, como convém, consideravelmente mais ambicioso do que sera o

curso breve no XXI Congresso Anual da Sociedade Portuguesa de Estatistica.
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Fica no entanto como elemento de referéncia para os interessados, enquanto
num curso de algumas horas, mesmo intensivas e com a celeridade que uma
audiéncia conhecedora impoe, apenas os topicos mais relevantes podem ser
abordados. Qualquer curso é um compromisso, procurando um equilibrio pes-
soal (neste caso de uma trindade geracional) entre o que é reconhecidamente
fundamental e imprescindivel, e os gostos e interesses de quem o escreve. As-
sim, ficaram naturalmente de fora questoes muito importantes mas que nao
serviam o nosso puzzle, tal como ficaram de fora questoes que estao entre os
nossos interesses directos de investigacao, tais como como estimacao de viés
reduzido, utilizagao de metodologias de re-amostragem, como o bootstrap e o
jackknife em FEstatistica de Extremos, entre outros, mas que certamente iriam

desequilibrar a dinamica do texto.
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Capitulo

Introducao e Comentarios

Bibliograficos

Em Teoria de Valores Extremos (TVE), muito frequentemente denotada EVT,
do ingés ‘ Extreme Value Theory a ordenacgao da amostra é primordial. Mais ge-
ralmente, e em quase todos as areas da Estatistica, a ordenacao de uma amos-
tra aleatéria univariada, como base para uma representacao clara do conteido
dessa amostra, foi desde hda muito considerada importante. Tal importancia
permitiu chegar ao patamar em que estamos hoje — uma vasta metodologia
estatistica e associada teoria distribucional relativas a amostras ordenadas —
tal como se pode ver nos livros de Sarhan & Greenber (1962), Davi (1981),
Arnold & Balakrishnar?| (1989), Reisg?| (1989), Arnold et all?| (1992; 2008) e
David & Nagarajﬂ (2003), sobre estatisticas ordinais (e.0.’s), e nos livros de

1Sarhan, A.E. & Greenberg, B.G. (1962). Contributions to Order Statistics. Wiley.

2David, H.A. (1981). Order Statistics, 2nd Ed., Wiley.

3Arnold, B.C. & Balakrishnan, N. (1989). Relations, Bounds and Approzimations for
Order Statistics. Springer-Verlag.

4Reiss, R.-D. (1989). Approzimate Distributions of Order Statistics. Springer-Verlag.

5Arnold, B., Balakhrishna, N. & Nagaraja, H. N. (1992; 2008). A First Course in Order
Statistics. 1st Ed., Wiley; 2nd Ed., STAM.

6David, H.A. & Nagaraja, H.N. (2003). Order Statistics. 3rd. Ed., Wiley.
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Leadbetter et al (1984), Galambo (1987), Resnickﬂ (1987) e Falk et al
(1994; 2005; 2010), sobre e.o.’s extremais.

Temos ainda de referir o cléssico livro de Gumbe (1958; 2004), livro pioneiro
em Estatistica de Extremos, e os livros de Beirlant et al (1996), Tiago de
Oliveird ™| (1997), Reiss & Thomaq'?| (1997; 2007), Embrechts et al[*°] (1998),
Kotz & Nadaraja (2000), Cole (2001), Beirlant et al (2004), Castillo

et al (2004), de Haan & Ferreir (2006), Resnic (2007) e Markovic
(2007).

Existe, por um lado, um interesse natural pela ordenacao:
e Os valores extremos sao crucialmente importantes como expressao do

pior ou do melhor que pode ser encontrado numa amostra (temperatu-

ras minimas, niveis maximos de barragens, tempos de vida minimos em

"Leadbetter, R., Lindgren, G. & Rootzén, H. (1984). Extremes and Related Properties
of Random Sequences and Processes. Springer-Verlag.

8Galambos, J. (1987). The Asymptotic Theory of Extreme Order Statistics. Krieger.

9Resnick, S. (1987). Extreme Values, Regular Variation and Point Processes. Springer-
Verlag.

10Falk, M., Hiisler, J. & Reiss, R.-D. (1994; 2005; 2010). Laws of Small Numbers: Extre-
mes and Rare Events. Birkh&user.

1 Gumbel, E.J. (1958; 2004). Statistics of Extremes. Columbia University Press, Dover
Publications, Inc., New York.

12Beirlant, J., Teugels, J.L. & Vynckier, P. (1996). Practical Analysis of Extremes. Leuven
University Press.

13Tjago de Oliveira, J. (1997). Statistical Analysis of Extremes. Pendor.

14Reiss, R.-D. & Thomas, M. (1997; 2007). Statistical Analysis of Extreme Values with
Applications to Insurance, Finance, Hydrology and Other Fields. 2nd Ed.; 3rd. Ed.,
Birkhaiiser Verlag, Berlin.

15Embrechts, P., Kliippelberg, C. & Mickosh, T. (1998). Modelling Extremal Events for
Insurance and Finance. Springer Verlag.

16Kotz, S. & Nadarajah, S. (2000). Extreme Value Distributions — Theory and Applicati-
ons. Imperial College Press, London.

I7Coles, S. (2001). An Introduction to Statistical Modeling of Extreme Values. Springer.

18Beirlant, J., Goegebeur, Y., Segers, J. & Teugels, J. (2004). Statistics of Extremes.
Theory and Applications. Wiley.

Y Castillo E., Hadi A.S., Balakrishnan, N. & Sarabia, J.M. (2004). Extreme Value and
Related Models with Applications in Engineering and Science. Wiley.

20de Haan, L. & Ferreira, A. (2006). Extreme Value Theory: an Introduction. Springer
Science+Business Media, LLC, New York.

21Resnick, S. (2007). Heavy-Tail Phenomena: Probabilistic and Statistical Modeling.
Springer Verlag.

22Markovich, N. (2007). Nonparametric Analysis of Univariate Heavy-Tailed Data: Re-
search and Practice. Wiley.



teoria da fiabilidade). Tais valores podem ainda dar-nos indicagdes so-
bre ‘outliers’, indicando influéncias estranhas ou erros no processo de
coleccao de dados.

A amplitude da amostra é uma medida importante de escala.

A mediana da amostra é uma medida importante de localizacao.

A prépria forma de um problema pode censurar um conjunto de dados,
e somos muitas vezes forcados a trabalhar com um conjunto de e.o.’s

superiores ou e.o.’s inferiores.

Tudo isto é inevitdvel e natural.

Alternativamente, um conjunto de observacoes pode ser deliberadamente or-

denado, de forma a facilitar a andlise estatistica pretendida. Por exemplo,

podemos estar interessados em:

Estimadores centrados, de variancia minima, que sejam combinacoes li-

neares das e.o.’s.

Métodos rapidos para estimacao de parametros ou para testes de sig-
nificancia baseados em estatisticas sistemdaticas, como a amplitude e a

semi-amplitude.

Eliminar valores extremos de forma a aumentar a robustez de um esti-
mador, com a consideracao de estimadores como a média Winsorizada e

a trimmed mean.

Usar a técnica de papel de probabilidade (PP) ou outras alternativas
graficas como o QQ-plot para validacao de um modelo e estimacao dos
parametrosdesconhecidos, onde QQ é o acréonimo de quantil versus quan-
til.

Usar a técnica dos residuos ordenados em Andlise de Variancia.

Metodologias de indole nao paramétrica, onde a nocao de ordem é fun-

damental.

De qualquer forma, e qualquer que seja a finalidade da ordenacao dos da-

dos, necessitamos obviamente do conhecimento prévio da teoria distribucional

exacta, e frequentemente da teoria distribucional assintética das e.o.’s.

No que se segue, vamos usar a notacao usual X para uma variavel aleatoria

(v.a.) genérica com fungao de distribuigao (f.d.) F' eventualmente dependente
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de parametros desconhecidos de localizacao, A € R, e de escala, 6 € R™. Em si-
tuacao univariada, a amostra original (X1, ..., X,,) é imediatamente ordenada

ascendentemente e denotada (Xi1., < -+ < X,,.,), com

X1, = min X; e X,.,:= max X;.
n 1<i<n 7 n:n 1<i<n 7
~ 7 .
Usamos por vezes a notacao MT(L) = Xp—it1n, 1 <7 < n, quando estamos

interessados em e.o.’s superiores.

A notacao Z é frequentemente usada para a v.a. standardizada,
Z = (X —X)/§, com a qual trabalhamos na maior parte das situagoes, por
simplicidade e sem perda de generalidade, uma vez que X;.,, = A + 0Z;.p,,
1 <17 < n. Modelos de especial interesse no contexto das e.o.’s sao o modelo
Uniforme, o Exponencial e o Pareto. Usamos a notacao ébvia para representar
varidveis aleatérias (v.a.’s) provenientes desses modelos, U, E e P, respectiva-

mente.

1.1 Tébpicos a abordar

Neste livro, comecamos por apresentar no Capl’tuloalguma Motivagao para
a necessidade da EVT. No Capituloavan(;amos com algumas Técnicas Grdfi-
cas usadas na analise de valores extremos, tais como os QQ-plots, os PP-plots,
os W-plots e os ME-plots. No Capitulo através de alguns exemplos de apli-
cacao a dados univariados nas areas de ambiente, hidrologia, meteorologia e
seguros, tentamos responder a pergunta Porqué a Teoria de Valores FExtre-
mos? No Capitulo |5/ abordamos alguns resultados sobre a Teoria Distribuci-
onal Ezxacta, colocando-nos pois numa perspectiva probabilistica. Referimos
neste capitulo as distribuicoes exactas de e.o.’s, o calculo dos seus momentos,
a importancia da sua estrutura markoviana, dando ainda algumas indicacoes
sobre estatisticas sistematicas e aproximagoes para os momentos. O Capitulo
@ineide sobre a Teoria Distribucional Assintotica, onde referimos as leis limite
das e.o.’s centrais, extremais e intermédias, as leis limite estaveis para max e
min—dominios de atraccao, as condicoes necessarias e suficientes a impor nas
caudas dos modelos subjacentes as amostras em estudo e os POT—-dominios de
atraccao. Sao introduzidas neste capitulo a distribuigao (geral) de valores ex-

tremos (GEV, do inglés ‘general extreme value’ ou ‘generalized extreme value’)
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e a distribuicao generalizada de Pareto (GP), bem como o indice de valores
extremos (denotado EVI, do inglés ‘extreme value inder’) e a nogao de peso
de cauda, fortemente relacionada com a teoria das funcoes de variacao regular
(Bingham et al 1987). Finalmente, nos Capl’tulos e@, debrucamo-nos
sobre FEstatistica de Fxtremos, area de grande utilidade em aplicagoes quando
se pretende inferir na cauda de um modelo, estimando parametros de acon-
tecimentos raros, como por exemplo quantis elevados ou periodos de retorno
de niveis elevados. No Capitulo |7} abordamos as perspectivas paramétricas de
inferéncia estatistica em acontecimentos raros e a escolha estatistica de mode-
los extremais e de max-dominios de atraccao, o chamado método dos maximos
anuais (MMA), e entre outras, as metodologias POT (do inglés ‘peaks over
threshold’) e PORT (do inglés ‘peaks over random threshold’), muito dteis na
inferéncia de acontecimentos extremos. O Capl’tuloé dedicado a alguns mé-
todos de inferéncia semi-paramétrica. No Capitulo@ procedemos a analise de

varios casos de estudo.

23Bingham, N., Goldie, C.M. & Teugels, J.L. (1987). Regular Variation. Cambridge Univ.
Press, Cambridge.
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Capitulo
Motivacao

E perfeitamente natural perguntar qual o porqué da EVT. Para motivar o
interesse por este tema, damos em seguida alguns exemplos recentes de grande

relevancia para a sociedade, e que envolvem esta teoria.

2.1 Katrina: Um desastre (nao) natural?

Nova Orleaes encontra-se situada abaixo do nivel do mar, no meio de dois lagos,
a Norte e a Este, e do rio Mississipi a sul. De acordo com as informacoes divul-
gadas pelas autoridades locais, a inundacao provocada pelo Katrina deveu-se,

sobretudo, a uma brecha de 60 metros num dique junto ao lago Pontchartrain.

Traduzimos de forma livre parte de uma noticia do New York Times, Sept’05,
intitulada ‘New Orleans After Hurricane Katrina: An Unnatural Disaster?’
Dizia o redator que o que teriam de fazer em seguida era construir um sistema
de diques adequado, para o que necessitariam de engenheiros holandeses, ca-
pazes de desenhar essas estruturas. A primeira estrutura deveria ser uma
barragem com pelo menos 40-50 pés de altura, construida ao longo do lago
e de cada canal com ligacao ao lago. Tratar-se-ia de um plano que custaria
bilides, mas conseguir-se-ia assim que Nova Orleaes NUNCA tornasse a en-

frentar semelhante tragédia. E terminava esperando que se aprendesse a licao,

7
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Figura 2.1: Nova Orleaes apos o furacao Katrina

de modo a nao se ter uma repeticao dentro dos préoximos 20 anos.

Parece 6bvio que nao s6 este desastre, mas também cheias histéricas, como
a que aconteceu no Mar do Norte as primeiras horas da manha do dia 1 de
Fevereiro de 1953, podem servir de guia. Nesse dia, o nivel das dguas excedeu
entao os 5.6 metros acima do nivel do mar, destruiu as defesas maritimas, tendo
inundado areas na Holanda, Inglaterra, Bélgica, Dinamarca e Franca e cerca
de 2500 pessoas morreram. Como resultado, o governo holandés, constituiu
uma comissao, designada ‘ Delta Committee’. O governo decretou que os diques

devem ser construidos com uma altura tal que

e a probabilidade de uma inundacao num determinado ano é de
1 em 10.000.

Ora o periodo de observacao dos dados € muitissimo mais curto!. .. E entdo
necessario proceder a uma extrapolacao para além dos dados observados!!
...E a EVT consegue dar respostas fidedignas sobre a altura da referida bar-
ragem, entrando em linha de conta com aquilo a que chamamos periodo de
retorno (conceito a ser definido mais adiante) de um acontecimento extremo,

como o furacao Katrina.
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: s : |
Zeeland flooding, 1953. Source:

hitp:/fiwww.deltawerken.com/Copyright-Kleurcodes/449_htmi,
accessed January 11, 2006

Figura 2.2: A cheia no Mar do Norte a 1 de Fevereiro de 1953

2.2 Extremos no mercado financeiro

O Comité de Basileia sobre o controlo bancéario formula normas e directrizes
de supervisao e recomenda boas praticas para as instituicoes financeiras. En-
tre outras medidas de risco, essa regulamentacao envolve a estimacao de uma
quantidade denominada Value-at-Risk (VaR), que ndo é mais do que um quan-
til extremo da distribuicao de perdas e ganhos. Como podera ser estimado o

VaR a partir da série de retornos didrios R; (em percentagem), definidos por
Ry = 100log(P;/P;—1),

sendo P; o preco de fecho no dia t? Para o PSI20, apresentamos na Figura

os valores P, (esquerda) e R, (direita).

A simulacao histérica é muito pobre! E existem contribuicoes positivas da

EVT, como se ilustra nas duas figuras seguintes, [2.4| (veja-se Aratjo Santo
2011) e Um breve texto critico sobre o célculo do VaR feito através

LAratijo Santos, P. (2011). FExcesses, Durations and Forecasting Value-at-Risk. PhD
Thesis, University Lisbon.
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PSI120 preco de fecho (Pt PSI20 Retornos (Rt)
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Figura 2.3: Precos de fecho (esquerda) e log-retornos diarios (direita) do PSI120

das metodologias tradicionais (Normal-VaR) versus a EVT (EV-VaR), de que
apresentamos a Figura ilustrativa da comparagao das duas metodologias,
pode ser consultado em Aragonés et al (2000), um artigo introdutério em
EVT.

10
I

2008
Crise Financeira 2-1-2008 a 12-2-2009
retornos S&P500, e previsdo do VaR99% diario.

Figura 2.4: Previsao para o VaR99% diario do S&P500

As principais questoes a ter em consideracao sao essencialmente as seguintes:

Usualmente existem poucas observacoes na cauda da distribuicao.

e Sao requeridas estimativas muito para além do maximo observado.

Necessitamos de recorrer a modelos para a cauda baseados em resultados

assintoticos.

Sera sensato usar esses modelos em todas as situagoes reais envolvendo

acontecimentos raros?

2 Aragonés, J., Blanco, C. & Dowd, K. (2000). The Learning Curve: Extreme Value
Theory for VaR (http://www.fea.com/resources/pdf/a_evt_1.pdfPart 1 & http://www.
fea.com/resources/pdf/a_evt_2.pdfPart 2).
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Figure: EV-VaR vs. Normal VaR
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Figura 2.5: EV-VaR vs Normal-VaR

o b preciso nao esquecer, parafraseando George Box (1919-2013), genro
de Sir Ronald Fisher, que ‘... all models are wrong but some models are
useful’ (Box & Drape 1987, p. 424).

Note-se desde ja que as areas de aplicacao da EVT na analise de acontecimentos
raros sao tao diversas como o Ambiente, as Financas, os Seguros, a Resisténcia

de Materiais, o Desporto e a Sismologia, entre outras.

2.3 EVT: porque nem tudo é normal!

De que altura deverd ser projectada uma barragem de aterro, de tal

forma que o mar s6 atinja este nivel uma vez em 1000 anos?

Qual a probabilidade de rotura de determinado dique maritimo?

Que ordem de grandeza podera vir a atingir um ‘crash’ bolsista amanha?

Qual a probabilidade de ser ultrapassada a melhor marca de 8.95m em

salto em comprimento, dado o actual ‘state of the art’?

3Box, G.E.P. & Draper, N.R. (1987). Empirical Model-Building and Response Surfaces.
Wiley.



12 CAPITULO 2. MOTIVACAO

Muitas questoes da vida real requerem a estimacao sobre acontecimentos acerca
dos quais os dados sao inexistentes ou se existem sao escassos — sao os de-
signados acontecimentos extremos ou raros. A EVT é um ramo probabilistico
de suporte a Estatistica que lida exactamente com tais situacooes, ajudando a
descrever e a quantificar os ditos acontecimentos raros. Em particular, permite
a estimacao de probabilidades de acontecimentos que nao contém dados, ou

como usualmente dizemos, permite extrapolar para além da amostra.

Quantidades relevantes sao, entre outras, um quantil extremo, nogao ja atras
referida, e o periodo de retorno, que nao é mais do que o intervalo de tempo

médio entre ocorréncias de um determinado valor extremo.

Na analise de dados cldssica os extremos podem vir a ser rotulados de ‘outliers’,
chegando por vezes mesmo a ser ignorados no estudo, uma vez que se afastam
do modelo ‘ajustado’. Se o objectivo for inferir acerca de acontecimentos do
dia-a-dia, realmente podera ser irrelevante suprimir tais dados das pontas, mas
se a questao fulcral residir em eventos que nao ocorrem com muita frequéncia
entao dever-se-a aplicar o contexto EVT, dando relevancia exactamente a esses

valores extremos.
Existira um padrao escondido subjacente a todo o tipo de eventos?

Se medirmos as alturas de muitas pessoas de um mesmo estrato homogéneo
e as representarmos por um simples histograma, facilmente descobrimos uma
mesma regra, a famosa curva de Gauss, por vezes também denominada distri-
buicao em forma de sino, que nao é mais do que a constatacao de que o modelo
Normal como que ‘regula’ a caracteristica em causa. Surpreendentemente (ou
talvez ndo ...) muitos dos dados da vida real seguem a distribuigdo Normal e

suas congéneres.

Metodologias estatisticas mais comuns assentam no pressuposto de que os
dados disponiveis correspondem a realizacoes independentes de v.a.’s prove-
nientes de uma populagao com distribuicao Normal. Eo caso, por exemplo,
do teste-t para comparacao de valores médios. Outras abordagens usuais sao
essencialmente motivadas pela concepcao mais ou menos consensual de que
qualquer fenémeno que dé origem a um grande niimero de observacoes inde-
pendentes, em que nenhuma delas é dominante, pode ser convenientemente
modelado por uma distribuicao Normal. A manifesta vantagem que daqui

deriva é a da possibilidade de simplificar um elevado niimero de situacoes, de-
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corrente de propriedades que surgem como apanégio da distribuicao Normal,
nomeadamente a que resulta da aplicagdo do Teorema Limite Central (TLC)
para somas ou a que deriva desta distribuicao poder ser completamente espe-

cificada a custa dos seus momentos.

Contudo, quando nos focamos nos extremos, localizados nas caudas das dis-

tribuicoes, esta deixa de ser uma verdade irrefutavel.

Contrariamente a condicao de normalidade acima descrita, nao ¢ dificil depa-
rar, no decurso da vida quotidiana, com situacoes em que uma tnica observa-
cao que se afasta da tendéncia central dos dados poderd, pela sua magnitude,
ser comparavel a acumulacao de todas as outras nao dominantes. E também
neste sentido que as e.o.’s extremais tém protagonizado tao grande niimero de
situagoes praticas em areas tao diversas quanto Seguros, Financas, Hidrologia,
Biologia, Controlo de Qualidade, Telecomunicacoes ou Teletrafego, ao ponto

de justificar o constante desenvolvimento da Teoria de Valores Extremos.

Por exemplo, no campo financeiro, e em particular nas distribuicoes associadas
aos retornos, é habitual encontrar caudas mais pesadas do que as abordagens
classicas consideram. Isto quer basicamente dizer o seguinte: os acontecimen-
tos extremos, embora improvaveis por hipdtese, sao mais frequentes do que
seria de esperar segundo o modelo gaussiano, um modelo com caudas leves, de

tipo Exponencial.

Existem situagoes onde a abordagem EV'T é primordial. A distribuigao associ-
ada as maiores observacoes para aplicagoes a dados ou temperaturas anuais de
pico, por exemplo. Por outro lado, a distribuicao das menores observacgoes é
aplicada a problemas de resisténcia de materiais, onde o principio do elo mais
fraco impera, ou ainda a fendmenos como a duracao da vida humana, com

limite superior de suporte necessariamente finito.

Em Estatistica, o Teorema de Fisher-Tippett-Gnedenko (o teorema fulcral dos
tipos em valores extremos) é um resultado acerca da distribuicao assintética
das e.o.’s extremais. O teorema dos tipos extremais desempenha um papel
analogo ao tao famoso TLC para as médias (somas). Basicamente, estabelece
que o mazrimo amostral convenientemente normalizado converge para uma de
3 distribuicoes possivets, a Gumbel a Fréchet ou a Max-Weibull, a serem estu-
dadas mais adiante, no Capitulo mas abordadas em situagoes varias ao longo

deste livro. Independentemente da forma do centro de distribuicao, a cauda as-
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sume formas sempre muito especiais quando estamos suficientemente longe na
cauda. O crédito deste resultado é devido essencialmente a Gnedenk (1943),
embora versoes anteriores tivessem sido estabelecidas por Fréche (1927) e
Fisher & Tippet{®] (1928).

2.4 Estatisticos historicos na area de extremos

Comegamos por referir Fisher e Tippet, na Figura e em seguida Weibull,
Gumbel e Fréchet, na Figura[2.7] Finalmente, na Figura referimos von

Mises (veja-se von Mise&ﬂ 1936), outro dos pioneiros na &rea.

L. H. C. TiepeTT

Figura 2.6: Sir Ronald Alymer Fisher (1890-1962) e Leonard Henry Caleb
Tippett (1902-1985)

Referimos em seguida algumas das frases célebres de Emil Gumbel, um dos

nome sonantes e pioneiros na area de Estatistica de Extremos:

4Gnedenko, B.V. (1943). Sur la distribution limite du terme maximum d’une série aléa-

toire. Annals of Mathematics 44:6, 423—453.
SFréchet, M. (1927). Sur le loi de probabilité de I’écart maximum. Ann. Société Polo-

naise de Mathématique 6, 93—-116.
SFisher, R.A. & Tippett, L.H.C. (1928). Limiting forms of the frequency distributions of

the largest or smallest member of a sample. Proceedings Cambridge Philosophical Society

24, 180-190.
"Mises, R. von (1936). La distribution de la plus grande de n valeurs. Revue Math.

Union Interbalcanique 1, 141-160. Reprinted in Selected Papers of Richard von Mises,
Amer. Math. Soc. 2 (1954), 271-294.



2.4. ESTATISTICOS HISTORICOS NA AREA DE EXTREMOS 15

Figura 2.7: Ernst Hjalmar Waloddi Weibull (1887-1979), Emil Julius Gumbel
(1891-1966), e Maurice René Fréchet (1878-1973)

Figura 2.8: Richard Edler von Mises (1883-1953)

‘It seems that the rivers know the theory. It only remains to convince the
engineers of the validity of this analysis.’
‘Il est impossible que l"improbable n’arrive jamass.’

‘Il y aura toujours une valeur qui dépassera toutes les autres.’

Existem hoje em dia varios ‘R-Packages for Extreme Values’, tais como evd,
evdbayes, evir, ismev, extRemes, extremevalues, fExtremes, Imom,
ImomRFA, Imomco, POT, SpatialExtremes, alguns dos quais a serem

usados neste livro.
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Capitulo

Metodologias GGraficas para

Analise Preliminar de Valores

Extremos (APVE)

E 6bvio que a linearidade num grdfico pode ser facilmente constatada por
observacao directa de uma nuvem de pontos, e quantificada em termos do coe-
ficiente de correlagcdo. A ideia subjacente aos PP-plots, ou equivalentemente
aos actuais QQ-plots, existentes em quase todos os ‘packages’ estatisticos, e a
estudar mais em pormenor nas secgoes e respectivamente, surgiu da
necessidade de responder a pergunta:

Serd que um determinado modelo probabilistico fornece um ajustamento sen-

sato a distribuicdo subjacente aos dados em causa?

O método grafico mais antigo para selecgao de modelos é a técnica do papel

de probabilidade, que introduzimos em seguida, e que pode ser visto com mais
detalhe em Gomes et al (2010).

!Gomes, M.I., Figueiredo, F. & Bardo, M.I. (2010). Controlo Estatistico da Qualidade.
Edigoes INE.

17
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3.1 Método Grafico Classico de Seleccao de
Modelos — Papel de Probabilidade (PP-

plot)

A técnica do papel de probabilidade que, com modificacoes convenientes, pode
ser usada para dados continuos ou discretos, completos ou censurados, tem
sido usada nas mais variadas formas, desde que Haze (1914) (veja-se tam-
bém Haze 1930) sugeriu o principio de linearizagao da f.d. Normal, num
estudo de cheias, mas a sua principal aplicacao tem sido na obtencao de uma
confirmacao visual rapida do ajustamento de determinado modelo probabilis-
tico, sugerido por exemplo pelo histograma, a dados (x1,...,Ty), permitindo

ainda a estimacao grosseira de parametros.

O papel de probabilidade é frequentemente usado quando os dados, (z1,...,x,),
podem ser considerados observacoes independentes de uma v.a. X com f.d. do
tipo F' ((x — X)/d), A e 6 parametros de localizagao e escala, respectivamente.
Trata-se de um método de linearizacao da f.d.: face a amostra ordenada (z1., <
- < Tp.p), € paraum modelo F(z) = F((x—\)/d), represente-se graficamente

a nuvem de pontos:

(Tin, ¥i = F7 (p3)), pi:=1i/(n+1), 1<i<mn, (3.1)
onde F'~ denota a inversa generalizada de F, i.e.,

Fo(z)=inf{y: F(y) >z}, 0 <z <1 (3.2)

Se o grafico resultante mostrar que existe uma relagao linear entre x;., e y;
temos uma validagao informal do modelo F(-), postulado. A interseccao com
o eixo das abcissas e a inclinacao da recta fornecem-nos entao estimativas

grosseiras de \ e J.

Na realidade, admitindo que F~!(.) existe, sendo F~!(z) o valor de y tal que

F(y) = x, e escrevendo

pi = F((zim —A)/5), 1<d<n,

2 Hazen, A. (1914). Storage to be provided in impounding reservoirs for municipal water

supply. Trans. Amer. Soc. Civil Engrs. 77, 1539-1659.
3 Hazen, A. (1930). Flood Flows. A Study of Frequencies and Magnitudes. Wiley.



3.1. PAPEL DE PROBABILIDADE 19

tem-se

i.e. existe uma relagao linear entre x;.,, e y; = F~*(p;), devendo p; ser qualquer

estimativa plausivel de F'((X;., —A)/d). Uma escolha possivel para os valores

de p;, 1 <1 < n, as chamadas ‘plotting positions’, foi dada em Weibul (1939).

Trata-se dos valores p; = i/(n+1), 1 <1i < n, ja definidos em (3.1)), os valores

de E(F((X;n — A)/8)), VF(-) absolutamente continua, uma vez que entao
F<X“LT_)\) l Bin—i+1,

onde B, ;, denota uma v.a. Beta de parametros p e g, i.e., uma v.a. com f.d.p.,

Pl -2 0<2 <1,

f(zip,q) = Blp.d)

com B(-,-) a fungdo Beta completa.

Observacgao 3.1.1. A funcao Beta completa € o integral,

(o) T(5)

1
B(a, s ::/ 22711 = 2)P e = ., o,feRT, 3.3
@)= [ a1 -a) o 33
com I'(+) a fun¢do Gama (factorial) completa, i.e.,
+oo
[Na) = / z* teT%dr, a€RT. (3.4)
0

A fung¢do Gama € a extensao da fungao factorial a qualquer real positivo (na
realidade, a funcao Gama pode mais geralmente ser definida para qualquer
complexo z, cuja parte real seja positiva — para detalhes, veja-se por exemplo
o Capitulo 6 de Abramowitz & Stegu 1972). Para valores de n € Ny, inteiro
nao negativo, temos

n4+1)=1x2x3x---x(n—1)xn=nl (0=1).

Nao podemos aqui deizar de referir uma relagao de recorréncia relativa a fun-

cao Gama frequentemente utilizada ao longo deste livro,

MNa+1l)=al(a), a>0.

4Weibull, W. (1939). A Statistical Theory of Strength of Materials. Ing. Vet. A.K, Handl.,

151, Genelstabens Litografiska Anstals Forlg Stocklholm, Sweden.
5 Abramowitz, M. & Stegun, I.A. (1992). Handbook of Mathematical Functions. Dover,
New York.
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Valores particulares importantes sao

I'(3) = 2/0 e Vdt = /m = 1.7724538509. .., T(2) = 1.22541 67024 ....

Podemos ainda dizer que em modelo F' absolutamente continuo se tem
Xim — A ? ,
E (F(%)> - E<Bi,’n—i—|—1) = E(Uln) = n——l—]_’ 1 S [ S n.
Para outras possiveis escolhas de plotting positions em papel de probabilidade

veja-se, por exemplo, Barnettﬁ (1975).

Tal como ja foi referido, se o grafico resultante mostrar que existe uma relacao
linear entre ., e y; = F~1(i/(n+1)) =: Q(i/(n+1)), com Q(-) a funcao quan-
til, temos uma validagdo informal da forma da distribuicao F'(-), postulada.
A interseccao com o eixo das abcissas e a inclinacao da recta fornecem-nos
entao estimativas grosseiras de \ e §. Caso exista linearidade, a estimacao dos
parametros pode entao ser feita através do moédulo de regressao de qualquer

package estatistico.

3.1.1 Referéncia historica aos papéis de probabilidade

Como o processo pretendia ser um método visual rapido, tornava-se importante
a facilidade da sua aplicacao, tendo sido produzidos tipos especiais variados de
papel de probabilidade, com uma escala funcional que mede convenientemente
F~Y(p), mas que é graduada em p. Torna-se entdo unicamente necessario
representar graficamente x;., versus p; na(s) escala(s) transformada(s). Com
a acessibilidade a algoritmos computacionais de calculo de F~1(-) para uma
grande variedade de modelos, estes papéis de probabilidade tém hoje em dia

apenas interesse histoérico.

O exemplo mais vulgar, ainda muito usado em aplicagoes diversas, parti-
cularmente em areas de Hidrologia e Climatologia Estatistica, é o papel de
probabilidade Normal (Chernof & Lieberma 1954), acessivel em qualquer
papelaria do Reino Unido pelo menos até meados dos anos 80, e representado
graficamente na Figura|[3.1]

6Barnett, V. (1975). Probability plotting methods and order statistics. Applied Statistics

24, 95-108.
"Chernoff, H. & Lieberman, G.J. (1954). Use of normal probability paper. J. Amer.

Statist. Assoc. 49, 7T78-785.
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Figura 3.1: Papel de probabilidade Normal

No papel de probabilidade Normal, ilustrado na Figura uma das escalas
(neste caso, a das ordenadas) é uma escala aritmética, em que se marcam as
observagoes ordenadas. A outra escala (a das abcissas) é uma escala proba-
bilistica, graduada em ®~!(p), com ®(-) a f.d. da Normal reduzida, N (0, 1),
mas em que se marca p (ou 100 x p). Esta escala funcional aparece ilustrada
na Figura[3.2] e tem a seguinte tabela associada:

P 0.001 0.01 0.1 0.2 0.3 0.4 0.5 0.6 0.7
<I>_1(p) —3.09 —2.33 —1.28 —0.84 —0.52 -0.25 0.0 0.25 0.52

Se as observagoes recolhidas forem efectivamente N (), d) teremos um grafico
do tipo do ilustrado na Figura

Ao ajustarmos uma recta aos pontos marcados em papel de probabilidade

Normal, obtemos facilmente estimativas de \ e §, dadas por

A\ = abcissa no ponto 50%,

6* = 1 (diferenca entre as abcissas dos pontos 84% e 16%).

Note-se no entanto que se para dados normais nao usarmos papel de probabi-
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Figura 3.2: Escala funcional de um papel de probabilidade Normal

bi

®(1)=0.84
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s
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Figura 3.3: Gréfico em papel de probabilidade Normal

lidade, mas fizermos um gréfico de (®7'(i/(n+1)),2sn), 1 <i < n, com ® a
f.d. da M(0,1) (o actualmente chamado QQ-plot), como se tem

Tim = A+0 <I>_1( ! ),

n—+1

obtemos as estimativas:

A" = intersecgdo com o eixo dos x;., (ordenadas),

0™ = inclinacdo da recta ajustada.
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Exemplo 3.1.1. Utilizando o package R, gerdmos 250 observacoes de um
modelo N'(3,1). Temos para isso disponivel a fun¢do rnorm. O grdfico da

Figura a esquerda, estd associado as instrucoes:

x <- rnorm(250,3,1)

x_in <- sort(x)

n <- length(x)

p_i <= (1:n)/(n+1)

y_i <- gnorm(p_i)

plot(y_i, x_in, col="blue", xlab=expression(y[i]), ylab=expression(x[i:n]),cex.lab=1.2)
resl <- Im(x_in ~ y_i)

abline(resl, col="red",lty=1,1lwd=2)

legend(0,1,c("1mline"), col="red", 1lty=1,lwd=2, bty="n", cex=1)

V V. V V V V V V V

A recta abline estd relacionada com a regressao linear, e o método de minimos

quadrados.

Normal Q-Q Plot

XLn
Sample Quantiles

— Imline

Yi Theoretical Quantiles

Figura 3.4: Papel de probabilidade (esquerda) e QQ-plot (direita) normais

Obtemos um grafico semelhante, com a funcdo qgqnorm, que permite o tragado
do chamado QQ-plot Normal, ao qual ajustdmos também a recta qqline. No
caso do QQ-plot Normal, a funcdo qqline permite o ajustamento de uma recta

que passa pelo 1° e 3° quartis.

O grdfico da Figura a direita, foi obtido através das instrucoes:

> qqnorm(x, col="red")
> points(c(qnorm(0.25),qnorm(0.75)),
+ quantile(x,c(.25,.75)),col="green",cex=1.1,bg="green",pch=21)
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> qqline(x, lwd=1.8)
> legend(1,2,c("qqline"), col="black", lty=1,lwd=2, bty="n", cex=1)

Foi ainda feita uma analise dos residuos associados a regressao linear, que nos

fornece estimativas para A e 6. O ‘output’ foi o seguinte:

> summary(resl)

Call: lm(formula = x_in ~ y_i)

Residuals:
Min 1Q Median 3Q Max
-0.725256 -0.037243 0.006295 0.043307 0.208526
Coefficients:
Estimate Std. Error t value Pr(>ltl)
(Intercept)  2.983100=: lambda** 0.005704 523.0 <2e-16 KoKk
y_i 1.031064=: deltaxx* 0.005814 7.3 <2e-16 *okk

Signif. codes: O’*%%’ 0.001’%*’ 0.01°%> 0.05°.7 0.1’ ’ 1

Residual standard error: 0.09019 on 248 degrees of freedom
Multiple R-squared: 0.9922,Adjusted R-squared: 0.9921
F-statistic: 3.145e+04 on 1 and 248 DF, p-value: < 2.2e-16

Outro exemplo simples é o papel de probabilidade Gumbel, um modelo muito

usual em FEstatistica de Extremos, como veremos mais adiante.

Exemplo 3.1.2. Se FF = A, a f.d. Gumbel, dada por:
e (=N)/8
Alz; N, 0) =e , tER = x5, =X+ 0(—log(—log(p:))).
Consequentemente, o papel de probabilidade Gumbel terd uma escala arit-
mética (onde marcamos as observagoes ordenadas ascendentemente, T;.p,
1 <i<mn), versus uma escala duplamente logaritmica (onde marcamos as
‘plotting positions’, p; =i/(n+ 1), 1 <i<mn).

Do ponto de vista conceptual, € 6bvio que também podemos marcar x;., versus
y; = —log(—log(i/(n + 1))) (ou y; = —log(—log(i/(n + 1))) versus x;.,,),
1 <7 <n, num papel milimétrico usual, ou utilizar um QQ-plot. E alids isto
que se faz, quando possuimos facilidades computacionais, como o package R,

entre outros, a situacao usual nos dias de hoje.

A geragdo de observagdes ou numeros pseudo-aleatdorios (NPA’s) Gumbel é
simples. Procedemos pois a geragdo de 250 NPA’s Gumbel(0,1), colocados
no vector gumb. O grdfico da Figura (esquerda) foi obtido através dos
comandos:
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qgnorm(gumb, col="red")

points(c(gnorm(0.25) ,qnorm(0.75)),
quantile(gumb,c(.25,.75)),col="green",cex=1.1,bg="green",pch=21)
qqline(gumb, lwd=1.8)

legend(1,0,c("qqline"), col="black", 1lty=1,lwd=2, bty="n", cex=1)

vV V + Vv V

Trata-se pois de wum QQ-plot Normal, que fornece indicacao imedi-
ata da nao-normalidade dos dados. O tracado da nuvem de pontos
(ys = —log(—log(i/(n+1))),2i:n), 1 <i<n, forneceu o grdfico da Figura
(direita), e foi obtido de forma andloga ao que fizemos anteriormente para

0s dados de uma N(3,1).

Normal Q-Q Plot

Sample Quantiles

Theoretical Quantiles Yi

Figura 3.5: Dados Gumbel em ‘papel de probabilidade’ Normal (esquerda) e
Gumbel (direita)

A recta dos minimos quadrados fornece-nos as estimativas,

A** = —0.102893, 6" = 0.993790.

Quando o grafico em papel de probabilidade é nitidamente nao linear, resul-
tando consequentemente a rejeicdo do modelo postulado, F'(-), podemos obter
informacao adicional a partir do gréafico (para mais detalhes veja-se Bur
1975; Gomes et al., 2010).

8 Bury, K.V. (1975). Statistical Models in Applied Science. Wiley.
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3.2 QQ-plots: outra perspectiva equivalente

3.2.1 QQ-plot: modelo Exponencial

Em FEstatistica de Ezxtremos, e como veremos mais adiante nos Capitulos @
o modelo Exponencial de parametro A > 0, denotado por £(\), desem-
penha um papel bem mais importante do que o modelo Normal. A funcao de

sobrevivéncia (ou cauda) é para a £(A),
1 — F\(z) :=exp(—Ax), x>0,
e para o caso da Exponencial standard ou reduzida,

1 — Fi(x) :=exp(—x), z>0.

Sera que a distribuicao subjacente as observacgoes x1,...,x, pertence a esta

familia £(A)? Para este modelo, temos a func¢do quantil,

Q) = F~(p) =~ log(1 ~ p), p < (0,1),

e para a £(1) temos pois a fungao quantil,

Q1(p) = —log(1 —p), p€ (0,1).

Existe entao uma relacao linear

1 1
Qa(p) = 1 Q1(p) = 1 (= log(l —p)), p € (0,1).
Dada uma amostra de observagoes (x1,...,%,), substitua-se Q(p) pela con-

trapartida empirica @, (p), e represente-se num sistema de eixos ortogonais a

nuvem de pontos

(—1log(1 = p),Qn(p)), para valores de p € (0,1).

Se o modelo Exponencial for bem ajustado, espera-se que a nuvem de pontos
se distribua ao longo de uma recta. O declive dessa recta pode ser identificado
com 1/\ e usado para obtengao de uma estimativa preliminar de A. Note-se

que a ordenada na origem deverd ser nula, ja que Q(0) = 0.
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De um modo geral, e denotando por x;.,, o i-ésimo valor amostral, a nuvem

de pontos
1—1

Y

~ 7
Qn(p) = x4, para <p< -

deve ser aproximadamente linear. Tal como mencionamos atras, sao possiveis

varias escolhas de p (plotting positions), de entre as quais referimos:

pe bt

1-.5 2-.5 n—1-.5 n—.5
p e { n Y n AR n Y n }7

1 2 n—1 n
p e {n+1’n+1""’n+1’n+1}7

sendo usual considerar as plotting positions definidas em , ie., p;, =
i/(n+1), 1 <1< n, que, tal como ja foi dito anteriormente, podem ser con-
sideradas como o posicionamento dado pelo valor médio das e.o.’s associadas
ao modelo Uniforme, (0, 1), uma vez que F(X;.;,) 4 Ui, parai =1,...,n,

e se tem U;.,, —~ Beta(i,n — i+ 1) de valor médio E[U,.,,] =i/(n+ 1) =: p;.

Voltemos ao caso Exponencial. A recta (declive=a; ordenada na origem=0)
ajustada a nuvem de pontos pelo método dos minimos-quadrados, é obtida

pela minimizacao de
n

Z (Ziim 4 a log(1 — p;))?

i=1
vindo

~ Z?:lxi:n(h' .
a=5—5—, comgq :=—log(l—p;), i=1,...,n.

Zi:l q;

Para um conjunto de 1000 NPA’s, £(A), com A = 2, gerados no R, o grafico é o
apresentado na Figura O declive da recta, com ordenada na origem nula,
é de 0.5091 =1/ ) e consequentemente, lembrando a relagdo tedrica Qx(p) =

+(—log(1 — p)), temos uma estimativa preliminar dada por A = 1.9643.
Vejamos uma outra interpretacao: A funcgao que se estd a aproximar ao marcar
a nuvem de pontos x;., «~ —log(l—p;), i=1,...,n,éx— —log(l — F(x)).

Esta é exactamente a transformacgao que converte qualquer v.a. X, com f.d.
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QQ-plot modelo Exponencial

O ~
o - x = 0.5091(-log(1-p)) oo
(*g

(0%

Xin

—log(1-py)

Figura 3.6: QQ-plot Exponencial

continua F', na £(1). Realmente

P[—log(l — F(X)) < z] = P[X < Q(1 — exp(—x))]
= F(Q(1 —exp(—x)) = 1 — exp(—x)

ou seja,
—log(1 - F(X)) ~&(1).

Pensemos agora nas observagoes acima de um nivel ¢ (método POT, do inglés
peaks over threshold). Na realidade, muitas vezes os dados s6 estao disponi-
veis acima de um nivel ¢. Por exemplo, uma Resseguradora pode s6 receber
informagao acerca de pedidos de indemnizagao acima de um nivel/franquia t,

elevado. Abordemos o caso de X ser £()\), e condicionemos no acontecimento
{X >},

P[X > z]

P[X>x|X>t]:m

= exp(—A(x — 1)), para z >t,
pelo que a correspondente funcao quantil é

1
Q(p):t—xlog(l—p), O<p<l.
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Entao o QQ-plot tem ordenada na origem igual a t.

Como estimar um quantil extremal

¢p '= Q(1 —p), com p pequeno ?

Se pelo QQ-plot é sensato assumir o modelo Exponencial, entao
. 1
p=t=3 log(p).
Inversamente, uma probabilidade de excedéncia pequena
p=pg:=PX > x| X >t

pode ser estimada por

Py = €Xp (—5\(:1; - t)) :

Estimacao preliminar de \: Poder-se-a estimar A a partir do QQ-plot,
através do método dos minimos quadrados, ou alternativamente, considerar o

estimador de mdzima verosimilhanca (ML, do inglés ‘maximum likelihood’),

A=1/(T —t).

3.2.2 QQ-plot: caso geral

No caso geral, seja ()5 a funcao quantil para o modelo standard de uma de-
terminada familia. De forma a aceitarmos um modelo como plausivel para a

populacao subjacente a amostra:

1. Deve existir uma relacao linear entre os quantis tedricos Q(p) e Qs(p).

2. Os quantis tedricos Q(p), desconhecidos, devem ser substituidos pelos

quantis empiricos @n (p).

3. Devemos pois representar graficamente a nuvem de pontos

{(@:(5),0n(49)) = (Qapi) wim) i =1, ,m )




30 CAPITULO 3. METODOLOGIAS GRAFICAS EM APVE

QQ-plot modelo Exponencial
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Figura 3.7: QQ-plot para dados £()\) e estimacao de quantis

4. Finalmente, devemos investigar a linearidade, levando a cabo uma re-

gressao linear no QQ-plot, por exemplo.

Os quantis e periodos de retorno podem ser estimados através da aceitacao de

um relacao linear no QQ-plot, y = b+ az, com

z?zl(xiin_f)Qs(pi) o b
Z?:1<Q8(pi) - 6)2

=T —ag.

1 .
q_ﬁ;Qs(pz)a a =

Com Fy a f.d. reduzida e Qs = F;~ a inversa generalizada de Fy, g, = Q(1—p)
e py = P[X > z], tem-se:

e Estimacgao de quantis extremais: ¢, = b+ aQs(1 —p).

e Probabilidades de excedéncia: p, = F,((x —b)/a), Fs:=1— Fj.

3.2.3 QQ-plots para modelos Normal e Log-Normal

Uma vez que os quantis da Normal, N'(u, o), se relacionam com os quantis da
Normal standard, N'(0,1), através de

Q(p) = p+ o® (p), &' funcio quantil da N(0,1),
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as coordenadas do QQ-plot para este modelo sao
(q)_l(pi)a xzn) ) 1= 17 sy

Uma vez que a transformagao logaritmica da Log-Normal é uma Normal, as
coordenadas do QQ-plot para o modelo Log-Normal sao obtidos pela transfor-

macao logaritmica dos dados

(q)_l(pi)alogxi:n> 9 Z - 1, e ,7’L.

3.2.4 QQ-plot: Tabela de distribuicoes

A Tabela seguinte foi retirada de Beirlant et al. (2004):

Table 1.1 QQ-plot coordinates for some distributions.

Distribution F(x) Coordinates
- 1 (u—p)? i ,
Normal | Ja —exp (— ”20%) )du (D~ Y(pin), Xin)
xeRpnelR,o0>0
: "X 1 (Iogu—u)2 -1 . o
Log-normal 5= eXp (_T) du (D7 (Pin), logxin)

x>0pnueR o>0

Exponential | —exp(—Aix) (—log(1 — pin)s Xin)
2> a0
Pareto l —x* (—log(l — pin), log xin)

x> lL,a>0

Weibull 1 —exp(—Ax®) (log(—log(l — pin)),
x>0A,1>0 log xi n)

3.3 QQ-plots e PP-plots: caso geral F(-|0)

Até agora a maior parte dos modelos considerados permitiram a construcao
dos QQ-plots sem qualquer conhecimento dos valores exactos dos parametros.
Alids, estimativas preliminares desses valores puderam ser obtidas como resul-

tado colateral do QQ-plot. Esta situagao esta essencialmente relacionada com
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o caso de estarmos a lidar com modelos com localiza¢do/escala, para os quais
a ordenada na origem representa a localizacao, estando o declive relacionado

com a escala.

Mais geralmente, o papel de probabilidade usa-se quando F(z;.,,0), com z;., a
i-ésima estatistica ordinal (e.o.) ascendente associada a amostra (x1,...,2Z,),
e  vector de parametros desconhecidos, pode ser transformada numa relagao

linear, i.e. existem fungoes g;(-), i = 1,2,3,4 tais que

91 [F (i, 0)] = 92(0) + 93(0) ga(Tin),

onde F(z;.n,0), desconhecido, é substituido por uma sua estimativa plausivel,
como por exemplo p; = i/(n+ 1), sempre que F'(-) for absolutamente continua
(Chernoff & Liebermarﬂ 1956). Tém-se pois gréaficos do tipo do apresentado

na Figura

1 &(p)

inclinagcdo : g,(0)

,(0)
g()/

/ | | | g4(xi:n)

Figura 3.8: Aspecto possivel de um papel de probabilidade genérico

Isto significa que o papel de probabilidade pode ser facilmente usado quando
queremos testar informalmente a validade de uma populacao subjacente que,
nao dependendo apenas de parametros de localizacao e escala, pode ser trans-
formada numa populagao com essas caracteristicas, e o aspecto possivel é o

indicado na Figura Vejamos alguns exemplos.

Exemplo 3.3.1. Se estivermos interessados em wvalidar informalmente um

outro modelo muito comum em Estatistica de Extremos, o modelo Fréchet (de

9Chernoff, H. & Lieberman, G.J. (1956). The use of generalized probability paper for
continuous distributions. Ann. Math. Statist. 27, 806—818.
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mdzimos) com localizagao X = 0, com f.d.
F(:0,0,a) = exp(—(2/5)™), @ > 0,

temos

—log(—log(p;)) = —alogd + alogwim, 1 <i<n,

i.e. um papel de probabilidade para esta populacao terd uma escala logaritmica
(onde marcamos x;.,), sendo a outra escala duplamente logaritmica, a escala

funcional Gumbel.

Observagao 3.3.1. Na realidade o logaritmo de uma v.a. Fréchet (de

mdximos) tem distribuicao Gumbel (de mdzimos).

Exemplo 3.3.2. Acontece algo semelhante para X Log-normal, com localiza-
cao 0 = 0, pois entdo log X é Normal, tal como ja foi referido. Um papel de
probabilidade Log-normal terd uma escala logaritmica (onde marcamos x;., ),
sendo a outra escala a escala funcional Normal. Na situacao actual, temos sim-
plesmente de marcar a nuwem de pontos (log ., @1 (i/(n + 1))), 1 <i<n,

ou, em R usar o qqnorm(y) com y = logx.

Neste caso geral, e mesmo que nao seja viavel proceder a uma transformacao
simples dos dados, os QQ-plots comparam os dados ordenados X;., com 08
correspondentes quantis da distribuicao a ajustar. Seja X uma v.a. com f.d.
Fy, com 6 vector de parametros desconhecidos. Seja (X7, ..., X,,) uma amostra
aleatéria (a.a.) associada a X. Denotemos = 0(X,..., X, ), um estimador
consistente de 6. Entao, podemos conceber um QQ-plot, em que se marcam
0s pontos (Fé_(pi>7Xi:n>a i = 1,...,n. O QQ-plot e o PP-plot sdao muito
frequentemente definidos da mesma forma. Existe no entanto quem considere

no PP-plot a marcacao dos pontos (Fé(Xi;n),pi), 1=1,...,n.

3.4 W-plots: caso geral F(-|0)

Tal como referido anteriormente, o principio em que se baseia o PP-plot e o

QQ-plot é a identificacao

4

FQ(in) Ui:na 1= 17"'7”7



34 CAPITULO 3. METODOLOGIAS GRAFICAS EM APVE

com U;.,, i =1,...,n as e.0.’s associadas a uma a.a. da (0, 1). Entao

d

—log(1 — Fy(X;.n)) = Eip, 1=1,...,n,

com Fj;., as e.0.’s associadas a uma a.a. de dimensao n da £(1).

O W-plot é outra representacao grafica, que decorre dos quantis da Exponen-

cial. Marcamos

(—log(1l —p;), —log(l — F3(X;.))) i=1,...,n,

e analisamos se a nuvem de pontos esta razoavelmente perto da diagonal.

3.5 Funcao de excesso médio e ME-plot

Na pratica actuarial, o condicionamento no acontecimento {X > ¢} assume
a maior importancia, especialmente no Ressequro. Considere-se um tratado
ercess-of-loss com retencao t, para qualquer indemnizacao da carteira. O
Ressequrador terda de pagar um montante aleatério X — ¢, o excesso acima de
t, mas s6 se X > t. Tendo em vista o cdlculo do prémio, o actuario pretende
estabelecer uma franquia ou nivel t, o chamado t-threshold, da metodologia
POT, procedendo ao célculo do montante esperado a ser pago por cliente,

quando um dado nivel ¢ é escolhido.

Por exemplo, o actudrio calcula a fun¢do de excesso médio (em inglés, ‘mean

excess function’),
e(t) =E[X —t|X > ], (3.5)

assumindo que E[X] < oo.

3.5.1 ME-plots — mean excess plots

Na prética, a fungdo de excesso médio, e(-), em (3.5), é substituida pela
sua contrapartida empirica, é,(-), com base na amostra de dados observados

Z1,...,Tn, € definida por

D i1 Tid(t 400) (T)
Z?:l I(t,+00)(37i)

1 x;, >t

é,(t) ;=
”() 0 caso contrario.

—t, com (4 4o0)(wi) := {
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Usualmente, é,, é representada nos valores
t=Tp_pm, k=1,...,n—1,

ou seja utiliza-se a chamada metodologia PORT. Tem-se entao,

Zx I(t +00) (z4) an —j+1in,

com k = # x; : x; >t e as estimativas dos excessos médios dadas por

3.5.2 Padroes das funcoes de excesso médio

Vamos em seguida investigar os padroes das func¢oes de excesso médio associ-

ados a determinados modelos, i.e.

[7 (1 = F(u))du
1—F(t)

e(t) =E[X —t|X > t] = (3.6)

com zf = sup{x : F(x) < 1} < oo, limite superior do suporte ou ‘right

endpoint’ de F'.

Observagao 3.5.1. Note-se que, o numerador de e(t), em 1} ¢ obtido pela

inversdo da ordem de integracdo (Teorema de Fubini)

/th(x )P (z) = /jF (/t du) AP (z)
_ /th (/UF dF(:z:)) du = /jFu — F(u))du.

Mais uma vez a distribuicao Exponencial desempenha um papel fulcral, de-

vido por exemplo a propriedade de falta de memdria da Exponencial:

J5 (= Fu)du [ e Mudu

t

et) = BX —tX > 1] = ST =

1
=—, Vi>0
A’ Y
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i.e., é irrelevante o condicionamento em {X > t}.

Genericamente, a forma de e(-), em ou em , da informacao acerca
de caudas mais pesadas do que a da Exponencial ou mais leves que a da Ex-
ponencial. Quando a distribuicao de X tem cauda mais pesada do que a da
Exponencial, a fungdo de excesso médio e(t) tende a exibir monotonia cres-
cente para valores elevados de t. Na presenca de caudas mais leves, a tendéncia

desta funcao é no sentido decrescente.

3.5.3 Funcoes de excesso médio — modelo Weibull

O modelo Min-Weibull, ou simplesmente Weibull, tem funcao de sobrevivéncia,
F(z)=1—-F(z) =exp(—=Xz"), >0, 7> 0.

E relativamente ficil mostrar que

1—7

eft) = S (1+0(1)),

pelo que para grandes valores de t, e(t) é crescente para 7 < 1, e decrescente

para 7 > 1. Note-se que 7 = 1 corresponde ao modelo Exponencial, para

o qual e(t) é constante.

3.6 Caudas mais pesadas/leves (HTE/LTE) do

que a Exponencial e caudas exponenciais

Na Figuraexibimos o aspecto dos QQ-plots e ME-plots para caudas HTE,

do inglés ‘heavier than exponential , Exponencial e LTE, do inglés ‘lighter than

exponential’.
3.7 Dados hidrolégicos — parametros de inte-
resse

O objectivo 1ltimo na andlise da frequéncia de cheias é a estimagao do chamado
‘T-year flood discharge (water level)’; i.e., o nivel das dguas do caudal do

rio ultrapassado todos os 1" anos, em média.
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S S s
< < ]
S S - 5
—log(1-p) —log(1-p) —log(1-p)
(@) (1) (a)(2) (@) (3)
T s v
t t t
(b) (1) (b)(2) (b) (3)

(Beirlant et al., 2004)

Figura 3.9: (a) QQ-plot Exponencial; (b) ME-plot para exemplos de distri-
buigdes com caudas tipo: (1) HTE, (2) Exponencial, e (3) LTE

Usualmente, toma-se para horizonte temporal 7' = 100, mas a estimagao é

levada a cabo tendo por base dados das descargas fluviais num periodo inferior.

Nos Paises Baixos (Holanda e Bélgica), por exemplo, a exigéncia legal para
a construcdo de diques exige que a sua altura é a que decorre de T = 104
para horizonte temporal de inundacao, i.e., o nivel ultrapassado apenas cada

10%-anos, em média.

Outro fenémeno hidrolégico em que tem interesse especial o estudo da cauda
da distribuicao é a intensidade da precipitacao, dando atencao especial aos

niveis de pluviosidade mais extremos.

3.7.1 Dados de maximos anuais

Muito frequentemente os dados disponiveis sao de natureza periddica, em es-

pecial Dados de Maximos Anuais.

Alternativamente aos niveis T-anual (T—year water levels) a andlise de valores

extremos pode ser abordada em termos reciprocos através dos denominados
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Periodos de Retorno:
1

T(x):= PY >’

com Y a v.a. associada ao maximo peridodico anual, por exemplo.

3.8 Dados financeiros

Séries temporais financeiras consistem em precos especulativos dos activos,
como stocks, moeda estrangeira ou commodities. A gestao do risco num banco
comercial destina-se a proteccao contra os riscos de perda, devido a quedas
nos precos dos activos financeiros, detidos ou emitidos pelo banco. Assim, as
diferencas relativas de precos consecutivos, ou os ‘log-retornos’ sao quantidades

adequadas para ser investigados.

O VaR de um portfélio é essencialmente o nivel abaixo do qual o portfélio
futuro vai cair com apenas uma pequena probabilidade. O VaR é uma das im-
portantes medidas de risco que tém sido utilizadas por investidores ou gestores
de fundos para tentar avaliar ou prever o impacto de eventos desfavoraveis que
podem ser piores do que o que foi observado durante o periodo para o qual

estao disponiveis dados relevantes. O VaR é pois um quantil extremal.

Sem entrar ainda em detalhes de estimacao de parametros, apresentamos em
seguida os dados ‘SP500.txt’ (veja-se Beirlant et al., 2004; http://lstat.
kuleuven.be/Wiley/): Standard&Poors 500, com os pregos de fecho (n=6985)
e os log-retornos didrios (n=6984), de 5 de Janeiro 1960 a 16 Outubro de 1987
(dia de mercado anterior ao Big Crash Black Monday 19-Out-87) (Beirlant et
al., 2004).

S&P500 (05-01-1960 a 16-10-1987)

1

pregos de fecho
50 100 150 200 250 300

05-01-1960 27-04-1962 19-08-1964 09-12-1966 14-05-1969 01-09-1971 21-12-1973 12-04-1976 02-08-1978 19-11-1980 10-03-1983 27-06-1985 16-10-1987
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log-retornos (%)

S&P500 (06-01-1960 a 16-10-1987)

06-01-1960 27-04-1962 18-08-1964 07-12-1966 09-05-1969 26-08-1971 14-12-1973 02-04-1976 24-07-1978 07-11-1980 25-02-1983 13-06-1985 01-10-1987

39



40

CAPITULO 3. METODOLOGIAS GRAFICAS EM APVE



Capitulo

Analise Preliminar de Valores

Extremos

— O Porque da EVT

4.1 Problemas simples em valores extremos

Consideremos que os dados em andlise sao observacoes de uma amostra
(Xq,...,X,) de v.a.’s independentes e identicamente distribuidas (i.i.d.) com
f.d. comum F(.). Denotemos as correspondentes e.o.’s associadas a amostra
ordenada por (Xi., < -+ < X,,.,,), onde X3., denota o minimo, X,,.,, 0 mé-
ximo, sendo X;.,, a i-ésima e.o. ascendente, 1 <7 < n. Os dados amostrais sao

usados tipicamente para estudar as propriedades da f.d.

F(x) =P(X < x), (4.1)
ou da sua inversa, a funcao quantil

Q(p) :=inf{x: F(x) > p} =: F~ (p),
onde F'~ denota a inversa generalizada de F', ja definida em (3.2).

41
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4.1.1 Escassez de dados nas caudas

Suponhamos que estamos interessados em estimar as caudas de F. A Figura
ilustra as dificuldades em estimar essas caudas de forma precisa, uma
vez que a maioria dos dados estd concentrada no centro da distribuicao. As
observagoes nas caudas sao escassas, e frequentemente é requerida a estimagao

para além do maximo e/ou do minimo amostrais.

e
o
e
o

cr 3

g OF .

= °
T
o
G
o

| -y 9440 “lll.lLllJ.ll.-.I.U.II.Ll.lLU.I.I.I.IlI.ll || I — | O |
I [ I [

-2 0 2 B 6

X

Figura 4.1: Escassez das observacoes na cauda

4.1.2 Metodologias tradicionais inadequadas

Poderiamos ajustar um modelo probabilistico, por exemplo o modelo Normal,
N(p,0?), a toda a amostra disponivel, e usar esse modelo para estimar as

probabilidades de cauda, ou seja, considerar a estimativa

~

o

@(X>x):1—ﬁ(a;):1—q><x_“>.
Os problemas associados sao essencialmente os seguintes:

e O ajustamento do modelo é essencialmente ditado pelas observacoes cen-

trais.

e Modelos diferentes que ajustam bem o corpo dos dados podem conduzir

a diferentes extrapolagoes na caudas.

e Por outro lado, se o interesse reside nas caudas,
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— porqué comprometer o ajustamento nas pontas ao forcar simulta-

neamente que o modelo ajuste bem a parte central dos dados?
Em EVT pretendemos frequentemente estimar a probabilidade de excedéncia
p=pg:=P[X >z|, onde z(>z,,) (4.2)

é pois um valor elevado. A funcdo de distribuicao empirica (f.d.e.) definida

por
0 se T < Ti.n,

Fo(x) =< i/n se xyp << Titinm, 1<1<mn, (4.3)
1 s€ T > Tpw,

onde x;., é o i-ésimo valor amostral, 1 < ¢ < n, nao gera pois qualquer

informacao ttil. Inversamente, em termos da funcao de quantil empirica,

@n(p) := inf{z : ﬁn(x) > p},

surgem problemas quando consideramos quantis extremais

~

Qn(l—p), com p<1/n.

Realmente quando o problema alvo é a estimacao de quantis extremais ou
pequenas probabilidades de cauda torna-se necessario providenciar técnicas
especialmente dirigidas a valores extremos, em consonancia com a respectiva
EVT. Na anélise pratica de acontecimentos raros estas questoes sao de interesse

fulcral.

4.2 Um primeiro exemplo: velocidade maxima

do vento em Albuquerque

Suponhamos que estamos interessados na base de dados ‘albuq.txt’, de dimen-
sao n = 6939, acessivel em Beirlant et al. (2004), http://1stat.kuleuven.
be/Wiley/| cuja caixa-com-bigodes é apresentada na Figura[4.2]

Na teoria classica, estamos muitas vezes interessados no comportamento tipico

da caracteristica em estudo, descrito através do valor médio da distribuicao,
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| | | | | |
10 20 30 40 50 60

Velocidade maxima diaria do vento (milhas/hora)

Figura 4.2: Caixa-com-bigodes associada aos dados ‘albuq.txt’

denotado E[X]. Apoiados pela Lei Fraca dos Grandes Numeros (LFGN), usa-
mos a média empirica X como estimador consistente de E[X]. Além disso, o
TLC caracteriza o comportamento assintoticamente Normal da média amos-
tral, caso existam segundos momentos finitos. Este resultado pode ser usado
para fornecer um intervalo de confianga para E(X) no caso da dimensao da
amostra ser suficientemente elevada, uma condigcao necessaria quando invo-
camos o TLC. Para os dados da velocidade de vento em Albuquerque, estas

técnicas conduzem a um valor maximo diario médio da velocidade do vento de
21.658 milhas/h, constituindo (21.4369,21.8797) um intervalo de confianca a
95% para E(X).

Mas no caso de velocidades de vento, pode ser mais importante estimar proba-
bilidades de cauda. Suponhamos que uma estrutura se quebra se a velocidade
do vento for superior a 30 K'm/hora . . .entao o valor de interesse é a estimativa

da probabilidade de cauda
p=P[X > 30].

Para o efeito, pode-se usar a f.d.e., definida em (4.3). Para os dados ‘albuq.txt,
a f.d.e. associada esta representada na Figura e tal procedimento conduz-

nos ao valor de
p=1—F,(30)=0.18.

No entanto ...se o segundo momento E[X?| ou até mesmo a média E[X]
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Funcgdo distribuicdo empirica
00 02 04 06 08 1.0

| | | | | | | |
0 10 20 30 40 50 60 70

Velocidade maxima diaria do vento (milhas/hora)

Figura 4.3: F.d.e. associada aos dados ‘albuq.txt’

nao sao finitos, entao o TLC nao se aplica e a teoria classica, dominada pela
distribuicao Normal, ja nao é pertinente. Ou seja, se se quer estimar p,, em
(4.2), a estimativa p, definida & custa da f.d.e. produz o valor O ...

Este tipo de questoes associadas a acontecimentos raros sao muito importantes,
uma vez que os danos causados por velocidades extremas de vento podem
revelar-se catastroficos. Claramente, nés nao podemos simplesmente assumir

que esses valores de x sao impossiveis, pois tal é totalmente irrealista.

4.3 Um segundo exemplo: velocidade maxima

do vento em Zaventem

Procedemos em seguida a aplicacao de alguns dos métodos do Capituloaos
dados ‘zaventem.txt’, velocidade méxima diaria do vento em Zaventem (1985-
1992), de dimensao n=3225 (Beirlant et al., 2004, http://1lstat.kuleuven.
be/Wiley/). Temos 74 Velocidades acima de t = 82Km/h, a que estdao asso-
ciados os histogramas apresentados na Figura

A funcado densidade de probabilidade (f.d.p.) condicional ajustada a estas 74

velocidades é

= 0.0829.

f(x) = Aexp(=A(z —t)), com t =82, )= ——
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Figura 4.4: Histograma associado & amostra de velocidades méximas didrias do
vento em Zaventem (esquerda) e a sub-amostra das velocidades acima de 82 Km/h
(direita)

Utilizando o R para ajustar a recta

Qn(p) =t - %log(l — D),

obtemos através do QQ-plot apresentado na Figura o valor 80.86 para

ordenada na origem, valor que difere um pouco do valor exacto t = 82.

130 140
|

120
o
o

100
|
g

90
8

velocidade maxima do vento em Zaventem > 82
10
o]

Quantis Exponenciais standard

Figura 4.5: QQ-plot para as velocidades de vento acima de 82 Km/h
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Considerando valor exacto de t = 82 para ordenada na origem da recta
~ 1
Qn(p) =1t — R log(1 —p),

a recta (declive=a; ordenada na origem=t=82) ajustada & nuvem de pontos
pelo método dos minimos-quadrados, é obtida pela minimizacao de

n

S (@i — t+a log(1 - p))°,

i=1
vindo
N Zn—l Tingi — tzn—l qi
a = == - = , com q; ;= —log(l—p;), i1=1,....,n
> i1 4 ( )
Para os dados ‘zaventem.txt’,
1 ~
a = 12.96368 = 3 A =0.07713861.
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Temos entao o coeficiente de correlacao amostral,

Z?:l (Tin —2)(qi — Q)

TQ: n — T N Y
\/21:1(%% —T)? 21:1((]@ —q)*
com
1 — 1 <&
T == imy (= — i ; .= —log(1—p;) = —log(1—1 1)).
T L A= 3 e ¢ i —logli=p) =~ log(1-i/(n+1)

Note-se que:
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0 <rg <1, pois os valores estao ordenados por ordem crescente.

rq = 1 se e s6 se os pontos estao todos sobre a recta.

e 1 pode ser usado como medida de ajustamento do modelo Exponencial

aos dados.

Um teste baseado na estatistica rg rejeita a hipétese de Exponenciali-

dade quando rq difere significativamente de 1.

Para os dados em ‘zaventem.txt’, consideraremos dois gréaficos distintos, na
Figuras[4.6] onde representamos ME-plots em que ey, é representado versus

k e versus x,,_k.n, respectivamente.

ME-plot (Zaventem data) ME-plot (Zaventem data)

14 16 18
|

Mean Excess
12
|

Mean Excess

10
|

Figura 4.6: ME-plot, e, versus k (esquerda) e ey, Versus x,_k., (direita)

das velocidade méxima diaria do vento (> 82 km/h) em Zaventem

O padrao ‘aproximadamente’ constante da-nos a indicacao de cauda Exponen-

cial.

4.4 Um terceiro exemplo: dados de seguros de
incéndios

Consideremos em seguida uma aplicacao aos dados ‘norwegianfire.txt’, rela-
tivos a seguro de incéndios, ou mais especificamente a valores de indemniza-
¢oes acima das 500(x 1000 Coroa), ano, no periodo 1972-1992, com dimensao
n=9181 (Beirlant et al., 2004, http://1lstat.kuleuven.be/Wiley/). Os da-
dos e o histograma associado estao representados na Figura[4.7]
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Figura 4.7: IndemnizagGes (esquerda) e histograma associado (direita)

De forma a ter acesso as propriedades distribucionais para os dados foram

construidos os QQ-plots Exponencial e Pareto, apresentados na Figura

indemnizagées em 1976

100000 150000 200000

50000

o

QQ-plot Exponencial

0000000002 ©

00 ©

T
2

T

3

Quantis exponenciais standard

log(indemnizagdes) em 197!

10

o

QQ-plot Pareto

0000
)

Quantis exponenciais standard

Figura 4.8: QQ-plot Exponencial (esquerda) e Pareto (direita) para os dados

‘Norwegian’

Note-se que o QQ-plot Exponencial curva para cima e tem um padrdo convezxo,

o que leva a considerar que a distribuicao subjacente aos dados das indemniza-

coes tem uma cauda direita mais pesada do que o esperado com a Exponencial.
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A excepcao dos ultimos pontos, o QQ-plot Pareto é mais ou menos linear,
indicando um ajustamento razodavel da distribuicao Pareto a cauda dos valores

de indemnizacao.

De forma semelhante ao que fizemos na Seccao para os dados em ‘zaven-
tem.txt’, passamos em seguida aos ME-plots associados aos dados ‘norwegian-
fire.txt’. A Figuraé pois semelhante a Figura mas para esta nova base
de dados.

ME-plot (Norwegian data) ME-plot (Norwegian data)

150000
150000

Mean Excess
100000
Mean Excess
100000

50000
|
50000
1

e T T T T T T
0 50 100 150 200 0 5000 10000 15000 20000 25000

K Xn-kn

Figura 4.9: Dados: ‘Norwegian’ seguro de incéndio: indemnizacao > 500
(%1000 Coroa), 1976. ME-plot, ey ,, versus k (esquerda), € ey n, VErsus Tn_g n
(direita)

Neste caso, detecta-se uma cauda mais pesada do que a Exponencial (possi-

velmente Pareto).

4.5 Um ultimo exemplo: descargas maximas

anuais do rio Meuse

Passamos a analise dos dados ‘maasmax.txt’, relativos a descargas anuais ma-
ximas do rio Meuse, em Borgharen (NL). As varidveis a que temos acesso sdo
as descarga maximas anuais, no periodo 1911-1995, num total de n=85 ob-
servagoes (Beirlant et al., 2004, http://1stat.kuleuven.be/Wiley/). Esses
dados sao apresentados na Figura onde também apresentamos o histo-

grama associado.
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Figura 4.10: Méximos anuais do rio Meuse em 1911-1995 (esquerda) e histo-

grama associado (direita)

Embora se verifique uma assimetria a direita, vejamos o que se passaria se
se seguisse uma andlise estatistica tradicional, fazendo um ajustamento do
mdximo anual ao modelo Normal, para parametros convenientes. Na Figura

4.11| apresentamos o QQ-plot Normal associado a estes dados.

maximos Anuais Rio Meuse
500 1000 1500 2000 2500 3000

Standard normal quantiles

Figura 4.11: QQ-plot Normal: {(®“(i/(n+1)),yim): i =1,...,n}

Ajustando uma recta de minimos quadrados, obtem-se para i = 1495.962 e
6 = 551.0057, a que corresponde um coeficiente de correlacao amostral de
rg = 0.9788504. Sobrepondo ao histograma dos dados (maximos anuais) a
Normal estimada Y —~ N (i = 1495.962,6 = 551.0057), obtém-se o resultado
apresentado na Figuram

Dada a natureza dos dados, a importancia do modelo Gumbel em EVT, como
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Figura 4.12: Histograma e Normal ajustada

teremos oportunidade de ver mais adiante, e ainda ao facto de se verificar
uma assimetria a direita, vejamos o que se passaria se se considerasse um
ajustamento do mdximo anual ao modelo Gumbel, para parametros conveni-
entes. Representamos na Figura o QQ-plot Gumbel associado aos dados.
Ajustando uma recta de minimos quadrados, obtem-se para parametros de
localizacao e escala, repectivamente, b=1247.363 e 4 = 445.6884, a que cor-
responde um coeficiente de correlacdo amostral rg = 0.9924606 (superior ao

encontrado no caso do ajustamento a Normal).

| | | |

maximos Anuais Rio Meuse

1

1000 1500 2000 2500 3000

500
|

Gumbel quantiles

Figura 4.13: QQ-plot Gumbel: {(A“(i/(m+1)),yim): i=1,...,m}

Sobrepondo ao histograma dos dados (maximos anuais) a f.d.p. Gumbel esti-
mada, ¥ —~ A(l; = 1247.363,a = 445.6884), obtem-se a Figura |4.14] onde o
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ajustamento parece bem mais fidedigno do que o obtido na Figuram

I
A

Density
!

—_

0e+00 2e-04 4e-04 6e-04 Be-04 1e-03

[ T T T T T 1
500 1000 1500 2000 2500 3000 3500

Descargas anuais maximas Rio Meuse

Figura 4.14: Histograma e Gumbel ajustada

De forma a ter uma ideia do comportamento de cauda da distribuicao do
Maximo Anual, construimos ainda o QQ-plot Exponencial, apresentado na
Figura a esquerda. Claramente a cauda da distribuicao do Maximo Anual
nao sera mais pesada do que a Exponencial. Esta conclusao é confirmada ainda

pelo ME-plot apresentado na mesma figura, a direita.

Em Beirlant et al. (2004), Coles (2001) e Castillo et al. (2004) sdo tratados
outros casos de estudo, associados a bases de dados, num leque variado de

areas de aplicacao de Modelacao de Acontecimentos Raros (MAR).
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Maximos Anuais rio Meuse

Figura 4.15: QQ-plot Exponencial standard (esquerda) e ME-plot (direita)
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Capitulo

FEstatisticas Ordinais — Teoria

Distribucional Exacta

Associada & amostra aleatéria (Z1, ..., Z, ), proveniente de uma populagao com
f.d. F', consideremos a amostra das e.o.’s ascendentes (Z1.,, < -+ < Zp.). Ao
leitor mais interessado no estudo elementar da teoria distribucional de e.o.’s
recomenda-se Arnold et al. (1992). Para estudos mais avangados, pode-se
consultar David & Nagaraja (2003) e Reiss (1989).

5.1 Comportamento distribucional de wuma

estatistica ordinal

Teorema 5.1.1 (f.d. e f.d.p. exactas de Zy.,). Sejam Zy,...,Zy i.i.d. a Z
com f.d. F(-) e f.d.p. f(-). Entao,

'%

Fin(2) = PlZgn < 2

= ]PplomenoskdasnvasZ < z]

n

_ .)F%z)u P

‘ (3
i=k

95
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n!

(k- 1)l(n—k)!

frn(2) = F()" ML= F)]" " f(2).

Se Z for absolutamente continua, com f.d.p. f(2) = F'(2), Zim,1 < i < n,

tem f.d.p.

1
B(i,n—i+1)

fin(z) = F )= F()" ' f(2), z€R, (5.1)
onde B(p, q) denota a func¢ao Beta completa, em (3.3). Na realidade, como é
possivel ter Z;.,, € (z,z + dz|?

e Dos n ZZ's, (i — 1) arbitrarios tém de ser < z — acontecimento com
probabilidade (") F'~*(z).

e Dos (n—i+1) restantes, um arbitrariamente deve pertencer ao intervalo
(z, z4+dz] — acontecimento a que estd associada uma probabilidade dada
por (n—i+ 1)(F(z+dz) — F(z)).

e Os restantes (n —7) elementos da amostra tém de ser superiores a z + dz

— acontecimento com probabilidade [1 — F(z + dz)]" .

A independéncia dos acontecimentos anteriores, juntamente com o facto de se

ter P (Zim € (2,2 + d2])
. n Zy 2 z
fim(2) = dlzlgo dz ’

ede f(z) = L F(2) = lim F(z+d§;_F(z>, conduz-nos de imediato & expressao

dz dz—0
1.

5.1.1 Relacao com os modelos Binomial e Beta

Por definicao de e.o., Z;.,, € menor ou igual a z se e s6 se existirem pelo menos
1 observagoes, de entre as n, que sejam menores ou iguais a z. Consequente-
mente, e tal como vimos no Teorem , para modelos F'(-) continuos, a f.d.

de Z;.,,1 <1 <mn, é, para I' discreta ou continua,

Fin(2) = .CvFW@ﬂ—F@D”ﬁ 1<i<n. (5.2)
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Para melhor compreendermos a férmula (5.2), atentemos na seguinte relagao

entre a distribuicao de uma e.o. e o modelo Binomial. Consideremos as se-

guintes varidveis de contagem:

S.=#{i:Zi >z 1<i<n} =Y Iz,
=1

n
i=1
onde I4 é a funcao indicatriz do acontecimento A, i.e.

7 1 se A ocorre
A= L.
0 caso contrario.

Tem-se obviamente S, + 57 = n, a v.a. S, é Binomial(n, 1 —

é também Binomial(n, F'(z)). Como
Zin <z seesbése S, <n—i+1 seesose
tem-se,

F;.,(2) = P[Binomial(n,1— F(z)) <n—i+1]
= P[Binomial(n, F(z)) > i.

Da igualdade (5.4) segue (5.2), de forma imediata.

A utilizacao da relacao (5.3) conduzir-nos-ia a expressao

P = (D)0 - Fe o)

k=0

F(z))eav.a. S?

S >

que também podia ter sido obtida a partir de (5.2) por utilizagdo de uma

mudanca no indice de soma, passando a somar em ki = n — k.

Note-se ainda que o somatério em (5.2) se pode escrever como

1 F(z) ) y
Fz’-n - . : 1 =t)" " t,
() B(z,n—z+1)/0 ( )

que é a funcao Beta incompleta com parametros i e n — ¢ + 1, calculada em

F(z), frequentemente denotada por Zg(,(i,n — 4+ 1). Tal funcdo encontra-se
extensivamente tabelada na Tabela 6 de Pearson & Hartle (1970).

!Pearson, E.S. & Hartley, H.O. (1970). Biometrika Tables for Statisticians. Cambridge

Univ. Press.
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Denotando B, , uma v.a. Beta de parametros p e ¢, temos pois

E por esta razio que a f.d. de uma e.o. (e frequentemente a proépria e.o.) é
usualmente designada Beta transformada. Tem-se na realidade F(Z;.,) 4

Bin—it1.

Para F discreta, com suporte S constituido por inteiros consecutivos,

fi:n(z) - P[Zzn - Z] — an(z) - an(z - 1)
= IF(z)(i,n —i+1) —IF(Z_l)(i,n —i+1), z€S8.

Casos particulares importantes de e.o.’s sao o minimo, para ¢ = 1, em (5.2), e

o mdzximo, para ¢ = n, em (5.2)). Tem-se entao

Fion.(2)=Fz.. (2)=1—(1-F(2)" e Fun(z)=Fz,  (2)=F"(z2).

Exemplo de aplicagao. Em Fiabilidade é usual trabalhar com estruturas
cujo tempo de vida é funcao exclusiva dos tempos de vida das suas n compo-
nentes. O numero n de componentes é usualmente designado por ordem da
estrutura, e uma estrutura coerent pode sempre ser simultaneamente decom-
posta como uma estrutura em série de componentes em paralelo, e como uma
estrutura em paralelo de componentes em série. As estruturas fundamentais
sao pois as estruturas em série, que descrevemos esquematicamente na Figura

e as estruturas em paralelo, descritas esquematicamente na Figura

O—————C—

Figura 5.1: Esquema de um circuito em série com n componentes

Uma estrutura em série funciona se e sé se funcionarem todas as suas compo-
nentes e uma estrutura em paralelo funciona se e s6 se funcionar pelo menos

uma das suas Componentes.

2A formalizacdo do conceito de estrutura coerente pode ser, por exemplo, encontrada
no livro de Barlow R.E. & Proschan, F. (1975). Statistical Theory of Reliability and Life
Testing. Holt, Rinehart & Winston
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© ©

Figura 5.2: Esquema de um circuito em paralelo com n componentes

Note-se que, se designarmos por 7; o tempos de vida da componente 1,
1 <17 <mn, o tempo de vida T, do circuito em série ¢ T, = min T; e o tempo
1<i<n

de vida do circuito em paralelo é T}, = max T;. Tem-se pois, caso as compo-
1<i<n

nentes sejam indepedentes e T; tenha modelo de vida F;, 1 <1 < n,

Prot)=1-]Ja-F@),  Pr.)=]] F).

=1

Estruturas i-de-n sao também frequentes em fiabilidade. Sao estruturas que
funcionam se e sé se funcionarem pelo menos ¢ das suas componentes, para
1 <1 <n. Entao T' = T,,_;+1.n, € consequentemente, se as componentes
forem identicamente distribuidas (i.d.), F; = F, 1 <1i < mn,

n

00— 3 (w0 ror

k=n—i+1

1 F(t) . -
- n=i(] )i~ ldu,
B(i,n—i—i—l)/o WL - u) du

A situacao de componentes nao i.d. torna-se formalmente mais complexa nesta

situacao geral, mas pode perfeitamente ser explicitada.

Se as componentes constituintes dos circuitos forem dependentes — situacao
frequente na pratica — as expressoes das fungoes de distribuicao (ou fungoes
densidade de probabilidade dos tempos de vida destes circuitos elementares,

que continuam a ser e.o0.’s, variam consoante variar a estrutura de dependéncia.
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5.2 Distribuicao conjunta de duas ou mais

estatisticas ordinais

Se nos colocarmos mais uma vez no contexto de Z absolutamente continua, o
par de v.a.’s (Zim, Zjm), 1 <i<j <n,tem f.d.p. conjunta dada por
1
1= F()" 7 f(z1)f(22), 21 < 2.

Fiml(a1)[F(z2) — F)

fi,j:n(Zh 2’2) —

Generalizagoes para um nimero qualquer de e.o.’s sao 6bvias:

O vector de v.a.’s (Znyims Zngmy -« s Zngn), 1 <y < ng < ... < ni < n, terd
f.d.p. dada por

k mnjo1 K
fnl,ng,...,nk:n(zla 2y eeey Zki) = n! H [F(ZjJrl)_.F(fj)] al Hl f(zj)
j:

=0 (nj41—n;—1)!

ez < zp< .- <2z, (5.6)

com a notacao zp = —00, 2k+1 = +00,ng = 0, Ng+1 =n + 1.

Para f.d.p. conjunta de todas as e.0.’s, (Z1., < -+ < Zp.n ), tem-se

n

fi. mn(21,. .., 2n) =0l H f(z), se z1 <--- <z, (5.7)

j=1
caso particular de 1D comk=mn,en; =7, 1<j<n.

A f.d. conjunta, por exemplo de duas e.o.’s, pode também ser expressa a custa
de v.a.’s Binomiais dependentes, e obtem-se, para F' discreta ou continua,

Fijn(x,y) = Ppelo menos i dos ZZ’s serem < z,
e pelo menos j dos ZZ’s serem < y]

(P [termos exactamente k ZZ’s <y, k > j, e

= exactamente | ZZ’s < x,i <[ < k| se <y
| P [pelo menos j dos ZZ’s serem < y] se x>y
Z R l)'(n k)1

k=jl

= 9 F()[F(y) F@)]*'1-F@y)]"™" se <y

\ ij(y) se x> Y-
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Este argumento directo é também valido no caso discreto, e para (z,y) € S,

tem-se

fij:n(xvy) = IP>[Zi:n =, Zj:n = y]
— Fi,j:n(xay) _Fz',j:n(x_lay) _Fi,j:n(xay_]-)
+Fi,j:n(x — 1,y — 1)

5.2.1 Estatisticas ordinais em modelo Uniforme

Designemos genericamente por U;, 1 < ¢ < n, uma amostra aleatéria de
dimensao n proveniente de modelo Uniforme em (0,1), 4(0, 1), com f.d. F(z) =
z, para 0 < z < 1. Denotemos U;., < --- < U,., a amostra das e.o.’s

ascendentes associadas.
Da relacao (5.5)) segue imediatamente que U;.,, = B; p—i+1, 1.€.

1
- B(i,n—i+1)

271 -2 0<2< 1.

fUi:n (Z)

Apresentamos em seguida, na Figura para ilustracao do comportamento

das e.o.’s em modelo Uniforme, as f.d.p. e as f.d. de U, Uj.3, Us.3 e Us.3.

3

D

-0.2 0

Figura 5.3: Fungoes densidade de probabilidade (esquerda) e fungées de distribuicao
(direita) de uma v.a. U(0,1), U, de Ui.3, de Uaz:z e de Us:3
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Observacao 5.2.1. Note-se o comportamento simétrico da e.o., Us.3, € as
caudas semelhantes e ‘leves’, devido ao suporte ser limitado a esquerda e a
direita, com F(x) e 1 — F(z) a aprorimarem-se de 0 (quando x — 0) e de
1 (quando x — 1), respectivamente, de modo semelhante, o que ird fornecer
comportamentos, simetrizados, mas do mesmo tipo, para o minimo e para o

marimo.

Propriedades interessantes das e.0.’s em modelo Uniforme sao a da indepen-
déncia entre quocientes de tais e.o.’s e a ‘resisténcia’ do modelo Beta face a
operacoes diversas efectuadas as e.o0.’s em modelo Uniforme. Tem-se o seguinte

resultado.
Teorema 5.2.1. Em modelo Uniforme,
Uin/Ujins Ujin), 1 << j<n,
€ um par de v.a.’s independentes e provenientes de modelos Beta, com

d d

Uin/Ujmw = Bij—i = Uyj—1, 1<i<j<n.

Para j = n+1 e com a notagao 6bvia Up41., = 1, obtemos o resultado jd

, . d
atrdas referido, Us.p, = Bj p—i+1-

Demonstracao. Se na realidade pensarmos na transformacao

Yi = Ui:n/Uj:n

Y2 - Uj:n7
cuja inversa

Um = YiYa

Uj:n = Y

tem Jacobiano yz, temos para f, . (y1,y2), na regiao 0 < y1,y2 <1,

n!

(=D —i—=1)Hn—j)
1

1—1 j—1—1
e — 1 — J

(1) T (a1 =) T (1= y2)" e
1

y%_l(l - yZ)n_ja

donde segue o resultado pretendido. L]



5.2. DISTRIBUICAO CONJUNTA DE ESTATISTICAS ORDINAIS 63

O Teorema anterior admite a seguinte generalizagao.

Teorema 5.2.2. Em modelo Uniforme, as v.a.’s

(Ulzn/U2:n> UZ:n/US:Tw ceey Un—l:n/Un:n7 Unn)
sao independentes. Para qualquer inteiro i € [1,n],

Uiin/Uit1n < B;1 Usi.i.

Demonstracao. Temos agora em jogo a transformagao n-variada
}/j - Uj:n/Uj—{—l:n; 1 SJ S n (Un—l—lzn = 1)7
cuja inversa é

Uj:n:HYia 1§]§n
i=j

O Jacobiano da transformacao inversa é

Y2Y3--- Yn Y1 Y3.-. Yn 1
0 Y3 ... Yn 1
0 0 1| =yys - un iy
1
0 0 1

Note-se ainda que ao considerarmos os quocientes Y; = Uj.,,/Uj41.,, estamos a
destruir a ordenacao inicial, e como 0 < Uj.,, < Ujy1.p <1 temos 0 <Y; <1,
1 < 5 < n. Como conhecemos a f.d.p. conjunta das n e.o.’s em modelo

Uniforme, que é dada por
fUl:n ----- Un:n(U/l’”"un):n!? 0§u1<<un§17

caso particular de (5.7), obtem-se de imediato a f.d.p. conjunta de (Y1, ...,Y,),

que ¢é dada por

fv

cujos termos se podem rearranjar, escrevendo

Yn(ylaayn):n' Y2 y% yz:% yz_la Ogngla 1§j§n7

.....

yo X (243) x (3y3) -+ x ((n— D)yi=3) x (nyn='),
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o que para além de evidenciar a independéncia das v.a.’s Y;, 1 < j < n, nos

permite identificar a sua distribuicao: Y; ¢ uma v.a. Beta com parametros
(7,1), i.e.
d d
Ujn/Ujt1n = Bj1 =
o que é um caso particular do resultado obtido no Teorema|5.2.1} com ¢ subs-
tituido por j e j substituido por j + 1

Uj:j, 1§]§n,

O

Observacao 5.2.2. Note-se que a independéncia entre U, /Uj., € Uj.yp,
demonstrada no Teorema|5.2.1| seque directamente do Teorema|5.2.2) uma vez

que podemos escrever

Ui:n/Uj:n - (Ui:n/Ui+1:n) X (Ui+1:n/Ui+2:n) XX (Uj—lzn/Uj:n)

Uj:n - (Uj:n/Uj—}—l:n) X (Uj+1:n/Uj+2:n) X X (Un—l:n/Un:n) Unn

O papel da transformacao uniformizante na teoria distribucioanl

exacta de e.o.’s

Dada a v.a. Z, absolutamente continua, proveniente de um modelo F', a nova
v.a. U= F(Z) éU(0,1). Como U < 1—U, também 1 — F(Z) éU(0,1). No
entanto, enquanto a primeira transformacao, F', é nao decrescente, a segunda
transformacao 1— F' é nao crescente, ou seja, a primeira transformagao preserva
a ordem, enquanto a segunda transformacao reverte a ordem. Formalmente,

temos

1
1— F(Zzn) = n—i+1:ny 1 <1< n.

Mais geralmente, para modelo F' discreto ou continuo, podemos escrever

Zin 2 F~(Un) £ F~(1=Up_iz1m), 1<i<n,

onde F~ denota a inversa generalizada de F, i.e., a fun¢do em (3.2)). Veremos
adiante a importancia das representacoes distribucionais anteriores na deriva-
cao de propriedades das e.o.’s em modelos diferentes do modelo Uniforme, e

com base no comportamento das e.o.’s em modelo Uniforme.
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5.2.2 Estatisticas ordinais em modelo Exponencial

Designemos agora genericamente por E;, 1 < ¢ < n uma amostra de dimensao
n proveniente de modelo Exponencial standard, com f.d.p. f(z) = e "I}y o).

Denotemos Fy., < --- < E,.,, a amostra das e.o.’s ascendentes.

Na Figuraexibimos as funcoes de densidade e de distribuicao do modelo
original F, de que sao provenientes as n observacoes i.i.d., de Ey., e de F,.,,

para n = 3.
3.0 -
1.0
FE
1:n
F
2.0 E
fEl:n FE
05 | n:n
1.0
f
E fE S
0.0 T T T -1 0.0 T T T 1
0 1 2 3 4 0 1 2 3 4

Figura 5.4: Fungoes densidade de probabilidade (esquerda) e fungées de distribuigao

(direita) de uma v.a. Exponencial unitaria, F, de F1.3 e de E3.3

Observacao 5.2.3. De momento limitar-nos-emos a realcar o comportamento

totalmente diferenciado das cauda esquerda e direita em modelo Exponencial.

Independéncia dos espacamentos em modelo Exponencial

Defina-se

SF =FE., —FEi_1,, 1<i<n  (Ey=0), (5.8)

(3

os espacamentos entre e.0.’s consecutivas em modelo Exponencial. Abordagem

de Rényi (Rény 1953). Interpretemos as v.a.’s (F1, ..., E,) como os tempos

3Rényi, A. (1953). On the theory of order statistics. Acta Math. Acad. Sci. Hung. 4,
191-231.
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de vida (potenciais), agora denotadas (11,...,T,), de n aparelhos postos em
funcionamento num instante inicial £ = 0. O primeiro a avariar-se terda um

tempo de vida T1.,, e como facilmente se obtém, tem-se para t > 0,

Fro () =P(Tim <t)=1-P(T1,>1) = 1— P(iél{Ti > t})

o —nt
= 1l—e

i.e., T1., continua a ser Exponencial, de valor médio 1/n. E devido a falta de
memoria da Exponencial, tudo agora recomeca em 7T7.,, independentemente
do que se passou para tras, e com n — 1 unidades. Consequentemente, o tempo
que decorre até a proxima avaria, i.e., Ts., — T4., € Exponencial, com valor

médio 1/(n — 1), ou seja To.,, — Th.p d

Ti.,_1. E o processo recomeca em
T5.,,, com n—2 unidades, i.e., T3., —T5.,, € independente de tudo o que se passa
para tras, e T5., — To.,, 4 T1.n—2 é Exponencial de valor médio 1/(n — 2). De
modo intuitivo, cuja demonstracao formalizaremos adiante, e através de um
teste de vida em aparelhos com tempo de vida Exponencial, demonstramos

pois a validade do teorema seguinte.

Teorema 5.2.3. Seja (E1, ..., E,) uma amostra aleatdria proveniente de um
modelo Exponencial unitdrio, e sejam (Ey., < -+ < Fp.,) as €.0.’s ascenden-
tes associadas a essa amostra.

Entao os espacamentos SZ-E em l) sao mutuamente independentes e expo-

nenciais, de valor médio 1/(n —i+1), 1 <i <mn, i.e., SF tem f.d.p.

fop(s)=(n—i+ e 7y ), 1<i<n,

Demonstragcao. Comecemos por uma demonstracao cléssica, com recurso ao
método de transformacao de variaveis aleatérias. Notemos em primeiro lugar
que, ao escrever a transformagao em (5.8) estamos a destruir a ligacao de
ordem entre as e.o.’s, e como 0 < F;., < E;11.,, tem-se SIE >0,1<i<n. A

’

transformagcao inversa da transformacao em 1) é

Ein=) 87, 1<i<n,

j=1
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com Jacobiano unitario, e a f.d.p. conjunta das n e.o.’s em modelo Exponencial

é dada por
S e
JBriBan (€1, sen) =nle =1 0<ep <--- <ep.
Consequentemente, a f.d.p. conjunta de (S¥,...,SE) é dada por
-3 v |
fs{f,...,sg(sla coy8p)=nle =1imt 5 >0, 1 <5< n.
Como
n 7 n n n
55 = sj =) (n—j+1)s;
1=1 j:l _]:1 1=) ]:1

en!=]](n—j41), conseguimos a decomposic¢ao
J=1

n
. —(n—i+1)s: .
fle7...7STJZJ(81, ey Sp) = H(n —j+1e (n—j+ )sa’ s; >0, 1<j<n,
j=1
0 que nos permite garantir que os n espacamentos S jE sao mutuamente inde-

pendentes, com S JE Exponencial de valor médio 1/(n —j+1), 1 <j <n.

Como demonstragao alternativa podiamos ter recorrido a transformacao uni-
formizante e ao Teorema Na realidade, o facto da v.a. E ter f.d.
F(z) = {1 — e *}[9 +0), permite-nos obter 1 — e~ LU U~ U(0,1),
e podemos pois escrever I L _ log(1—U) ou F L _ logU. Em termos de

e.0.’s, e face ao facto de a transformacao — log ser decrescente, tem-se
d
Ei., = —10g Un—i—}-l:n-
Consequentemente, para 1 < i < n, e com a notagao usual U, 1., = 1,

Un—i m
SrLE =FEin — Ei_14 i - 108} Un—i—}-l:n - (_ 108} Un—i—}-Z:n) = = 10g —noirln

Y

Un—i—}-Z:n

que é ainda distribucionalmente igual a —log B, _;4+1.1 4 _ logUp—it1m—i+1
4 Ei i 4 E/(n—14 1), i.e., Exponencial de valor médio 1/(n — i+ 1).

Conjuntamente, tem-se

Un-1:n Uiin
(SIE7SZE77SE) i (—logUn:n,—log = - )7

|
Un:n ’ ’ o8 U2:n

donde segue a independéncia dos n espacamentos em modelo Exponencial. [



68 CAPITULO 5. TEORIA DISTRIBUCIONAL EXACTA

Observacao 5.2.4. Note-se que se o modelo fosse Exponencial de wvalor
médio o, i.e., se estivéssemos a trabalhar com X, v.a. com fd.p. f(zx) =
%e‘x/01[07+oo), X/o seria Exponencial unitdria ou padrao, e tudo o que foi

dito anteriormente sofreria uma adaptacao trivial.

Representacao de Rényi para os espacamentos de e.o.’s em modelo

Exponencial

Comecemos por notar que qualquer e.o. se pode escrever como soma dos es-
pacamentos entre e.o.’s consecutivas, até chegarmos a essa estatistica ordinal.
Mais precisamente, e no contexto de amostra Exponencial em que nos colocéa-

mos, temos
Ei:n - Z{Ejn - Ej—l:n}y 1< < n, (Eo = 0)
j=1

Como, por outro lado, pelo Teorema |5.2.3]

d d E; .
Ejpn—Ej_1., = FE1; = ﬁ'ﬁ—l’ 1<j<mn,
segue-se que:

Teorema 5.2.4. (Representacao de Rényi). No conterto do Teorema
5.2.3| temos a validade da representagao distribucional,

d E; ,
E,, = —7 __ 1<i<n, 5.9
: jgl e <i<n (5.9)

com {Ej}j21 sucessao de v.a.’s i.i.d., exponenciais unitdarias.

5.2.3 Estatisticas ordinais em modelo Pareto

O modelo Pareto com parametro de forma unitario, ou seja, uma v.a. P com
f.d. dada por F,(y) = 1—y~ !, y > 1, goza de papel fundamental em FEsta-
tistica de Extremos, aquando da obtencao das propriedades de estimadores de
parametros de acontecimentos raros, em contexto semi-paramétrico, a precisar

mais adiante.
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Temos 1 — 1/P < U , e consequentemente nao s6 P 4 9 /U, uma vez
que U £ 1—U, mas também log P il —log(l — U). Por outro lado,
como a transformacao uniformizante nos permite garantir que para uma v.a.
Exponencial unitdria, F, se tem E 4 —log(1 — U), temos log P < g

Condensando toda a informacao anterior podemos pois escrever
d d
P = 1/U = €F,

onde a primeira transformagcao é decrescente, e a segunda crescente.

As propriedades das e.o.’s em modelo Pareto podem facilmente deduzir-se a
partir de propriedades de e.0’s quer em modelo Uniforme, quer em modelo Ex-

ponencial. Tem-se, na realidade, e com base no que foi anteriormente referido
d d E. - .
Pi:n = 1/Un—i—|—1:n = € Zn) 1§z§n,
que por vezes nos convem escrever na forma
d d .
log Piw = —logUp—iv1n = Eip, 1<i<n.
Na Figura[5.5]ilustramos o comportamento das e.o.’s em modelo Pareto.

2

Figura 5.5: Fungoes densidade de probabilidade (esquerda) e fungdes de distribuicao

(direita) de uma v.a. Pareto unitaria, P, de Pi.3 e de P33

Observacao 5.2.5. Limitemo-nos a atentar no ‘peso elevado’ da cauda direita
do modelo Pareto. Na realidade o modelo Pareto é um dos modelos de cauda

pesada mais simples, frequentemente usado na prdtica. O conceito de ‘peso
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de cauda’ serd precisado mais adiante, aquando do estudo do comportamento

assintotico de e.o.’s.

O Teorema pode ser refraseado em termos do modelo Pareto, e temos

Teorema 5.2.5. Em modelo Pareto unitdrio os quocientes entre e.o.’s conse-

cutivas sao independentes, i.e., as v.a.’s

(1/P1:n7 Pl:n/P2:na ceey Pn—2:n/Pn—1:na Pn—l:n/Pn:n)

sao independentes. Para qualquer inteiro i € [1,n],

d
Pi—l:n/Pi:n = Bn—z’-{-l,l (PO:n = 1)

Uma representagao do tipo da representacao de Rényi, dada no Teoremal5.2.4|

é também frequentemente usada para e.o.’s em modelo Pareto. Tem-se

Teorema 5.2.6. Em modelo Pareto temos a validade da representacao distri-

bucional,

d _Fi
P, =

=1
com {Ej}j>1 sucessao de v.a.’s i.i.d., exponenciais unitarias. Tem-se ainda,

d . .
Pj:n/Pi:n = Pj—i:n—i, <1< J <n.

Ei:n'

. , . . d e~
Demonstracao. J4 vimos anteriormente que P;.,, = e A utilizacao da

representacao de Rényi para FE;.,, permite-nos entao escrever
. v J J
P, 4 o Bin 4 XimiwiTim = | | en—3+1
. )
J=1

como pretendiamos demonstrar. Esta representacao permite-nos escrever, para

J >,
T ek
en— J Jj—1

P;. _ By B
Pj.n i k’—l — H @n—k—i—l — H 6(n—i)—l+1 i Pj—ln_'L'

. 1 E ’

mn H en——kk—&-l k=i+1 =1

k=1
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5.3 Momentos de estatisticas ordinais

A estrutura de segunda ordem das e.o.’s fica completamente definida se conhe-

cermos o seu vector coluna de valores médios, e a sua matriz de covariancias,

H = [Mi:n]an, Hin = E(Zzn)7 1 S 1 S n,
2= [O-i7j:”]n><n7 Oi,jin += COU(Zi:na Zj:n) = Oj,itn;s 1< < ] <n.

Como obter p e X7 Tudo depende do modelo F'. Formalmente:

1

i (Ziin) B(i,n—i+

1
/‘F*QOM_%l—uW_%m (5.10)

1) Jo
onde '~ é a funcao inversa generalizada, definida em 1) Mais geralmente,

para E[ZF ] tem-se

1
B(i,n—i+1

(k) ._ E o\ _ ' —(1F w11 — W) i du
W) = E(ZE,) = ) / F ()] w1 - u)"du. (5.11)

Para a estrutura bivariada,

1

[/_FWMFH@MF%v—wf+4u—vwﬁmmm

0<u<v<l1

Hi jm = E(Z%TLZJ") -

Oi,jin = COU(Zz':na Zj:n) = Wi j:n — Hiin Hjn, 1< Za] < n. (512)

Do ponto de vista de cdlculo é usual recorrer, em situagoes complicadas, a
relagoes de recorréncia, pois o calculo integral directo provoca frequentemente
erros de arredondamento. Note-se que para o calculo de momentos de e.o.’s é
usualmente necessario utilizar métodos de integracao numérica, e dai a exis-
téncia de tabelas razoavelmente exaustivas para alguns modelos, entre os quais
incluimos o modelo Normal, Gama, Logistico e Gumbel (veja-se, por exemplo,
Sarhan & Greenberg, 1962).
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O processo directo mais usual para o calculo de p;.,, consiste em desenvolver

(1 —u)""* em binémio de Newton, na expressao (5.10), obtendo-se

1
B(i,n—i+1

R <“;i)(—1)"—i—k3( ! )/OlF*(u)u"—"/‘—ldu. (5.13)

.n—1+1
k=0 ’ T

Hin =

) /01 F(uw)u™ 1 — )" du

Este ultimo integral fol F~(u)u™*!du é usualmente facil de calcular, mas
mesmo assim temos em uma soma de termos alternadamente positivos
e negativos, e eventualmente de grandeza elevada especialmente quando n for
elevado e i ~ [n/2]. Tal ocasiona erros de arredondamento, que podem ser
graves, e que se agravam quando passamos ao calculo directo dos elementos da
matriz de covariancias > com utilizacao do mesmo processo, que, consequen-

temente, nao aconselhamos.

Surge pois a necessidade da utilizacao de relagoes de recorréncia, que vao
permitir reduzir o tempo de computacao, o nimero de calculos independentes

e os erros de arredondamento.

A estrutura distribucional das e.o.’s permite facilmente a obtencao dessas re-
lacoes de recorréncia, que servem para controlar, simplificar ou meramente

facilitar o calculo efectivo dos momentos.

5.3.1 Relacoes de controlo

Tratam-se de relagoes de controlo global (nunca individual), baseadas no facto

de se ter, para qualquer k > 1 e m > 1,

m m

(5.14)

n

k
Z Zzn
=1

> 7
=1
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Teorema 5.3.1. Com p=FE(Z) e 0? = Var(Z), tem-se
> i = nyp, (5.15)
i=1
> i = n(p? +0%), (5.16)
i=1

n

DD tigen = n(p® +0%) +n(n — 1, (5.17)

i=1 j=1
znzzn:m’jm = no?. (5.18)

i=1 j=1

Demonstracao. As relacoes (]5.15D, (]5.16[) e (]5.17[) obtém-se de 1i fazendo
(k,m) = (1,1), (k,m) = (2,1) e (k,m) = (1,2), respectivamente. A relagao
(5.18) de controlo de covaridncias obtém-se também facilmente atendendo a

que

n

[Z(Zm - Mm)} T [Z(Zi — u)r.

5.3.2 Relacgoes simplificativas

No calculo efectivo de momentos de e.o.’s é importante ter em linha de conta
as seguintes relagoes simplificativas para populacoes simétricas e em particular
para a populacao Normal. Tais relagoes permitem diminuir drasticamente o

numero de operagoes a efectuar.

Teorema 5.3.2. Seja F' um modelo simétrico (em torno de 0, sem perda de

generalidade). Entao

/‘Ek;z = (_1)1{:”7(7,]{:—)1—}—1:77,7 I<i<mn, (5.19)

Oijin = On—j+1,n—it+ln, 1<i< g <n. (520)

Demonstra¢ao. Em modelo simétrico, F(z) =1 — F(—xz), Yz € R, o que em
termos da funcao quantil '~ se pode escrever como F (t) = —F— (1 — 1),

para qualquer t, 0 <t < 1. A mudanca de varidvel v = 1 —u em (5.11) conduz



74 CAPITULO 5. TEORIA DISTRIBUCIONAL EXACTA

de imediato & relacao (5.19). A demonstracao da relacdo (5.20) é andloga,

usando a mudanca de variavel z =1 —u, y =1 — v em (5.12). L]

Teorema 5.3.3. A matriz de covariancias das e.o.’s em modelo Normal pa-

drao € duplamente estocdstica, 1.e.,

n n
g Tijin = g Oijin = L.

Demonstracao. Esta propriedade (caracteristica das e.0.’s em modelo Normal)
decorre imediatamente da independéncia entre Z e {Zi;n — 7}, 1 <7< n.

Desta independéncia entre Z e {Zi;n — 7} segue que

E [(Zin — Z)Z] = E [(Ziw — Z)] x E[Z] = 0.

Por outro lado, podemos escrever

~2)Z| =E|ZnZ) —E[Z]
o[z} %)) - = -

n
e consequentemente » p; j., = 1. Entao
i=1

n n n
E Oi,5:n = E Hij:m — Hin § Hj:n = 17
Jj=1 Jj=1 J=1

uma vez que Z tin =n E[X] =0.
j=
De forma analoga se demonstra a segunda identidade. O

5.3.3 Relacoes de calculo efectivo

As relacoes mais importantes para o calculo efectivo do vector coluna pu de

valores médios e da matriz X de covariancias das e.0.’s sao

MHWZ”W%4_Q“”WM;1§i§n—L (5.21)
1
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eparal <i<j<n,

1—1,j—1in—1 — | — 1 i—1,5m — —J 1 1—1,7—1:n
i = PHiamtnst 0 im0 23 Ditcratn 5

A relacao de recorréncia 1} foi derivada, em contexto mais geral, por Sri-
kantar’] (1962):

Teorema 5.3.4. Para uma dada fun¢do g, para a qual eziste E[g(Z;.p,)],

1 <1< n, tem-se

i.e.,

E[g(Zi)] = 2 9 i)l = (0 = B9 Zin)] oy (5.23)

7

Demonstracao. A demonstracao deste resultado decorre facilmente se intro-
duzirmos o factor artificial u+ (1 —u) = 1 na expressao integral de E [g(Z;.,)],

i.e., se repararmos que

B0 = g | 9@ 0

~ Bli,n i i+ 1) /01 g(F~(u)u (1 —u)" " {u+ (1 —u)} du

- B@,niw 0 /Olg(FH(u))ui(l —u)""tdu

e e I L I (e

= ) Bl )+ g ) EloZin)]

O

A relagao (5.21) é pois vdlida para momentos de qualquer ordem k, i.e., para
g(z) = z%, tal foi demonstrado por Col (1951) para modelos continuos,

4Srikantan, K.S. (1962). Recurrence relations between the PDF’s of order statistics and

some applications. Ann. Math. Statist. 42, 35—45.
5Cole, R.H. (1951). Relations between moments of order statistics. Ann. Math. Statist.

22, 308-310.
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podendo ser facilmente derivado para modelos discretos. Mais genericamente
ane (521):

Corolario 5.3.1. Com ,ugi)lm =E [an}, 1 <1< n, tem-se

k . k
(k) nME:TZ—l B (n - Z)/’LETZ

Hitim = i ’

1<i<n-—1, k>1. (5.24)

Note-se pois que basta obter valores médios de minimos ,ugkj) , 1 <j<n(ou
(k)

337
a estrutura ,ugkg, 1 < j <n, para a nossa dimensao de amostra.

valores médios de maximos, p 1 < j <n), para imediatamente termos toda

Tem-se ainda
Corolario 5.3.2. A solucao da relacao de recorréncia (5.23) €
. F K\ (j—1
Blaz) = (-0 Y c(8) (100 E @, 62
. / 7)) \k—1
j=n—i+1
para 1l <1<k <n.

Corolario 5.3.3. Qutra solucao possivel da relacao de recorréncia 1) vem

expressa em termos das e.o.’s superiores e € dada por

Blo(zua)] = 0" 07 () (17 )R otz (5.26)

k
J:

2

para 1 <1 <k <n.
Observagoes.

1. (5.26) obtém-se de (5.25) passando para Y = —Z em vez de Z e para
g(—y) em vez de g(z).

2. O uso de qualquer das férmulas (5.25) ou (5.26) torna os erros de arre-

dondamente importantes, quando k£ — ¢ cresce.

3. A férmula (5.25) pode-se obter directamente, colocando em E [¢(Z;.,)] =

1 — i— n—i i i
B Jo 9 (F () w = (1= w)"~*du, w' = = (1 - (1 - u))""}, e de-

1—1

senvolvendo (1 — (1 —w))"~" em binémio de Newton.



5.3. MOMENTOS DE ESTATISTICAS ORDINAIS 77

4. Analogamente a expressao (5.26) obtém-se directamente de E [g(Z;.,,)] =
m fol g (F=(u)) u*~1(1 — u)""*du, desenvolvendo (1 — u)"~* em
binémio de Newton.

Fazendo i = n/2 em 1! tém-se as seguintes consequéncias imediatas.

Corolario 5.3.4.
(k) _ Ly (k)
/“Ln/Z:n—l - 5 {'un/2+1:n +'un/2n} : (527)

Adicionalmente, como caso particular da relagao anterior, surge o resultado:

Corolario 5.3.5. Se a f.d. F' for simétrica em torno da origem,

/“Ln/2:n—1 - (k)

(k) 0 se k impar,
Moo S€ k par.

Demonstracao. Basta usar (5.27) e o facto de se ter, por || ,ufllj)gﬂm =

k k
(_1)kM£L—)n/2—1+1:n = (_1)]6“2/)2” [

Teorema 5.3.5. Para F arbitrdria, e qualquer que seja a fungao V(z,y) tal

que E[Y(Zi.n, Zjn)] exista para 1 <1i < j <n, tem-se

E[Y(Zit1:n, Zj+1:0)] = {nE[¥(Zin-1,Zjn-1)]
— (N = JEV(Ziin, Zjin)] —(§ — DE[Y(Zicn, Zj1:0)]} /1, (5.28)

para 1 <1< j < n.

Demonstracao. A demonstracao é absolutamente andloga a demonstracao do
Teorema por introdugao do factor [u + (v —u) + (1 — v)] = 1 na fungao
integranda de E [V(Z;.,,, Z;.n)]- O

Corolario 5.3.6. Para F arbitrdria e 1 <1 < j < n, tem-se
(C—D)pijon+ (G =) ptic1,jn+ =7+ 1) i1 j—1:m = Npti—1,j—1:n—1- (5.29)

Note-se que a relacao lb é a relacao (5.29), apds explicitacao do termo de

maior ordem em amostra de maior dimensao em termos dos outros.
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Coroldrio 5.3.7. A solugdo da relagdo de recorréncia (5.28) €

IM@QQmZMM:%Di1§?”%€)§f<k+i+7ri>x

m=l

X (J m2- m>E (U (Z1k—15 Zj—m:k—1)]

1—1—m

para 1 <1< j<k<n.

As vantagens da relacao de recorréncia (5.28) é a de permitir obter os
n(n? — 1)/6 valores esperados E [V(Z;.x, Zjx)], 1 <i < j <k <n, em termos
dos n(n — 1)/2 valores esperados, E [V (Z1.x, Zj.1)], 1 < j <k <n.

5.3.4 Momentos em modelo Uniforme

/ . . . d .
J4 vimos anteriormente que, em modelo Uniforme, U;., = B; ,—i+1, ou seja

n! : , _
'uz_l(l —u)" 0<u<l, 1<i<n.

fUi:n(u) = (i — D)l(n —1i)!

Consequentemente, tem-se

Blitan—i+tl) ., seRrt (5.30)

E|US,] = 1

e como casos particulares importantes,

E[U;.,] = , 1<i<n, (5.31)
n
i(n—i+1)

(n+1)2(n+2)’ -

Var[U;.,] =

A relagao , ja sobejamente utilizada no Capitulo |4 permite-nos dizer
que as e.0.’s em modelo Uniforme dividem a area abaixo da curva y = f(z)
em n + 1 partes, cada uma com valor médio 1/(n + 1), i.e., fazem a divisdo
aleatoria do intervalo (0,1).

Uma propriedade importante das e.o.’s em modelo Uniforme, que permite
simplificar o calculo da estrutura dos seus momentos, e que enunciamos no

Teorema [5.2.1] garante-nos que quaisquer que sejam os inteiros 1 < i < j < n,
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as componentes do par aleatério (Uj.,/Uj.n,Uj.n) s@o independentes, ambas

com distribuicao Beta, onde U;., /Uj., é uma v.a. B; ;.

Mais geralmente, para 1 <1 < j <k <l < n, as v.a.’s

Vi = Usn/Ujn
Yo = Ujin/Ukn
Y3 = Ukn/Uin
Yo = Uy,

sao independentes, e podemos escrever

E {U-O‘ U’ Ul Ul‘fn] —E [Yla y2a+ﬁ Y3a+ﬁ+v Y4a+ﬁ+7—|—5} ’

n-jmn

i.e., podemos exprimir o valor médio do produto de v.a.’s dependentes como
o valor médio do produto de v.a.’s independentes, que é consequentemente
igual ao produto dos valores médios dessas v.a.’s, valores faceis de calcular,
devido ao facto de os Y; serem Beta. Consequentemente, e recorrendo a (5.30)
obtém-se para E [Uf‘n Ufn Ul Ul‘fn], 1<i<j<k<l<n,ovalor

Bli+a,j—i) Bl+a+Bk-j) Blk+a+B+y1-k

B(i,j — i) BG.k—j) B(k,1— k)
Bll+a+B+y+6n—1+1)
B(l,n—1+1)

-1+l -1+a+)k—-1+a+B8+ NI —-1+a+B8+v+5)n!
-G -14+a)lk—1+a+B)(l-1+a+ B8+ (n+a+B+v+0)

Em particular, pondo

]

Mi:n:n+1::pi7 QIzl_pulSzSna
tem-se
i!('+1)!n! 7 ] Q.
o = J _ J :pz% 1<i<j<n.
PET G =D (n+2)! n+ln+l w420 T 7T
Para a variancia temos
:Q; (n—1+1 )
02, = Oiim = Did; . Z(n 7 ) 1< S o

n+1 (n+1)2(n+1) -
De interesse mais adiante, aquando da obtencao de aproximacoes para os mo-

mentos de e.o.’s, referimos ainda que, para 1 <i < j < k < n,

E[(Uin = ttizn) (Ujen = 15en) (Ukin = pkn)] = ?Siiq;)znpi) ?f)
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e, paral <i<n,

3p?q;
6piq; 5 (n+3)pigi
+ i —Di)" —
2 (n+ 3y |4 P n+ 2

5.3.5 Momentos em modelo Exponencial

Comecaremos por obter os momentos das e.o.’s em modelo Exponencial, com
base na representacao de Rényi, dada em 1}

E; .
Eznzz—j 1,1§Z§n,
n p—
= MTIT
com {E;} .., sucessao de v.a.’s independentes e exponenciais unitarias. Apos
7j>1

essa derivagao, que como veremos ¢ bastante expedita, iremos esbocar o calculo
directo, a fim de ilustrar, por um lado, a potencialidade da representacao de
Rényi, e por outro lado para apresentar algumas funcoes classicas da andlise,
importantes em contextos diversos da area da Probabilidade e da FEstatistica,

incluindo a area das FEstatisticas Ordinais.

Calculo com base na representacao de Rényi

De forma imediata, utilizando a representacao de Rényi, obtemos

n—7+1 n n—1 n—1+1

! E; 1 1 1
uf:E[Em1:zE{—ﬂ} P

j=1

= Y(n+1)—Yn—i+1),

onde v é a chamada funcao digama, a derivada do logaritmo da funcao Gama
em (3.4)).

Observacao 5.3.1. Mais precisamente tem-se

d T'(a) [ logz ' e da
— Z looT () = — JO RT. (5.32
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Esta funcao encontra-se extensivamente tabelada no livro jd anteriormente
referido de Abramowitz & Stegun (1992). Para valores de « inteiros positivos,

tem-se

n—1
1
Y1) =—¢, P(n)=—e+Y» =, n>2 e=0.5772156649 ....
— J
7j=1

A constante € € a chamada constante de Euler. A série harmonica, Y ;- 1/7,
€ divergente, com um comportamento assintotico andlogo ao da func¢ao loga-

ritmica, e tem-se

1 1 1
e = lim 1—|———|———|—---—|———logm]= lim [¢(m +1)—logm)].
m m— oo

Também temos para a funcao digama, em (5.32), uma relagao de recorréncia

importante,
Y(a+1) =¢(a)+1/a,
e um valor particular importante é

¥ (%) = —e—2log2 = —1.96351 00260 ...

Passemos agora ao calculo da variancia de e.o.’s em modelo Exponencial, mais
uma, vez recorrendo a representacao de Rényi. A independéncia dos termos

dessa representacao permite-nos escrever

i .
(O'ZE)QZVCLT’[Ei:n] = Z Var{_n_ J+1}
j=1 J
I
on2 (n—1)2 (n—i+1)2

= Pln—it )= (n+1),
onde v’ é a chamada func¢do trigama, a derivada da funcao digama em (5.32)).
Observacao 5.3.2. A funcao trigama € um caso particular das chamadas

funcgoes poligama, que sao as derivadas sucessivas da funcao Gama,

m—+1

() = L (o) = L5 logT(a), a€RT, m=1,2,3,.... (533)

— da™
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Estas funcoes encontram-se mais uma vez extensivamente tabeladas no livro
de Abramowitz & Stegun, e estdo fortemente relacionadas com uma outra
fungdo cldssica da Andlise, a fung¢do zeta de Riemann, {(m). Para valores de

« inteiros positivos, tem-se

$M(1) = (=)™l gm + 1),

1
gm—+1 +ooe nm+1

me%HJ=PDmm!Pﬂm+U+1+

O wvalor de £(m) estd relacionado com somas de poténcias m de reciprocos de

inteiros. Mais especificamente
= 1
&(m) = Z T M 1, inteiro.
k=1

Alguns valores especiais sao
Q) =1+h+ 5+ =%, (@) =1+Lh+E+ =1
Também temos para a funcao poligama uma relacao de recorréncia importante,
Y™ (a+1) =™ (a)+ (-=1)" n! a7,

e um valor particular importante, de argumento nao inteiro, é

P (3) = ()"l @ =) €t 1), =12,

Passemos finalmente ao calculo da covariancia de e.o.’s em modelo Expo-
nencial, mais uma vez recorrendo a representacao de Rényi. Tem-se, para
1<i1<j5<n,

7

E ! E
E k l
~. = Covl|Eypn,Ej,]=C ( _ —)
= o0 Bien B o ;n—k—i—l;n—l-i—l

7

E, ‘ E, 4 E,
- COU(Z n—k+1’z e 2 n—l+1)'

k=1 =1 l=i+1
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A bilinearidade da covariancia e o facto de E;y1,..., E; serem independentes

de E1,..., E;, leva-nos a poder escrever, para 1 <1 < j <n,

#Z:VW(;:Ej%ii):kungdan_myu—¢m+1)
=1

Calculo directo

O célculo directo recorre as funcoes poligama anteriormente referidas, em
1) e a funcgoes derivadas da funcao Beta. Comecemos por relembrar que
a f.d.p. de E;., é

1
- B(i,n—i+1)

(1 _ e_z)i—l =itz 5

fin(2)

que segue directamente de 1D Consequentemente, e usando a transformacao

e~ % =1, segue-se que

> 1
M%:/ ”“@W::—H#mﬂ/bWW%ﬂ—W”ﬁ
0 ) 0

~ B Loe B B)] o i1 s

Precisamos agora de obter informacao sobre % B(a, 3). Tem-se

0 g = o T@EE) @G0 +6) - H@MEa +5)
’ 9 T(a+f) I2(a+p)

L(@)'(B) [IM(a) TI'(a+B)

MNa+p6) |[T(a) T(a+p)

= B(a,f) [p(a) —y(a+0)].

Voltemos pois ao calculo do valor médio da i-ésima e.o. em modelo Exponen-

cial,

E 1 )
Fin = T BGn_itl) [% B(a7ﬁ)]a:n—i+1,ﬁ:z‘

= s B —i+ Li)[p(n—i+1) —¢(n+ 1))
= YP(n+1)—ypn—i+1),

tal como tinhamos obtido através da representacao de Rényi.
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Embora de forma mais pesada, do ponto de vista de calculo, a obtencao da
estrutura de segunda ordem das e.o.’s em modelo Exponencial pode também
ser obtida de forma directa. Irao obviamente surgir segundas derivadas da
funcao Beta, para as quais se podem obter expressoes simples relacionadas
agora com a funcao digama. Deixamos esses calculos ao cuidado do leitor

malis persistente.

5.3.6 Momentos em modelo Pareto

A estrutura distribucional de segunda ordem das e.o.’s em modelo Pareto pode
ser facilmente obtida através dessa mesma estrutura em modelo Uniforme, uma

d ._ .
vez que P;., = n_1i+1:n, 1< <n.

5.4 Estrutura markoviana das estatisticas ordi-

nais

5.4.1 Estatisticas ordinais e processo de Poisson

Consideremos uma amostra aleatéria Z;,1 < j < n, proveniente de um mo-
delo com f.d continua F', estritamente crescente, e a correspondente amostra
ordenada, Z;.,,1 < j <n,com Zi., <--- < Zpop.

Sem perda de generalidade, comecemos por fazer mais uma vez uma simplifi-
cacao importante, induzindo nas nossas v.a.’s a transformacao uniformizante,

i.e., consideremos

U =F(Z) —~ U(0,1), 1<i<n.

Mediante transformagao nao decrescente, como é o caso em estudo, a relagao

de ordem é preservada e portanto tem-se
Ui:n - F(Zzn)7 1 S 1 S n,
e como ja vimos (cf. (5.7)) ter-se-4 a densidade conjunta

fUl:n 7777 Un:n(u]'""7un):n! sS€ O§u1<"'<un§1.
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No que se segue, iremos verificar que esta densidade é coincidente com a den-
sidade de dimensao finita de um processo de Poisson, dado que se registaram

n ocorréncias no intervalo [0, 1].

A fim de estabelecer a relagao entre as e.o’s e o processo de Poisson {N:},-,,
com N(0) = 0, relembremos a seguinte propriedade do processo de Poisson:
um processo de contagem {N;},., é um processo de Poisson de intensidade
A se e s6 se os intervalos de tempo entre ocorréncias consecutivas desse pro-
cesso forem v.a.’s independentes e identicamente distribuidas, exponenciais,
com valor médio 1/)\. Significa entdo que, num processo de Poisson, as varié-
veis W; =T —Tj_1,j 21 (To =0), com {T};} ., instantes de ocorréncia dos
acontecimentos de Poisson, sao independentes e exponenciais, conferindo um
caracter Erlangiano as varidveis absolutas T}, j > 1. No entanto, as varidveis
(T1,...,T,) condicionais a ter n ocorréncias de Poisson no intervalo de ampli-
tude unitaria, tém uma distribuicao conjunta que coincide com a distribuicao

das n e.o.’s em modelo U(0,1), i.e.,
tl,...,tn):n! se b <ty < --- <y,

ou seja

L T, Ty,...,Tn|Ni =n. (5.34)

UinsUsiny oo ., Unieny
Assim, podemos proceder a uma identificacao distribucional entre as e.o0.’s em
modelo Uniforme e a ocorréncia condicionada de acontecimentos de Poisson.
Note-se que, nao sao os intervalos entre ocorréncias, mas sim os instantes das
ocorréncias, que sao completamente aleatorios e portanto identicamente dis-
tribuidos as e.o.’s de n uniformes em [0, 1]. Esta identificagdo, a qual nao
iremos aprofundar neste momento, mas que pode ser consultada em Durbirﬁ
(1973) ou Gross et al (2008), permite frequentemente simplificar a derivacao
de varias propriedades distribucionais das e.o.’s e de estatisticas relacionadas.
Um exemplo pertinente refere-se ao tratamento da f.d.e. {F),(t)}, definida em
, como um processo estocastico a tempo continuo em [0, 1]. Da identifi-

cacao distribucional anterior resulta que o processo estocastico {ﬁn(t)}te[o,l]

SDurbin, J. (1973). Distribution Theory for Tests Based on the Sample Distribution

Function. CMBS-NSF 9, STAM.
"Gross, D., Shortle, J.F., Thompson, J.M. & Harris, C. (2008). Fundamentals of Queu-

eing Theory. 4th Ed., Wiley.
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tem distribuicao coincidente com a de um processo de Poisson {P,(t)}+e(0,1]
com taxa de ocorréncias n, condicional a P,(1) = 1. Esta representacao da
f.d.e. foi utilizada no trabalho fundamental de Kolmogoro (1933).

Mais geralmente, por simples ‘mudanca de relégio’,
d
(T17 s 7Tn‘Nto — 7'L) - (tOU1:n7 s 7t0Un:n) ’

as n e.0.’s associadas a uma amostra de dimensao n de um modelo U(0, tp).

5.4.2 Estatisticas ordinais como processo de Markov

Pensemos no vector condicional
(Ulzna ce ey Uk:—l:n| Uk:n = Uk, ..., Un:n — un) (535)

A identificagao anteriormente estudada, e o facto de o processo de Poisson ser
um processo estocastico com incrementos independentes, permite-nos identi-
ficar distribucionalmente o vector aleatério em (5.35) com os k — 1 instantes
de chegada dos k — 1 acontecimentos de Poisson que sabemos terem ocorrido
em (0, ug), que podem por sua vez ser identificados distribucionalmente com
as k — 1 e.o.’s em modelo U(0, ug), ou seja

(U1:n7 ceey Uk—l:n' Uk:n =Uky---, Un:n - Un)

L (Ty,...,Th1| Nu, =k —1)

4 (lek,_l, . Zk—l:k:—l); com {ZJ} ) i.i.d. uniformes em (0, uy)
j

v

4 (Ul;n,---,Uk—1:n| Ukin = uk)v

i.e., as €.0.’s (Up.p, - - -, Ur.y) formam um processo de Markov. Mais ainda
7 nmny 9 n p ,
fUl”’" """ Uk—1:n|Ukins - Un:n (U/]_, e ,Uk_]_ ’U/k, A aun)
frd fUl:n ,,,,, Uk—1:n1Ukin (ul,...,uk_lluk)
(k —1)!
=-——75 se 0<u <---<uy, <L
Up

8Kolmogorov, A. (1933). Sulla determinazione empirica di una legge di distribuzione.
Giorn. Ist. Ital. Attuari 4, 83-91.
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De forma analoga

(Uk—l—l:’r‘w SR Un:nlUl:n =Uly---, Uk:n - uk})

d * ES * o . .
= (Zfp_ps- s 2Ly jn—), com {Z; }jzl i.i.d. uniformes em (ug, 1)
d
= (U1:n7 .« ooy Uk:n‘Uk;:n = uk) (5.36)
Ase.0.’s (Ur.p, - .., Upn.p) constituem também um processo de Markov, ou seja,

as e.0.’s possuem uma estrutura markoviana reversivel no tempo — nao sé o
futuro, condicional ao presente e ao passado depende apenas do presente, mas
também o passado, condicional ao presente e ao futuro, depende unicamente

do presente.

Da relacao (5.36) segue-se que

Forir s Ommtnn v, (Wbt s Unfti, )

_ it ) = 7 (n—k)!

Uk+l:n ~~~~~ Un:n|Uk:n( W’

se up S Uppr < - < up <1
Mais ainda

Uiy« Uk—1.n| Uk € independente de Ugy1.n, .-, Unin| Ukin,

i.e., dado Uginy, (Uriny- -+, Uk—1:n) € (Uks1:my-- -, Un:n) s@0 condicionalmente
independentes.

Mais geralmente, para ¢ < k, dado o vector (U;11.n,-.--,Ukmn), 0 vecto-
res (Utiny .-y Uin) € (Uks1:my - - -, Un:n) s80 condicionalmente independentes.

Usando mais uma vez a propriedade markoviana das e.o.’s, obtem-se com fa-
cilidade a f.d.p. conjunta de um ntmero qualquer de e.o.’s consecutivas (que
também se obtinha com facilidade por raciocinio directo). Na realidade, para
1 < k, tem-se por um lado,

(ula ey Uiy U1y - - - 7U'n‘ui—|—17' .- ,Uk;)

f

Ulins s Ui:n’Uk+l:n ~~~~~ Un:n|Ui+1:n """ Uk:n

— fUl:n7~-~7Un:n(u17'"7un)
fUi—i—l:n,"',Uk:n (ul+17 c 7uk)

(5.37)
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Mas como temos independéncia condicional de (Ui.,...,U;n) e
(Uk+1ms--+>Unn), dado (Uijzim,--.,Ugn), € estrutura markoviana para
as e.o.’s, podemos factorizar a f.d.p. condicional em l) e escrever

fU12n7"'7U'L':n7Uk:+1:n7"'7Un:n|U'L'+1:na-"aUk:n (u17 tee 7ui’ uk+17 tee 7un|ul+1’ tt ’uk)
= fUl:n,---an:n|Ui+1:n (ul? tr 7U'L‘uz+1) X ka+1:n7~-~7Un:n|Uk:n (Uk+1, Tt 7un|uk)
i (n—k)!

u§+1 (1 —ug)n=*’
se 0 <wup < -+ <uy <Upq, €ugp < upgy < -+ < u, < 1, podendo finalmente

obter-se

n! - _
it u) = Z.'(n—_k:)'uerl(l — )", 0 <wgy <o <up <L

Em particular,

fUi:n (u) -

n!
(i — D)l(n —1i)!

i.e. a i-ésima e.o. em modelo Uniforme tem uma distribuicao Beta com para-

w1l —w)" 0<u <,

metros ¢ e n — ¢ + 1, como ja vimos anteriormente.

Em geral

fZi:n (Z) -

n! Sl Pyt
(i—l)!(n—i)!F (2)1=F(z))"™", zeR,

¢ a chamada Beta transformada, como também ja vimos.

Distribuicao condicional

A propriedade markoviana das e.o.’s permite-nos garantir facilmente que a
distribuigao condicional de Z;.,|Z;., = x, para 1 < i < j <n, é ada (j — i)-
ésima e.o. de uma amostra de dimensao n — ¢ de um modelo truncado, ¥ =
Z|Z > x, com f.d.p. dada por

f(y)

h(y) = T—F(z)’ Yy 2>z, (5.38)

e consequentemente com f.d.




5.4. ESTRUTURA MARKOVIANA DAS ESTATISTICAS ORDINAIS 89

le,paral <i<j<n,

sz:n\zm:z (y|z)
_ (n —4)! [F(y) — F(x)’ 1 [1 - F(y)]"
T (j—i—Dl(n—j) 11— F(z)n— f(y),
y >z (5.39)

Na realidade, a identificacao distribucional entre as e.0.’s em modelo Uniforme

e a ocorréncia condicionada de acontecimentos de Poisson permite-nos escrever

d
(Uz’—{—l:n; ceey Unn| Uzn - l’) — (len—i> ceey Zn—i:n—i),
com {Zj}j21 iid. eU(z,1).

Consequentemente, do facto de se ter Z;.,, = F~ (U;.,), 1 < i < n, obtém-se

facilmente

~

d * %
(Zi—f—l:na <oy Znn| Zzn — ZB) — (Zl;n—i7 ) Z

n—i:n—i)?

com {Z*1 _ iid. com f.d.p. truncada h em (5.38). Segue-se pois (5.39).
{ J }j>1 p g p

5.4.3 Uma cadeia de Markov aditiva

Relembremos a representacao de Rényi para as e.o.’s em modelo Exponencial,
dada em 1i e que nos permite escrever
Ey Es E,
Epm = — + 44— 1<k<n,
han n n—1 n—k+1 -

v.a.’s i.i.d. exponenciais unitarias. Os resultados derivados nos

com {E; }]21
paragrafos anteriores e a representacao de Rényi, permitem-nos pois garantir

que as e.0.’s em modelo Exponencial formam um processo de Markov aditivo.

Pensemos em seguida no caso geral da amostra (Z1,...,Z,) ser proveniente
de um modelo F', com F' continua e estritamente crescente. Ao induzir em Z

a transformacao — log F' obtemos uma amostra Exponencial unitaria, i.e.
d
(E1y...,En) = (=logF(Z1),...,—1og F(Z,)),

e como a transformacao —logF ¢é decrescente, tem-se —logF(Zy.,) =

E, k11, 1 <k <n,e consequentemente,

Zin = F~ {7 Zrktin} = {e—(%+...+—E"—kk+1 ) } |
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De modo analogo podemos escrever

Zn—k::n = F° {e_Ek—H:n} =F {6_(%—’—'“4_%) }

E
= {6_ =3 F(Zn—k:-i-l:n)}

Ey
— {elog F(Zn_k41:n)— n—+k1 )} (5 40)
, .
o0 que realca mais uma vez o o facto de Z,.,,...,Z1., ser um processo de
Markov, o mesmo acontecendo, como ja se viu atras, a (Z1.n,---, Zn:mn)-

Mais adiante recorreremos a esta mesma linha de raciocinio para derivacao de

varios resultados assintoticos.

Observacao 5.4.1. Um problema de indole geral, colocado por Rényi, e que
tanto quanto sabemos continua em aberto, é o sequinte: dado um processo de
Markov {Xt}teT, para que fungoes Gi(-) se tem ainda a propriedade markovi-
ana para {Y; = G¢(X¢) b ? Esperamos que algum dos leitores mais interes-

sado possa dar uma resposta a esta questao.

5.5 Estatisticas sistematicas: Espacamentos e
Amplitude

Definicao 5.5.1. FEstatisticas sistemadticas sao estatisticas que sao combina-

coes lineares de e.o.’s.

A distribuicao destas estatisticas pode ser complicada, e voltaremos a este
assunto mais adiante. Nesta Seccao iremos considerar alguns casos simples,

como os ja considerados na Seccao para o modelo Exponencial, do tipo
S = Xj:n_Xi:n7 1 <<y <n. (541)

Um caso particular é o da amplitude amostral, que se obtém para ¢ = 1 e
7 = n. Na realidade, uma das estatisticas sistematicas mais importantes em
varias areas da FEstatistica Teorica e Aplicada, e muito particularmente na area

de Controlo de Qualidade, é a amplitude amostral,

Rn = Sln - Xn:n - Xl:na
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com 9S;; definido em (5.41).

5.5.1 Distribuicao de amostragem da amplitude e esta-
tisticas similares

A distribuicao de amostragem de R,, vai depender fortemente de F', mas pode

facilmente ser escrita em forma integral:

fo (r) = n(n—1) / f@)F@+r) - F@" 2 fe+r)de,  (542)

ou, equivalentemente,

F, (r)= n/Rf(:U)[F(:U +7) — F(2)]" tdz, (5.43)

expressao que deve ser interpretada do modo seguinte: dado x, que pode
variar na recta real R, a funcao integranda é a probabilidade de um dos X X'’s,
arbitrariamente de entre n, cair em (z — dz, x| e os restantes n — 1 cairem em
(x,x +r].

Exemplo 5.5.1. Amplitude em modelo Exponencial. Em modelo Ex-
ponencial unitdrio, a utilizagao de (5.43) leva-nos a

OO n—1
Fppn—pia (1) = n/ e ” (e_m - e—(l’+r)> de
0

= n(l- e_r)n_l /0 e "dr = (1- e_r)n_l ,

sempre que r > 0, i.e.,

Rn - En:n - El:n i En—lzn—l- (544)

Note-se que o resultado obtido em (5.44) é o esperado desde que repensemos
na abordagem de Rényi para a derivacao do comportamento distribucional
dos espacamentos em modelo Exponencial. Na realidade, interpretando Fj;,
1 <4 <n, como os tempos de vida exponenciais de n unidades independentes,
a falta de memoria da Exponencial leva a que tudo recomece de novo em FEj.,,,
mas com 1 — 1 unidades em prova. Consequentemente, o tempo de espera até
a avaria de todas unidades, dado por E,,.,, — FE1.,, deve ser distribucionalmente

equivalente ao maximo de n — 1 exponencias, i.e., a F,,_1.,_1.
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Mais geralmente, argumentos probabilisticos directos levam-nos a poder es-
crever com facilidade a f.d.p. de §;;, definida em . Para se ter S;; em
[s — ds, s + ds), das n observagoes na amostra temos de ter i — 1 arbitrarias
inferiores a um x, também arbitrario, que pode variar em R, uma arbitraria
terd de estar em [x,x + dx), j — i — 1, também arbitrariamente de entre as
n — 1 restantes terao de estar entre x + dx e * + s — ds, uma tera de estar
num intervalo infinitésimo centrado em x + s e as restantes n — j terao de ser

superiores a x + s + ds. Em suma, teremos

(i~ G — i — D)l — )l fs,, (s)/nl =
/R FY(a) [F(z+5) - F@)P " L= F(e + )" f@)f(z + s)dz
(5.45)

Como caso particular de (5.45), para ¢ =1 e j = n, obtemos (5.42).

5.5.2 A Amplitude como Estimador de um Parametro
de Escala.

Admitamos agora que (Xi,...,X,) é uma amostra aleatoria proveniente de
uma populagao com f.d. F ((z — \)/d), A € Re § € RT parametros desconheci-
dos de localizacao e escala, respectivamente. Consideremos as e.o.’s ascenden-
tes (X1.n < -++ < Xppn) € designemos, mais uma vez, por Z;.,, = (X, — A)/0

as e.o.’s correspondentes ao modelo F' com localizagao 0 e dispersao 1.

A amplitude R,, = X,,.., — X1., fornece uma medida de dispersao simples, que

é facilmente convertida num estimador centrado de §. Na realidade

E[Rn] = E(Xnn) - E(Xl:n) - 5{,“71:71 - ,ul:n}a

VCLT’[Rn] - 52 [Un,n:n + 01,1:n — 201,n:n] )

com ip = E[Zzn]y 1 <1< n, € 0;,4n = COU(Zi:n>Zj:n)7 1 <1< j < n,

independentes de parametros desconhecidos.

Tem-se entao que

Tn = Ry /(pn:n — p1:n) (5.46)
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é um estimador centrado ded, consistente numa classe vasta de modelos subja-
centes. Este estimador tem usualmente eficiéncia elevada para amostras de
dimensao pequena, digamos para n < 12, e para uma grande variedade de
modelos, incluindo o modelo Normal. Trata-se, além disso, de um estimador
que, para pequenas amostras, é mais ‘robusto’ ou ‘resistente’, no sentido de
ser menos sensivel a mudancas no modelo subjacente aos dados, que o desvio
padrao empirico. As propriedades ja anteriormente apontadas, aliadas ao facto
do célculo de R,, ser imediato para amostras de dimensao pequena, usuais
na area de Controlo de Qualidade em linha de producgao, onde os subgrupos
racionais recolhidos ao longo do tempo tém usualmente dimensao n = 5 (veja-
se, por exemplo, Montgomeryﬂ 1991 ou Gomes et al., 2010), levam a que o
estimador T}, em (5.46) seja preferido relativamente ao desvio padrao empirico,

na estimagao de um parametro de escala §.

Para podermos utilizar 7},, como estimador de  precisamos de saber calcular,

ou ter acesso a tabelas de

d2,n = Un:n — H1l:n,

que, como ja vimos, sao valores que dependem intrinsecamente do modelo F', e
da estrutura probabilistica das e.o.’s. Para alguns modelos, de entre os usuais
em aplicacoes, é possivel obter expressoes explicitas para p;.,. Entre esses

encontram-se os modelos seguintes:

Modelo Uniforme: p;.,, = , 1 <1 <n.
n+1
. d 1
Modelo Exponencial:  p;., = ,
on-J +1
=¢Y(n+1)—yYn—-i+1), 1<i<n
Modelo Logistico:  p;., =) —tp(n—i+1), 1 <i<n,

onde 9 (-) denota novamente a funcéo digama, definida em (5.32). Por exemplo,

para n = 5, dimensao usual em Controlo de Qualidade,

9Montgomery, D.C. (1991). Introduction to Statistical Quality Control. 2nd Ed. Wiley.
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Modelo 15 55 da 5
Exponencial | 0.200 | 2.28(3) | 2.08(3)
Normal -1.163 | 1.163 2.326
Gama(2) 0.702 | 3.808 | 3.106
Gama(5) 2.722 | 7.803 | 5.081

5.5.3 Espacamentos de estatisticas ordinais

Iremos agora aflorar o estudo dos espagamentos (spacings) de e.o.’s, no caso
geral, de grande importancia em grande parte da metodologia estatistica de
indole nao-paramétrica. Comecemos pela situacao de uma amostra aleatéria
proveniente de modelo U(0, 1), (Uy,...,U,). Consideremos a amostra de e.o.’s

ascendentes associada, (U.n,--.,Un.p), € 0S espagamentos ou spacings,
Sj = Uj;n — Uj—l:n; 1<73<n+1 (U():n =0, Upr1:n = 1), (547)

que constituem aquilo a que muito frequentemente em Estatistica se chama a

divisao aleatoria do intervalo.

As v.a.’s (S1,...,S,41) sdo obviamente nao independentes, pois estao sujeita
a uma ligacao forte, Z?:Jrll S; = 1. Se pensarmos unicamente em (S, ...,Sy,),
como a f.d.p. conjunta de (U1, ..., Up.n) énlnaregiao0 < uy < -+ < uy < 1,

e o Jacobiano da transformacao em (5.47) é unitario, tem-se

n
9s,. s, (81,0 ,8n) =nl, 8,20, 1<i<n, Zsl <1,
=1
i.e., (S1,...,5,) estdo uniformemente distribuidos na regiao
n
s5i20, 1<i<n, ) si<l,
i=1
o que determina a distribuicao das v.a.’s (S1,...,S,4+1) na regiao
n+1

$i>0, 1<i<n+1, Y s=1,
1=1

distribuicao completamente simétrica nos s;, 1 < 1 < n+ 1. O ser com-

pletamente simétrica significa que quaiquer que sejam os k inteiros distintos,
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1<ni,no,....,np <n+1,
d
(Snys---3Sn.) = (S1,...,5k).

Este resultado é interessante, no sentido de poder simplificar calculos. Tem-se

por exemplo que
V1<nino,...one <n+1, (Su, 4 +8Sn) = (S14-+5Sk) = Upkn,

que se sabe ter distribuigdo Beta(k,n — k + 1).

Coberturas elementares e intervalos de confianga para quantis

Definigao 5.5.2. Asv.a.’s S; = F(Xj.n)—F(Xj—1.0), 1 <j <n, (F(Xo:n) =

0), sdo frequentemente designadas coberturas elementares.

Esta terminoloia foi introduzida em Wilk (1948) e gozam, como se disse
logo de inicio, de papel importantissimo no desenvolvimento de modelos nao

paramétricos em Estatistica.

Um par de e.0.’s (X;.n, Xsn), 7 < 8, pode fornecer com relativa facilidade
um intervalo de confianca a 100 x (1 — )% para qualquer quantil tedrico
Xp = F(p). Na realidade,

]P)(Xp S (Xr:naXs:n)> = P(F(Xp) S (F(XTTL)7F(XS")))
= P(Ur:n <p< Us:n)
- Z <7Z) p' (1 =p)" " = 7(r,sim,p).

Se utilizarmos a aproximacao da Binomial pela Normal e fizermos igual a
(1 — «) o valor aproximado de 7(r, s;n, p), obtemos como intervalo de confianca

a 100 x (1 — )% para x,, o intervalo (X,.,,, Xs.n,), com

"= [np —/np(l =p) 21_a/2 + %J s = {np +vnp(1 —p) z1_q/2 + %J ,

onde |z| denota a parte inteira de z, sendo z;_, /2 0 quantil de probabilidade
1 — /2 de uma N(0,1).

10Wilks, S.S. (1948). Order Statistics. Bull. Amer. Math. Soc. 54:1, Part 1 , 6-50.



96 CAPITULO 5. TEORIA DISTRIBUCIONAL EXACTA

A distribuicao de Dirichlet

A distribuigdo de (S1,...,S,) é um caso particular da célebre distribui-

cao de Dirichlet, D,, . .,..,, quando os parametros sao todos unitarios, i.e.,
(Vl,...,Vn+1) = (1,,1)
A f.d.p. de Dirichlet é uma genaralizacao ao caso multivariado de uma

Beta(v1,12), e tem a expressao funcional,

dVla-~-aVn+1(x17"'7xn)
F “ .. n n VUn _1
Tt ) s (30
F(Vl) “e F(I/n_|_1)

=1

em qualquer ponto do simplex

n
S, = {(a;l,...,a:n):a:i >0, 1<i<n, le < 1}.
i=1
Realce-se o facto de a f.d.p. de Dirichlet ser uma f.d.p. basica nao sé na te-
oria distribucional das e.o.’s, mas também em campos diversos de FEstatistica

Multivariada.

Um método de transformacao interessante, 1til na geracao de NPA’s com f.d.p.

de Dirichlet, e de demonstracao imediata, é o seguinte:

Proposicao 5.5.1. Se Yi,...,Y,41 forem v.a.’s independentes, e se Y; for

proveniente de um modelo Gama(v;), 1 < j <n+ 1, entdo

Y,
Zj:l Y7
tem distribuicdo Dirichlet(vy,va, ..., Vp11).

Face ao resultado anterior podemos escrever os espagamentos S; em (5.47) em

termos de v.a.’s exponenciais unitdrias, {E;},-,:

d Ey Ent1
(Sl,...,5n+1) - (T”T)

Note-se que este mesmo resultado pode ser obtido por associagoes com a ocor-

réncia condicionada de acontecimentos de Poisson, na linha do estudo desen-

volvido na Seccao
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5.5.4 O método de Steutel

Com base na identificacao entre as e.o.’s e a ocorréncia condicionada de acon-

tecimentos de Poisson em l)

Ul:n;-'-aUn:n i Tla--an‘Nl =n.

Steute (1967) derivou o resultado seguinte:

Considerem-se v.a.’s Uj, U(0,1), e efectue-se a mudanca de reldgio, U;(t) =
txUj,1<j<n+1 Seja f(-,...,:) uma funcao Borel-mensuravel tal que

S Ef(UL(E), ..., Unga (8)] t"e™Mdt < 0o, YA > 0. Entao

n!

/OOOE[f(Ul(t),...,Un+1(t))]t”e_’\tdt: 7 ELF(Br - Eay)] (548)

com {E;},, sucessdo de v.a.’s i.i.d. £(N). A relagdo (5.48) permite-nos obter
probabilidades de varios acontecimentos com interesse, expressas em termos de

E[f(Uy(t),...,Ups1(t)], por simples inversdao de uma transformada de Laplace.

Sem entramos em detalhes de demonstracao do argumento de Steutel, vejamos
um exemplo de aplicacao do referido argumento, com o calculo da probabili-
dade, P[S1 > x1,..., 5041 > Tnt1]. A probabilidade de um acontecimento A

é sempre o valor médio da v.a. indicatriz de A, i.e.,
P [Sl > X1y, Sn-l—l > mn-i—l] =E [f(Ul(t), cey Un—f-l(t)] )

I y1 >, Ynt1 > Tppa
0 caso contrario.

com f(y17"'7yn+1) = {

Podemos pois escrever

n+1
B[Sy > @1, Spir > @] = B [T (1= 1(; = U50)) },
j=1
1 se t>0
com I(t) = 0 b <0 e consequentemente,
se

HSteutel, F.W. (1967). Random division of an interval. Statistica Neerlandica 21, 231—
244.
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/ P [Ul (t) > Ty, Un(t> > Tn, Un—l—l(t) > xn—i—l] t" e_)\tdt
0

n+1

:/ E{H (1= I(a; = U (1) } " e M

n—+1 nl n+1
_E. — " o AMmittraga) :
)\n—i—l { H J)) } o A\nt+1 € ' o ’ Zxﬂ <t
Por inversao da transformada de Laplace obtém-se entao
n+1 n
PUL () > 21, ., Un(t) > @n, Ungr () > 2] 7 = (t - xj) ,
j=1
e consequentemente
n—+1 n—+1
n
]P’[Ul>:1:1,...,Un>a:n,Un+1>mn+1]:(1— :I:j) , ijgl.
j=1 j=1

O mesmo processo serve obviamente para obter a f.d. conjunta de
(Ul (t)7 ) Un-l-l(t))? i'e'7 P [Ul (t) S Llyeeoy Un-l-l(t) S xn—i—l]) embora a

expressao seja muito mais complicada.

Outro exemplo: Calculo de P[S,,_x11., < z]. Tem-se

/ PSS, ki1m < 2] t”e_’\tdt:/ E{I(z — Up_pr1n(t)} t"e Madt
0 0

_ "™ pE <=M S (ntl Fi(2)(1 = F(z))n1—
= il [En—kt1m < 2] = = Z ; (2)(1 = F(2))
i=n—k+1
k
n! n —+ ].) Y AN e ]
= e VP (1 —e .
w2 (")

Como ﬁ Jo (t = )P HI(t — a)e Mdt = ;, ,a>0,p>0, segue-se que
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P [Sn—lH—l:n S Z]

_ ini_] <” j 1) (” + zl _j)(—nl {1 —(j+ l)?}n I(t—(j+0)2).

j=0 1=0
(5.49)

O resultado (5.49), para k = 1, foi obtido por Fishe (1929), através de

argumentos geométricos demorados.

5.6 Enquadramentos e aproximacoes para mo-
mentos de estatisticas ordinais

As dificuldades inerentes ao calculo de momentos de e.0.’s levam-nos a pesquisa

de (e ao eventual recurso a) enquadramentos, bem como aproximagoes para o0s

momentos de e.o.’s. Comecaremos por ver enquadramentos independentes do

modelo subjacente F', passando em seguida a aproximacoes para os momentos

em termos da inversa de F' e das suas derivadas.

5.6.1 Enquadramentos ‘distribution-free’

Comecemos por trabalhar com o valor maximo X,.,, associado a uma amostra
aleatéria (Xq,..., X, ) proveniente de uma populagdo com f.d. F', continua e

estritamente crescente. Como vimos anteriormente, podemos escrever
1
E[X ] = 1 / F(u) udu. (5.50)
0

Admitamos, sem perda de generalidade desde que existam segundos momentos
finitos, que E(X) =0 e Var(X) =1, i.e.,

/01 F(u)du = 0, /01 (F=(u)? du = 1. (5.51)

12Fisher, R.A. (1929). Tests of Significance in Harmonic Analysis. Proc. Royal Statist.
Soc. A 125:796, 54-59.
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O célculo das variacoes leva-nos facilmente aos valores estacionarios de (5.50))

condicionados a validade de lb e tem-se

Teorema 5.6.1. Em modelo genérico F', com sequndos momentos finitos, e
com p=E(X), 0% = Var(X), tem-se

n—1 n—1
| E X " Z — 0 ———. 5.52
v2n —1 [ b ] H=o n ( )

No caso particular de modelo F' simétrico, podemos melhorar o resultado an-

E[Xpn <p+o

terior, e escrever

E[Xnn] < M+ag\ ’ {1 _2;/_( f—l)} |
M%) > - 1G]

Demonstracao. Na realidade, ao procurarmos os valores estacionarios de 1}

condicionados a validade de (5.51) somos levados a consideracao do funcional

H(F~ (u),a, ) = /o [nF~(u) u" ' —aF = (u) — B ((F~(u)* —1)] du,

cuja solucao estacionaria é dada por

nu" ' —a—-268F (u)=0 sse F~(u)= %,

com o e (3 tals que fol(n u" ! — a)du = 0, ou seja @ = 1, e ainda
B2 = fol(n u" ! —1)2du, ou seja B = (n —1)/v/2n — 1.
Tem-se pois
Vvn —1 (n unl — 1)

2(n—1) ’

F(u) = (5.53)

que, pela desigualdade de Schwarz

/fgdug (/f2du /deu>1/2,
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aplicada a f(u) = F~(u) e g(u) = n u"~ ! — 1, é a funcao que fornece mesmo
um maximo para E[X,,.,], o qual é entao dado por E[X,,.,] = (n — 1)/+v/2n — 1.

Tem-se entao

n—1

Von—1°

Se E(X) = u e Var(X) = 02 tem-se obviamente a primeira desigualdade em
(5.52). A segunda desigualdade obtem-se facilmente, atendendo ao facto de se
ter min(Xy,...,X,) = —max(—Xq,...,—X,).

Se F' for simétrica, podemos na realidade melhorar os valores anteriormente

E[X.n] < (5.54)

obtidos, devido ao facto de, por termos em modelo standardizado (=0, o =
1) F(z) =1 — F(—x), podermos restringir o integral que nos fornece E[X,.,,]
a regiao (1/2,1). Na realidade

Bl] = n [ e {F@I - 1= PP R
= n /1; Fo(u) {u" ' = (1 —u)"""}du,
o que fornece o ponto de estacionaridade
2n — 1 v
S P e

e consequentemente

s < {2

O

Corolario 5.6.1. A igualdade em 1i ocorre quando estamos a trabalhar

em modelo com f.d.

1+ (n—1) m/\/m}l/(n—l)

n

F(z) = {

YT S <r<Von—1,
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ao qual corresponde a f.d.p.

f(z) 1 {1+(n—1) :U/\/Qn—l}l/(n—l)—l
X - Y
nyv?2n — 1 n
V2l e
n—1
Demonstracao. Basta inverter a funcao quantil dada em (5.53). ]

Corolario 5.6.2. Para a amplitude amostral, R,, = X,.,, — X1., tem-se

21— 1 ()] e
2n — 1 } '

E[R,] < n{
Demonstracao. Como se pode escrever
1
E[R,] = E[Xpn.n] — E[X1.] =n / F™(u) [u"' = (1 —w)" ] du,
0

o resultado segue por analogia com o que se fez para E[X,,.,] em modelo F’

simétrico em torno de 0. ]

Resultados semelhantes podem ser derivados para E[X;.,],

2n—2i\ (2i—2
< {n ( n_(;n)—(li)_l) B 1}1/27 | <i<n,
n—1

mas este limite superior s6 é bom quando i =n ou i = 1.

5.6.2 Aproximacoes para os momentos

Recorreremos aqui ao facto de se poder escrever, para qualquer modelo F' e

(X1,...,X,) proveniente desse modelo,
Xi:n - F(_(Uzn) = G<Uzn>7 1 S 1 S n,

com U;.,,, 1 <1 < n,asne.o’s associadas a uma amostra aleatoria de dimensao

n, U(0,1).
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O desenvolvimento de G(Uj.,,) em série de Taylor em torno de E[U;.,,] = p; =

i/(n+1), 1 <i<n, permite-nos obter

G(Usn) = Gpi) + (Vi = PG (00) + 5 (Vi = 90" (p0) .

0 que nos permite obter, com a notacao atras referida, ¢; =1 —p;, 1 <17 <n,

aproximacoes tao precisas quanto se deseje,

E[Xin] = Gpi) + R, (5.55)

L pi qi "
E[Xin] = G(Pi)+—p 4 G" (pi) + Ra,,

2n+2

onde, para uma classe vasta de fungoes de distribuigao (f.d.’s) R;; = o(1/n?).
Condicgoes suficientes para que tal aconteca podem-se encontrar em Blo

(1958) — basta ter-se G limitada e continua e G’ limitada.

Para a estrutura de segunda ordem tem-se

Cov(Xiim, Xjin) = 22926/ (p)G (p;) + Rij(n), i< j. (5.56)
n+1

Sob condigoes andlogas as anteriormente impostas (G, G’ e G' limitadas e

continuas, e G”’ limitada) tem-se R;j(n) = o(1/n?).

Para n suficientemente grande, as aproximacoes mais usuais sao

()
EXi‘n ~ F )
[Xin] (n—i—l)
COU(Xi:nan:n) ~

iln+1—j7) '
(n+1)2(n+2) f (F‘_ (nil)> f (F‘_ (#))

Blom (1958) introduz ainda aquilo a que chama uma correccao («, ), i.e.,

considera uma generalizacao de 1) e de 1b do tipo

E[X;.n] = G(min) + R,

1)

/

G'(min) G'(7jn) + R,

17

7Tzn(1 _an)
n = Qijn — Bijn + 2
_ V — Qijn y =i
n— G — Bijn + 17 b

COU[Xi:na Xj:n] =

Tun

13Blom, G. (1958). Transformed Beta Variates. Wiley.
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e determina quais as constantes possiveis e a ordem de grandeza dos restos
associados. Blom determina ainda quais os pares de constantes (aqp,[31) e

(2, B2), que permitem a validade da desigualdade

G(miy) <E[Xin] < G(mi,), T = n—a, -8, +1 v=1,2,

para todo o 7, 1 <1 <n, e quando n — oo.

Apresentamos, em seguida, os valores obtidos para trés modelos, Normal, Cau-

chy e Gumbel. Em modelo Normal tem-se

_1<z—0.39)SE[XM]S(I)_1<z—0.5>7 Z,>n+17
n 4+ 0.22 n 2
<I>_1<Z_O'5)g]E[Xm]S(I)_l(Z_O'gg), i§n+1.
n n 4+ 0.22 2
Para o modelo Cauchy tem-se, para 2 <i <n+ 1/2,
1—1 1 1 —1.23 1
ton [ (0=7 = 5)] < B <tan [n(T=575 - 5)].
B KA P [Xien] < tam |7 0576 — 5

epara (n+1)/2<i<n-—1,

(172 1)) <) <un (223 1)

Finalmente, para o modelo Gumbel,

— log ( —log (Z _n0.5)> < E[X;.,] < —log ( —log (;1—%22))

Foram exactamente algumas destas desigualdades que levaram as escolhas de

‘plotting positions’ diferentes de i/(n + 1), tal como foi anteriormente referido
no Capitulo

5.7 O Teorema de Malmquist e a simulacao de

estatisticas ordinais

O teorema de Malmquist (Malmquis 1950), de grande utilidade na simula-

cao de e.o.’s de topo, garante-nos que, no mesmo contexto em que nos temos

MMalmquist, S. (1950). On a property of order statistics from a rectangular distribution.
Skand. Aktuar. 33, 214-222.
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colocado, se tem

F(Zy:n) >k d g, _,
— ) = e Pnkt 1< k<, 5.57
(F(Zk’+1:n) ( )

k

ie., as v.a.’s (F(Zgn)/F(Zrs1n)) = (Uk;n/UkH;n)k sao mutuamente inde-

pendentes e U(0,1).
Na realidade,

F(Zin)  d d B ki1

—1 - < — En— m n—k:n 9
og F(Zk;_|_1n) k+1: k L

donde segue (5.57).

A aplicacao do teorema de Malmquist em simulacao foi efectuada por Schu-
can (1972), e permite a geracao de, por exemplo, k e.0.’s superiores (ou
inferiores), k ndo demasiado elevado, de forma rapida e expedita, usando ape-
nas a geracao de k NPA’s, U4(0,1), U;, 1 < j < k, sem recorrer a geracao de

toda a amostra de dimensao n e consequente ordenacao.

Na realidade,

Ur =U; = Upp=U""

Em seguida

Un-1:n _ rrl/(n—1)
T T Y2

1/ny1/(n—1
Un:n = Unoin = 1/ Uz/( g

Genericamente
Ut = U070 UM Xy = F (Unkn)s

para k fixo, pequeno relativamente a n.

Do facto da simetria de U em torno de 1/2, ou seja, do facto de se ter U 4

1 — U, tem-se também

Ukprin =1 =00, "D UM X = F7 (Uktrn),

ue permite a simulacao de e.o.’s inferiores, para k& pequeno.
)

15Schucany, R.W. (1972). Order statistics in simulation. J. Statist. Comp. and Simul. 1,
281-286.
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Capitulo

Teoria Distribucional Assintotica

6.1 Introducao

Seja {X,}, ~; uma sucessao de v.a.’s i.i.d. ~ F, e defina-se

M, = X,., = max X;, n>1. (6.1)
1<i<n

Tal como vimos no Capitulo 5, a f.d. de M,, é dada por
P{M, <z} =F"(z).

Sendo F' desconhecida, esta expressao nao tem grande utilidade. Como esta-
mos muitas vezes interessados no maximo de um grande niimero de variaveis
modela-se 0 maximo usando um argumento assintético. Em particular, espe-
ramos que a distribuicao de M,,, quando n — 0o, nao dependa fortemente de

F'. Comecemos por relembrar a definicao de convergéncia em distribuicao:

Definigao 6.1.1 (Convergéncia em distribuicao). Sejam X, X1, Xa,... v.a.’s
com f.d.’s F,Fi,F5,... Diz-se que X, converge em distribuicao para X,

. d
quando n — 00, e usa-se a notacao X, — X, se
n—oo

lim F,(z) = F(x), para todo o x, ponto de continuidade de F(x).

n—oo

107
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Que distribuicoes podem surgir para a v.a. limite de M, ? Quando n — oo,

com z¥ := sup{z : F(x) < 1} < oo, o limite superior do suporte de F,
0, se F(zr)<l1
F(z) — ’ (z) (6.2)
1, se F(zx)=1,
pelo que M, 4 2F A convergéncia em distribuicao anterior implica,
n—oo
por sua vez, a convergéncia em probabilidade para a mesma constante, i.e.,
M, -2 2F mesmo que zf' = c0. A distribuicao assintética de M,, é por-

n—oo
tanto degenerada. Além disso, a propriedade ascendente das e.o’s em causa,

combinada com esta convergéncia em probabilidade, determina a convergéncia

q.c.
quase certa, M, —= z¥.

n—oo

Uma vez que a distribuicao limite de M, é degenerada ha que recorrer a
uma normalizagao de modo a obter uma lei limite nao-degenerada, de forma
semelhante ao que se passa no caso da teoria assintética para somas, que

relembramos:

Teorema 6.1.1 (TLC e LFGN). Sob condicées de regularidade e sendo
X, Xq,..., X, i.i.d. a X, com

Yn = in/n,
i=1

se existir 02 = Var[X,] = Var[X]/n = o0%/n, e consequentemente, , =

E[X,] = E[X] = u, tem-se, quando n — oo,
o X, p (LFGN)

n—oo

o (X, — pin)/on n%; N(0,1) (TLC).

Analogamente as somas, parece pois ser sensato investigar as leis limite para o
maximo normalizado (M, — b,)/a,, para sequéncias reais convenientes a,, > 0
e b, € R, tema a abordar com toda a generalidade na Secgao [6.4] mas com

alguns casos particulares discutidos na Seccao[6.2}

Mais geralmente do que considerarmos a sucessao de maximos parciais, M,,,

em 1) iremos considerar o comportamento assintético de trés tipos de e.o.’s:

1. Estatisticas ordinais centrais. Trata-se de e.0.’s X}.,, onde a ordem

k =k, — oo, mas k/n — A, 0 < A < 1, quando n — oco. Usualmente
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k= |n\+1,0<X<1,e X, é o quantil empirico de ordem A,
que vai ser, como veremos adiante, assintoticamente Normal, desde que o
modelo F' subjacente satisfaca determinadas condigoes de regularidade,

pouco restrictivas.

2. Estatisticas ordinais extremais. Neste caso estamos a considerar
Xigmn ou X, _k., com k inteiro fixo. O modelo limite é entao muito

diferente do modelo Normal.

3. Estatisticas ordinais intermédias. Tem-se tal como em 1.,
k =k, — oo, mas k/n — 0 ou k/n — 1, quando n — oco. Sob condi-
coes adequadas de regularidade, voltamos entao a ter um comportamento

assintoticamente Normal.

6.2 Alguns resultados parciais sobre a teoria
assintotica de estatisticas ordinais. Método

de Rényi

6.2.1 O modelo Exponencial, £(1)

Consideremos E —~ £(1), i.e.
F(x)=F,(z) =1—exp(—x), para x > 0.

Teorema 6.2.1. Seja k > 1 um inteiro fizo e positivo. Entao

x tk—le—t
lim Pnkg., <z :/ ——dt, x>0, 6.3

i.e., nEy., é assintoticamente uma v.a. Gama(k).

Demonstracao. Podemos derivar facilmente este resultado através da expres-
sao da f.d.p. de uma e.o., apresentada em (5.1). Entao

hopena) = oo = (3 )e (e -1)

k—1
- &1 ]1;[1(” =) (e =1).
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Como lim (n —j) (e*/" —1) =z, lim f,p,., (z) = e “zF~1/T(k). Pelo teo-

rema de Scheffé, se f,,(r) — g(x), entao F,,(r) — G(x) (nao sendo a reciproca

obviamente verdadeira). Tem-se pois
n B —5 Gama(k),
n—oo

ou seja, a validade de 1h L]

Vejamos outra demonstracao mais natural do Teoremam

k
Demonstragcao. Da representacao de Rényi, Ey,, = > E;/(n—j+1),

deduz-se que

k k
1
o Z(Hn_Hl)E _ZEJJFan_Hl .

j=1 j=1
Como a primeira componente desta soma, Zk E; £z~ Gama(k), e a
segunda componente —— 0, nEj.n, 4 Z—l—op(l) <, Gama(k). O
n—0o0 — 00

Observacao 6.2.1. Note-se que Ey., —— 0, uma vez que n Ej., = Z+o0,(1),
i.€., Epn = Z/n+0p(1/n) = Op(1/n) + 0,(1/n), donde Ey., = 0p(1).

No caso de termos k = n, ou seja, de estarmos interessados no méaximo de n
v.a.’s £(1), podemos desde logo perguntar se serd facil encontrar uma norma-
lizacao de E,,., de forma a se obter uma distribuicao limite nao-degenerada.

Consideremos as sucessoes a,, = 1 e b, = logn. Entao

PlEnyn —logn <z] = PlEny, <x+logn] ={F(z+logn)}"
= {1 —exp(—x —logn)}", para z > —logn

= {1 —exp(—z)/n}",

—  exp[—exp(—z)], quando n — oo para = € R.

Na Figurailustramos, a direita, a velocidade de convergéncia de E,,.,, —logn
para uma v.a. Gumbel. Como se vé a convergéncia ¢ neste caso muito ra-
pida, o que nem sempre acontece em EVT, como se pode ver na Figura
onde, denotando N uma v.a. N'(0,1), se representa (Ny., — b,)/a,, com

= (2logn)~9%5, b, = (2logn)®5 —0.5(21log n) =03 (log log n + log 47), valo-

res estes a serem justificados mais adiante, na Secgéom
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paran=1,7, 30, 365

1.0

(1-exp(-x))"
06 08
|

0.4

0.2

0.0

(1- exp(-x)/n)’

exp(-exp(-x)) Gumbel; normalizagao para n=1, 7, 30, 365
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Figura 6.1: Distribuicées de FEn., (esquerda) e de FEn., — logn (direita), para

n = 1,7 (semanal), 30 (mensal) e 365 (anual), comparativamente a lei limite Gum-

bel

paran=1,7, 30, 365

0.8 1.0
|

o)
06

04

(¢(xay +by))"

exp(-exp(-x)) Gumbel; normalizagao para n=1, 7, 30, 365

Figura 6.2: Distribui¢des de N,, (esquerda) e de (N, — b,)/an (direita), para n =

1,7 (semanal), 30 (mensal) e 365 (anual) para varidveis N (0, 1), comparativamente

a lel limite Gumbel

6.2.2 O modelo Uniforme, U(0, 1)

Comecemos por recordar o seguintes resultado:
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Teorema 6.2.2. Seja Z,, = X, +Y,, n > 1, onde {X,},~; e {Yn},>;
sao sucessoes de v.a.’s i.i.d. Designemos por F(x) a f.d. de X,, n > 1, e

admitamos que

E[Y,] — 0 ,
nooee =Y, — 0.
VarlY,] — 0 n—00

Entao, se X, 4, X, com f.d. F(z), entio Z, NS

n—oo n—oo

Se U,, com f.d. H,(x) for independente de X, n > 1, e U, 4, U, com f.d.
H(x), entao
(Zn,Un) <5 (Z,U), Gy(zu) = F(2)H(u),

n—aoo

i.e., Zn e U, sao assintoticamente independentes.

Teorema 6.2.3. Seja {U;},, uma sucessio de v.a.’s i.i.d., U(0,1). Entao,

para todo o k > 1,
d d
nUkn = n(l—=Uy_kr1.n) — Gama(k).

Consequentemente,

e ¥ tk’—le—t
PlEn—k+1m —logn <y] — 1 — / dt.
=) Tm

Tem-se ainda que para j e k inteiros fixos, Uy, € Up—ji1:m SG0 estatisticamente

independentes, 1.e.,

lim P [Upp < 2/n,1 — Un_ji1:n < y/7)

T Y g k—1yi—ke—(utv)
= , dudv, x > 0,y > 0.
/o / C(k)T () !

Demonstragdo. Pensemos entao em {U;} -, v.a.’s i.i.d., U(0,1). O método

da transformacao uniformizante permite-nos escrever:

Ek:n

Un—k—|—1:n =e ie. Ep,=— log Un—k+1:n-



6.2. MODELOS PARTICULARES E METODO DE RENYI 113

p
Consequentemente, como Ey.,, — 0, quando n — o0,

Ej,_l _1)i-1
1 - Un—k:-i-l:n - Ek::n + Z Ek:n kin ( ) .

|
i>2 J:

Na soma anterior, o primeiro termo converge fracamente para uma v.a.
Gamal(k) e o segundo converge em probabilidade para 0, quando n — oc.

Temos consequentemente
n(l—Up—g+1:m) 4, Gama(k),
n—oo

resultado este a que se poderia ter chegado directamente, pensando que
P(n(1—=Up—kr1n) <z) = P(Egrp < —log (1 —2x/n)), tendo —log(l — x/n)
um comportamento assintdtico andlogo ao de x/n, quando n — oo, o que jun-
tamente com a continuidade da funcao Gama forneceria o mesmo resultado.
Como Uy 4 U, —~ U(0,1), tem-se Ug., 49 Up—ka1m, 1 <k <mn,e
consequentemente

n Ug.p LN Gamal(k).

O
Corolario 6.2.1. Em modelo Exponencial, £(1)
e Y tk—le—t
PlE, _tt1m —1 < 1— dt.
[ k41 ogn < y] o /0 (k)
Demonstracao. Decorre directamente do facto de se ter
PnUg., <z] = P[-logn —logUy., > —logz]
= 1—-PlE,_ksr1.n —logn < —logx]
x tk‘—l —t
— / € dt.
e Jo T
O

Corolario 6.2.2. Em modelo Uniforme, U(0,1), e para j e k inteiros fizos,

Uk:n € Up—jy1.n SG0 estatisticamente independentes, i.e.,
lim P[Ugp <z/n,1—U,—jt1:m <y/n)

T Y uk_lvj_ke_(u+v)
= : dudv, = > 0,y > 0.
/o / NOINE) ’
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Corolario 6.2.3. A amplitude amostral em modelo Uniforme, R,, := U,.,, —
Ui.n, tem, apds normalizacao adequada, distribuicao limite Gama. Mais espe-
cificamente

n[l—R,]=n[l—(Upn—Uin)] <, Gama/(2).

n—oo

Demonstracao. O Teorema|6.2.3|permite-nos concluir que U,., L 1e Ui, LN 0,

e consequentemente R,, = Up.p— Ur.n — 1. Mas nUj., e n(1—U,.,) convergem
para leis nao degeneradas Gama(1l) e s@o assintoticamente independentes. E
entao 1égico considerar n [1 — (U, — Ur.p)] = n(1 — Up) + nUp.p, donde de

imediato segue o resultado. ]

Por intermédio das distribuigdes limites obtidas para Uy., (e para U,_gi1.n)
podem determinar-se as distribui¢oes limite das v.a.’s Xg.,, (e de X, gi1.n),

as chamadas e.o.’s extremais, mas voltaremos a este assunto mais tarde, na

Sec¢ao

6.3 Comportamento limite de estatisticas ordi-

nais centrais (quantis)

Temos a validade do resultado seguinte:

Teorema 6.3.1 (Teorema de Rényi). Seja {X,},~, uma sucessao de v.a.’s
i.i.d. com f.d. F absolutamente continua. Seja f(a:‘)_: F'(x) e admitamos que
f(x) € continua e positiva no intervaloa < x <b. Se0 < F(a) < A< F(b) <1
e se |k, —n\| = o(y/n) (o que automaticamente = k/n — X, quando n — oo,

entao

X — F—(N) d

1 [ A(l—X) mn—0
FE=(N) n

ou, equivalentemente, com x := F(\)

Vnf(xa) d
W(Xk::n — X)) njgo N(O, 1).

N(0,1), (6.4)
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Demonstra¢ao. Comecemos por ver a situacao Exponencial, £(1). Como

B NN BN,
n—k,+1ln — ; m - o 7
sendo as v.a.’s Z; independentes e tais que
BlZ) - o Verldl- e
tem-se
n—knp+1 1
pn = ElEs g, +1:n] = Z m;
j=1
) n—kn,+1 1
o, = Var[E,_—k, +1.n] = 2 m

A validade da condicao de Lindberg-Feller implica entao a validade do TLC
para (En—k‘n—i—lzn - ,un) /Un-

Como 9(n) =logn—5-(1+0(1)) e '(n) = L + 515 (1+0(1)), quando n — oo

n—kn+1 ! , 1
o ; 1 YD) = vlka) = log (H) +0 (E)
e
Consequentemente,

En—kn+1:n - log(n/kn) < — CID(J))

n—knp o n—00
nk.,

P

a f.d. de uma v.a. N(0,1).

O facto de se ter lim k,/n = A, implica a possibilidade de se poderem
n—oo

substituir os coeficientes de atraccao de localizagao e de escala por —log A

e /(1 —=X)/(n)), ie., tem-se

— ®(z),

n—oo

P [Enkn-i—l:n + log)\ < .SC]
NCEPIDY
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Passemos agora ao caso geral: Tem-se Fy,_ t1., = —log F(Xg, .n), € conse-

quentemente,

b [_log F(Xk,m) —log(1/A) <z
VI=N/my) T

—p {an;n > Fe ()\e_x\/%ﬂ L a(x).

n—oo

Como, com 6,, a convergir para 1,

— Ae oV —1
e (Ae—xvn—?> = F—(\) + ( ) :F‘_(A)+O<
tem-se a validade de (6.4). O

Mais geralmente temos a validade do resultado multivariado seguinte:

Teorema 6.3.2. Seja {X,,}, -, uma sucessiao de v.a.’s i.i.d. com f.d.p. f(-).
Consideremos as e.o0.’s (anm_,...,Xnk;n), n; = [n\j|+1,0< A\ <0 <
Ar < 1. Designemos por xx; o quantil populacional correspondente a Aj,
1<j <k Sel< f(XAj) <00, 1 <35 <k, entao a distribuicao assintotica

conjunta de

\/E(X?hin - Xx\l) y .. '7\/E(Xnk:n - X)\k)

é a multinormal com valor médio nulo e matriz de covariancias

Py I
9T ool S

¥ = o),

Demonstracao. Faremos a demonstracao com base na importante representa-
cao de Bahadu (1966) de e.o.’s em termos da f.d. empirica,

A~

Fo(xn;) — A . N
it +&mxmm—p(ﬁg-

!Bahadur, R.R. (1966). A note on quantiles in large samples. Ann. Math. Statist. 37,
577-580.

1

anZ’I’L — X>\_7 -
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Tem-se entao

\/E(Xnun - X/\l) 3. 7\/E(Xnkn - X)\k)

A~ A~

A — By A — Fh
i\/ﬁ 1 (X)q)’”"\/ﬁ k (X)\k)

F(xa) X
Mas .
ﬁn()o\j) = %;I(X,\j), com I(xy;) = { (1] i\J_ A
O resultado segue-se portanto por aplicacao do TLC multidimensional. ]

Observacgao 6.3.1. Como consequéncia do Teorema vemos que, mesmo
assintoticamente, duas e.o.’s centrais sao dependentes. Isso contrasta com
o caso extremal, em que se constata a independéncia assintotica das e.o.’s
extremais inferiores das e.o’s extremais superiores, como vimos no Teorema
para o modelo U(0, 1), mas mais geralmente vdlido para qualquer modelo
F.

6.4 'Teoria assintotica de valores extremos

Estamos aqui interessados em alguns aspectos da TVE (ou EVT) assintética
em sucessoes de v.a.’s i.i.d., e algumas das suas generalizacoes a sucessoes

estacionarias.

Consideraremos aqui os seguintes tépicos de teoria de valores extremos: Co-
mecamos por enunciar e esbocar a demonstracao do teorema de Gnedenko,
onde surgem os trés tipos possiveis de distribuicao assintética nao degenerada
de M,,, em , convenientemente normalizado. Introduzimos em seguida
uma forma unificada dos trés tipos, e procedemos a caracterizacao dos cha-
mados max-dominios de atraccao e as escolhas possiveis dos chamados coefi-
cientes de atraccao. Apds a referéncia as condigoes suficientes de von Mises,
referimos a equivaléncia entre as relagoes nlingo PM,, < u,(&)] = exp(—€) e
nP[X; > u,(§)] = &£(1+0(1)), quando n — oo. Derivamos em seguida a forma
da distribuicao limite do maximo em modelos normais e a escolha adequada de

constantes de atraccao. Dedicamo-nos ainda ao estudo do caracter poissoniano
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do nimero de excedéncias de u, (&) por Xi, ..., X,, ao cdlculo da distribuigao
assintética do k-ésimo maximo, para k fixo, e das k maiores e.0.’s associadas a
uma amostra de dimensao n. Faremos ainda uma breve referéncia a robustez

dos problemas apresentados.

Note-se desde ja que os resultados que aqui iremos obter para maximos, podem

ser de imediato convertidos em resultados para minimos, pois

nin X, =— 1?%}{”(—)(,'). (6.5)

6.4.1 O teorema de Gnedenko
Tal como referido anteriormante, a f.d. de M,,, em 1) ¢é dada por
Fuy, () =P[M, <z]=F"(z),

e fazendo n — oo, obtém-se 1) i.e., a distribuicao limite, mesmo quando ¢
prépria, é degenerada e consequentemente de interesse muito limitado. E entao
sensato colocar a pergunta: serd possivel encontrar constantes reais {a,}, -,

(an >0) e {by},>, tais que

M, — b, .
. Y, nio degenerada, (6.6)
anp, n— o0
i.e., tais que
F"(apz +b,) — G(x), (6.7)

com G(x) f.d. ndo degenerada?

Definicao 6.4.1. Se existirem sucessoes de constantes {an},~, (an > 0) e
{bn}, >, tais que se verifica (6.7), tais sucessées de constantes sao designadas
por coeficientes de atraccao de F' para G, e diremos que F pertence ao

max-dominio de atracgao da lei G, o que serd denotado por F' € Dy (G).

Sao pois de interesse os dois problemas a seguir apresentados, formulados ex-

plicitamente a primeira vez por Gnedenko (1943):

(i) Identificagao das possiveis formas limites G da f.d. de (M,, —b,,)/a,, para

sucessoes de constantes convenientes, {an},,~; (an > 0) e {b,}, .
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(ii) Caracterizacao do max-dominio de atracgao das possiveis leis limites para

maximos, i.e., caracterizacao de

Dm(G) = {F : Hant, > (an > 0) e{bn}, >, para as quais

Fn(anx+ bn) — G(QT),VI € C(G)} ,

n—oo

denotando C(G) o conjunto dos pontos de continuidade de G.

Comecamos por introduzir o conceito de tipo (de Khinchine):

Lema 6.4.1 (convergéncia de tipos de Khinchine). Sejam Uy(x) e Uz(x) duas
f.d.’s nao degeneradas. Se para uma sucessao {F,}, -, de f.d.’s existem su-
cessoes de niumeros reais {an},~; (an > 0), {bn},~1, {an},>1 (a;, > 0) e

{b%}ny tais que

nh_)nolo F(apx +b,) =Ui(x) e nh_}n;O Fu(a,x + b)) =Us(x) (6.8)
entao

a%/annjgoA (A>0), (b;’_b")/a"n:;oB’ (6.9)
e

Us(x) =U(Ax + B), VxeR. (6.10)

Inversamente, se for wvalido, qualquer das relacoes em lmi implica a
outra e (6.10).

Demonstracao. Para uma boa demonstracao deste lema veja-se Felle Vol.
II, pagina 246. L]

Este lema conduz obviamente a seguinte definicao formal do conceito de tipo:

Definicao 6.4.2. Duas f.d.’s Ui(z) e Us(x) sdo do mesmo tipo se existem
constantes reais A > 0 e B tais que Us(x) = U1 (Ax + B), para todo o x € R.

Enunciaremos sem demonstracao o célebre teorema de Gnedenko.

2Feller, W. (1966). An Introduction to Probability Theory and Its Applications. Vol. 2,
Wiley.
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Teorema 6.4.1 (Teorema dos tipos extremais: Gnedenko, 1943). No con-
texto acima referido, admitamos que existem sucessoes de constantes {an}n21
(an >0), {bn},>, € uma f.d. nao degenerada G tais que

Mn - bn . n

——— <z| = lim F"(apx+b,) = G(x), Vx € C(G). (6.11)

n—oo n—oo

n

lim P[

Entao G pertence a um dos trés tipos de distribuicoes de Valores Extremos:

x

Tipo I : Az)=e® ,z€R [Gumbel], (6.12)
TipoIl: ®y(x)=e¢* ", >0, a>0 [Fréchet], (6.13)
Tipo IIl: V,(z)=e %" 2 <0, a>0 [Max— Weibull]. (6.14)

Para ilustrar como é que a cauda F(x) := 1 — F(x) decai para 0, quando

r — zf" = sup{x : F(x) < 1}, apresentamos a Figura|6.3

p.d.f.

F(x)=1-F(x)

Figura 6.3: Tlustracao de F(x)=4rea assinalada a cinzento

Na Figura ilustramos o comportamento dos trés tipos de distribuicoes de

valores extremos.

Note-se que o Teorema de Gnedenko admite a validade de (6.6, ou equiva-
lentemente de (6.11). E facil ver que existem sucesses de v.a.’s {X,}, -,
para as quais ndo é possivel encontrar sucessoes de constantes {an},

F<oo:

(an, > 0) e {by},~; tais que tal aconteca. DBasta que exista z
P(X < 2F) <1eP(X < af') =1, ie., basta que F possua um limite su-

perior #f" = sup{z : F(x) <1} < 00 e P(X = 2f") # 0. Na realidade:



6.4. TEORIA ASSINTOTICA DE VALORES EXTREMOS 121

Weibull (de méaximos) Fréchet

d/ dx(W2(x))
d/ ax(A(x))
d/ dx(®,.2(x))

Figura 6.4: F.d.p. Max-Weibull, associada a f.d. ¥,—3, limitada superiormente e
com cauda curta (esquerda), f.d.p. Gumbel com suporte no eixo real (centro), e f.d.p.
Fréchet, associada a f.d. ®,—2 (limitada inferiormente), nao-limitada superiormente,

com cauda pesada (direita)

Teorema 6.4.2. Admitamos que {X,},~,; sdo v.a.’s i.i.d. com f.d. comum
F(.) tal que F(zF =) <1 = F(2T), 2" < 0o. Entdo ndo é possivel normalizar

M,, de modo a obtermos convergéncia fraca para uma v.a. nao degenerada.

Demonstra¢do. Admitamos que P[M,, < a,x+by] — G(x). Ponhamos u,, :=
an® + by. Se u, < zf" teremos P[M,, < u,] §nF7?LCExF—) — 0. Logo, se
G(x) > 0, tem-se u,, > x¥" para todo o n suficientemente eleri/;(i). Mas entao
F(u,)=1eP[M, <u, — 1, ie., G é degenerada. O

n—oo

Apresentamos ainda, sem demonstracao, um outro resultado da mesma indole:

Teorema 6.4.3. Seja F(x) uma f.d. tal que para uma sucessio r; < xy <

e <Xy < ... de reais com limite finito ou infinito
1 — F(x,—)
e > 148, 3>0.
1 - F(xn) N +5 6

Entao F nao pode pertencer ao dominio de atracgao de nenhuma das leis

limites de madximos.

Temos varios exemplos ilustrativos do teorema anterior, de entre os quais des-

tacamos:

Exemplo 6.4.1. Nao é possivel normalizar o mdzrimo de v.a.’s Poisson de

modo a obter convergéncia para uma ler nao degenerada. Na realidade, se
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tivermos uma v.a. X de Poisson

1—F(n—) A" (n+1)! n+1

1— F(n) = Antle=A N nooo

Embora nao tencionemos fazer aqui a demonstracao do teorema de Gnedenko,
iremos apontar as ideias principais da demonstracao. A ideia fundamental da
demonstracao dada por Gnedenko, pode ser sumarizada do modo seguinte: A
validade de implica

lim P[M,, < appx+bpk] = lLm F"(ankx + bpk)
= lim {Fnk(ankl' + bnk)}l/k

= GY*(x), Vk > 1,

e consequentemente:

Lema 6.4.2. Seja {X,},~, uma sucessio de v.a.’s i.i.d. com f.d. comum nas
condigoes do Teorema |6.4.1] Entao, tem-se para todo k > 1,

lim P[M, < anpz + bni] = GY*(2), (6.15)

n—oo

i.e. a validade de (6.15) para k =1 implica a sua validade para todo o k > 1.

Consequentemente, e no contexto do Teorema de Gnedenko, tem-se

lim F"(a,x + b,) = G(x)

n—oo

lim F™(ank® + bi) = GY*(z), Vi > 1.

n—oo

A aplicagao directa do lema de Khinchine leva-nos entao a concluir que G e

G'/% sd0 do mesmo tipo para todo o k > 1, i.e.,

Lema 6.4.3. Se (6.15) for vdlido para todo o k > 1, sendo G uma f.d. ndo

degenerada, existem constantes oy >0 e B, k > 1, tais que

G*(apz + f) = G(x), Vo € R. (6.16)

Convém pois avancar com a definicao de max-estabilidade:
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Definigao 6.4.3 (max-estabilidade). Uma distribuicio G diz-se max-estével

se existem constantes reais Ar > 0 e By tais que

G*(x) = G(Arx + By), para todo k.

Observagao 6.4.1. Se existe uma distribuicao limite para o méximo norma-

lizado, entao essa distribuicao limite terd de ser max-estavel.

O lema seguinte completa a demonstracao do teorema de Gnedenko e a sua
demonstracao é na realidade a parte fundamentel da derivagao de Gnedenko
— obtencao da solucao completa da equacao funcional em jogo, a equacao
(6.16).

Lema 6.4.4. Se G € uma f.d. ndo degenerada satisfazendo (6.16), Vk > 1,
entao G € uma f.d. de valores extremos de um dos tipos, tipo 1, I1 ou 111, dados
em 46.12D, (16.13[) e (]6.14[), respectivamente.

Voltando um pouco atras, convém ainda notar que a mesma demonstracgao
continua vélida desde que a validade de (6.15) para k = 1 implique a validade

de (6.15) para qualquer k > 1.

Observacgoes:

1. A resolugdo da equagao funcional (6.16) depende essencialmente de qual

das trés condigoes seguintes é a valida.

(i) 3k>1:ar<1= ap <1, Vk> 1. Entdo G(z) = G(z+ B/(1 -
ap)), G(r) =1, 2 >0e @k(akaz) = G(x), = < 0, tendo-se uma
solucao de tipo III; ou

(i) 3k >1:ar > 1= a; > 1, Vk > 1. Entdo G(z) = G(x + B /(1 —
ag)), G(xr) =0, < 0e @k(akx) = G(x), = > 0, tendo-se uma
solucao de tipo II; ou

i) 3k >1:a, =1= ap =1, Vk > 1. Entao @k(a}—l—ﬁk) =

G(x), = € R, tendo-se uma solugao de tipo 1.

2. A equacao de estabilidade foi postulada de modo menos for-
mal por Fréchet (1927), ao observar que o méximo dos m X n va-
lores X1, Xo, ..., X, xn € também o maximo dos n valores maximos de
X(i—1)ym41s- > Xim, 1 <1 < n.
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O postulado de estabilidade foi ainda usado por Fisher e Tippett, no seu
importante trabalho de 1928, ja atras referido, onde podemos dizer esta-
rem reunidas pela primeira vez as ideias e os problemas mais importantes

da Teoria de Valores Extremos classica.

Para uma demonstracao completa do Teorema de Gnedenko veja-se o préoprio
trabalho de Gnedenko (1943) ou o livro de Galambos (1987).

6.4.2 A distribuicao de Valores Extremos e indice de

valores extremos

Von Mises (1936; 1954) e Jenkinso (1955) unificaram as trés familias, Gum-
bel, Fréchet e Max-Weibull, considerando a f.d. geral de valores extremos
(GEV, do inglés ‘generalized extreme value’ ou ‘general extreme value’), com a

expressao funcional,

G () = exp {— 1+ ’yx]jrl/v} : (6.17)

com x4 = max(0, x) e sendo 7, 0o EVI, o parametro fundamental em Fstatistica

de Extremos.

Observagao 6.4.2. Sey =0, em (6.17), obtemos a f.d. Gumbel,

Go(z) = 71%10117 Gy(z) = 7111&1 G (z) = exp[—exp(—x)] = A(z), z € R.

Se~v >0, em (6.17), obtemos a f.d. Fréchet,

0, x < -1/,

Grle) = exp{—[1+7x]_1/7}= z2—1/y

Se v <0, em (6.17), obtemos a f.d. Max-Weibull,

exp {— 1 +7:1:]‘1”} , < =1/,

Gy (z) =
1, x> —1/y.

3Jenkinson, A.F. (1955). The frequency distribution of the annual maximum (or mini-

mum) values of meteorological elements. Quart. J. Royal Meteorol. Soc. 81, 158—171.
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Observagao 6.4.3 (Relacao da GEV com os 3 tipos extremais). Tal como
vimos na Observacao a Gumbel corresponde a v = 0 (limite por conti-
nuidade v T 0~ v | 04), A(z) = Go(z;0,1). A Fréchet corresponde a v > 0,
a=1/y, ®o(r) = G1/a(2;1,1/a). Finalmente, a Weibull corresponde ay < 0,
a=—1/y, Vo(z) =G_1/0(z;-1,-1/a).

Podemos pois escrever o Teorema de Gnedenko (Teorema , do modo

seguinte:

Teorema 6.4.4 (Teorema unificado dos tipos extremais). Se existem sucessoes

an >0 e by, tats que, quando n — oo

Mn_bn
PR

< x] — G(x) para alguma f.d. G ndo-degenerada,
Qn

entao G é do mesmo tipo da distribuicao GEV, em (6.17), para algum ~v € R.

De forma natural, diz-se entao que F' pertence ao dominio de atraccao de G,

e escreve-se ' € Dy (G).

e Se v < 0, a cauda curta, rp < o0.
e Se v =0, temos uma cauda Exponencial , zp < oo ou zp = o0.

e Se v > 0, temos uma cauda pesada, xp = oo.

Observacgao 6.4.4. O Teorema de Gnedenko nao garante a existéncia de uma
let limite nao-degenerada, e nao diz qual € o tipo de distribuicao limite, i.e.,

qual € o . E isto contrariamente com o que se passa com o TLC.

6.4.3 Breve referéncia ao teorema unificado dos tipos ex-

tremais para minimos
A teoria assintética para minimos,
My, = min(Xq, ..., X,)

é, devido a Eq. 1 , uma consequéncia da teoria assintética para maximos,

tal como referido anteriormente.
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Teorema 6.4.5 (tipos extremais para minimos). Se existem sucessoes a’, > 0
e by, tais que, quando n — oo
*

n - b ~
P [m—*" < x] — G*(x) para alguma f.d. G* ndo-degenerada,
an

entao G* € do mesmo tipo da distribuicao GEV*,
G (2) = 1= G (—a) = 1 —exp { = [L = "] 7"}

para algum v* € R.
Os modelos classicos min-estaveis sao pois:

Tipo I* : A(r)=1—-e, z€R [Min-Gumbel]
Tipo II*: & . (x

)
=1—¢€" *, r <0, a* >0 [Min-Fréchet]
Tipo IIT*: ¥.(z) =1

—e® x>0, a* >0 [Weibull].

6.4.4 Caracterizacao de max-dominios de atraccao e co-
eficientes de atraccao

Um dos temas de investigacao em EVT ¢é a caracterizacao dos dominios de
atraccao, i.e., dada uma distribuicao limite, caracterizar o conjunto de dis-
tribuicoes F' para as quais o maximo convenientemente normalizado converge
para esse limite, ou equivalentemente, dada F', encontrar b,, e a,, tais que se
verifique a convergéncia para uma lei nao-degenerada, e determinar esse limite.
O problema de uma forma geral pode ser complexo. Iremos focar apenas os

dominios de atraccao para distribuicoes absolutamente continuas.

Se F' € Dam(G), os coeficientes de atracgao {a,},~; (a, > 0) e {b,}, -, de
F para a lei limite GG, podem ser escolhidos de forma precisa, € o teorema de
tipos de Khichine assegura-nos que qualquer outra escolha {a;,}, -, (a, > 0),
{0],},,~ de coeficientes de atraccao serd assintoticamente equivaleIIte a escolha

inicial se e sé se

/
an/a, — 1 e
n— 00 an, n— 00



6.4. TEORIA ASSINTOTICA DE VALORES EXTREMOS 127

No que diz respeito a caracterizacao dos max-dominios de atraccao de cada
uma das leis limites de maximos, enunciaremos, por ordem crescente de difi-
culdade, algumas condigdes necessarias e suficientes para que F' € D(Tipo i),
¢ =1,1I ou IIL.

Teorema 6.4.6 (Gnedenko, 1943). E condi¢cao mecessdria e suficiente para
que F € Da(Py) que

1 — F(tx) .
x
1 —F(t) t—oo ’

Vx> 0,

r.e. F':=1—F € uma funcao de variacao reqular no oo, com expoente —a,

que denotaremos 1 — F € RV_,. Pode entao escolher-se

by, = 0; anp =inf{x: F(z) >1—1/n}.

Teorema 6.4.7 (Gnedenko, 1943). E condi¢cao mecessaria e suficiente para
que F' € Dp(¥,,) que

e =sup{z: F(z) <1} < o0, e Fy(z) = F(z¥ —1/2) € Dapg(P0),
1 — F(zf — kh)

1—F(zF —h) nlo W

t.e. Yk > 0,

Pode entao escolher-se

A Qo — !
n — ’ n_xF—lnf{iEF(x)Zl_l/n}

Tem-se ainda

Teorema 6.4.8 (Gnedenko, 1943). F € Dp(A) se e 56 se xf' < 0o ou 2 =

o0 e se tem
L L= Fltagt)
t1zF 1— F(t) 7

F
para todo x, com [ (1 — F(s))ds < oo, sendo uma escolha possivel

[77 (1= F(s))ds
1— F(t)

g(t) := =E[X —t|X >t], para t<azF.
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Observacao 6.4.5. A funcdo g(t) chama-se fung¢do de excesso médio, como
jd vimos na Secgao|[3.5]

Finalmente:

Teorema 6.4.9 (de Haa 1970). E condi¢ao necessdria e suficiente para que
F € Dp(A) que

3f : R — RT tal que lime(a:) =0 e

o 1P i)
Tzt 1— F(ZC‘) .

(6.18)

E util comentar brevemente estes resultados:

1. Se z¥ < oo entdao M,, = xF'. Isto nao impede (M,,—b,,)/a, de poder ter
uma lei limite ndo degenerada — a nao ser, como vimos, se F(z¥'—) < 1.
Na realidade, sendo z¥" < oo, (M,, —b,)/a, pode convergir para uma lei

de valores extremos de tipo I ou de tipo III.

2. As f.d.’s F atraidas para uma lei de valores extremos de tipo II tém
sempre ! = oo e a sua ponta 1 — F tem de ser de variacao regular,
quando x — o0, i.e., 1 — F(x) = 2~ *L(z), com L(-) fungdo de variacao
lenta, i.e. L € RV,. A condicao de atraccao para uma lei de tipo III

envolve consideracoes semelhantes na vizinhanca de z¥" < oo.

Condicao necesséaria e suficiente para F' € D(G,), v € R, em termos
de U

Vamos em seguida exprimir, em termos da funcao quantil de cauda
Uit):=F~(1-1/t), F~(z):=inf{y: F(y) > =z}, (6.19)

as condigoes necessarias e suficientes anteriores.

4de Haan, L. (1970). On Regular Variation and its Application to the Weak Convergence
of Sample Extremes. Thesis, University of Amsterdam / Mathematical Centre Tract 32.
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Teorema 6.4.10 (Condicao de primeira ordem para F' € Dpy(G~), v € R).

_ v _1
FeDm(Gy), yER seesose tlim U(t:z:)(t)U(t) _ 7 , (6.20)
—00 a Y

para alguma funcdo positiva a(.) e com x > 0. O sequndo membro € inter-

pretado como logx, para v = 0, correspondendo ao limite por continuidade.

Teorema 6.4.11 (Condigdes necessérias para F' € Dy(G,) v € R). Se
Ulte) -U(l) 27 -1

FeD(Gy), ~vEeR, ie, se tlg]cr)lo ) = entao:
Ut 1
1. Se >0, entdo U(co) = 0o e lim (t) =—.
t=oe aft) vy
- U(t 1
2. Se v <0, entao U(x) < o0 e lim Uloo) = U(H) = ——.
t—eoaft) g
Ut t
3. Sey =0, entao tlgglo U((;E)) =1, para todo x > 0 ¢ tli)lgo % =0. Além
U —U(t
disso, se U(o0) < 00, tlirglo U((O;o)) — U((Zj)) =1, parax >0
t
e tli)ngo U(ooc)L(—) 0 = 0. Tem-se ainda que lim;_, o a(tx)/a(t) = 1, para
x > 0.
Teorema 6.4.12 (Condigoes  necessarias e  suficientes  para

F € Dpm(Gy),y #0). Podemos garantir as condigoes sequintes:

1. Se v >0, entao

Ul(t
F e Dm(Gyso) = tli)rglo U((;U)) =z7, parax > 0.

2. Se vy <0, tem-se

. U(oc) = Ultx)
FeDm(Gyco) < Uloo) <ooe lim U(oco) = U(t)

F_
— i Ul(tz)

=x7, para x > 0.
t—oo ' — U(t) b
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Observacao 6.4.6. Recordemos que quando U werifica a condi¢do
limy o U(tx)/U(t) = x7, para © >0 dizemos que U € de variagdo regular
de indice vy (no infinito), e usamos a nota¢ao, U € RV,. Jd no caso de a(-)
verificar a condi¢do limy_, o a(tx)/a(t) = 1, para x > 0, dizemos que a € de

variacdo lenta (no infinito), e escrevemos a € RVj.

Exemplo 6.4.2 (Distribuigdes no Dominio Fréchet, F' € D(G,), v > 0).

Entre outros, apresentamos os sequintes exemplos:

e Pareto, Pa(a): F(z)=1—2"% x> 1;a0>0; EVLI: vy =1/a;

1
e Generalizada Pareto, GP(0,7) : F(z) = 1 — (1+~%) ", 2z > 0;

o,v> 0; EVIL: ~;

A
e Burr(n,7,) : F(x) = 1 — (#) ,x > 0; mn,7,A >0, EVIL
v =1/(A7);

o Fréchet(a) : F(z) =exp(—z~%), > 0; a > 0; EVI: v =1/q;
e t-Student com n g.l.; EVL: v = 1/n;
e Cauchy: F(z) =1 + Larctanz, z € R; EVL: y = 1;

e Log-Gama(a, \) : F(z) = [} %(logt)a_lt_k_ldt, r > 0; EVL: v =
1/

Exemplo 6.4.3 (Distribuicdes no Dominio Max-Weibull, F' € D (G,),

v < 0). Exemplos cldssicos de modelos neste mazx-dominio, sao:

e Uniforme, U(0,1): F(z) =z, 0 <x < 1; EVL: v = —1;

e Beta(p,q) : fom FF(S;}L?;)UP Y1 —w)tdu, 0 < 2 < 1; p,q > 0;
EVL ~ = —1/q,

A
e Reversed Burr(5,7,A) : F(z) =1 — (#) <08, 1,A>0;
EVIL: v = —1/(A71);

o Max-Weibull: F(z) =exp(—(—x)%), x < 0; a > 0; EVL: v = —1/a.

Exemplo 6.4.4 (Distribuigdes no Dominio Gumbel, F' € Dap(G,), v = 0).

Neste caso estao os modelos sequintes:
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e FExponencial, E(1) : F(x) =1 —exp(—x), = > 0;
e Weibull (de minimos): F(x) =1—exp(—Ax"), x > 0; A\, 7 > 0;

o Logistica: F(x) =1— z € R;

1
1+exp(zx)’

e Gumbel: A(z) = exp(—exp(—x)), x € R;

e Normal: [ (—t%/2)dt, = € R;

1
o \/? exp
e Log-normal: log X —~ Normal;

e Gama(a,f3): F(z) = [ %(logt)ﬁ_lt_o‘_ldt,x > 0;

Min-Fréchet: ®%(z) =1— Py(—2) =1 —exp(—(—z)™%), £ <0; a > 0.

Apresentamos em seguida um outro exemplo, que ilustra a existéncia de mo-
delos absolutamente continuos, para os quais nao é possivel normalizar a su-
cessao de maximos parciais, de modo a obter um comportamento limite nao-

degenerado.

Exemplo 6.4.5 (Log-Pareto). Considere-se
F(x) =1-1/logx, para x > e.

Para este modelo, vejamos que nao existe possibilidade de linearizacao do md-

ximo de forma a obter uma distribuicao limite nao-degenerada. Na realidade,

uma vez que ¥ = 0o, o dominio Max-Weibull estd descartado. Relativamente

a condi¢ao necessaria e suficiente para o dominio Fréchet, tem-se
1 — F(tx) , logt

1. _— pu—
s 1— F(t) Pl log(tx)

pelo que falha o condicdo F € RV_y,,, para algum ~ > 0. Resta o dominio
F
Gumbel. Vejamos que no entanto falha a condigio [ (1 — F(s))ds < oo, para

F
todo t > e. Realmente, [, (1 — F(s))ds = ;roo lOésds > ft+oo Lds, que é

divergente. Note-se que se trata de uma cauda direita super pesada, resultado

vdlido para qualquer f.d. com cauda de variacdo lenta, i.e., tal que F € RVj.
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6.4.5 Condicoes suficientes de von Mises para
F e IDM(GV)

As condigoes de von Mises, a apresentar em seguida, sao condicoes suficientes,
mas nao necessarias, como sao as anteriormente referidas nos teoremas |6.4.6|

6.4.7][6.4.8] c[6.4.9]

Teorema 6.4.13 (condicao suficiente de von Mises). Para uma distribuicdo
F absolutamente continua, e admitindo a existéncia de f = F'(z) e F"(x),
defina-se a funcao hazard ou funcao de mortalidade instantanea e o seu reci-

proco, dadas respectivamente, por

_ [ _ 1-F(x)
h(z) = - F@) e r(x) = NOR
Se
lim_ r'(x) =7, entio F € Dm(G,),
by = F~(1—1/n) = U(n),  an=r(by) = nf(lbn) — U’ (n).

Exemplo 6.4.6 (Exponencial, £(1)). Tem-se F(x) = 1 —exp(—x), f(x) =
exp(—x), r(x) = (1= F(z))/f(x) =1, e r'(x) = 0 para todo x > 0. Entdo,
F € D(Gy). O modelo Exponencial pertence pois ao max-dominio da Gumbel.

Quanto as constantes normalizadores, como
bp=F~(1-1/n) < 1—-F(b,)=1/n

tem-se

exp(—b,) =1/n<=10b, =logn e a, =r(b,) =1,

pelo que
M, —b,)/a, = M, —logn
( g

converge para a distribuicao Gumbel, como vimos anteriormente, na Seccao
6.2.1
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Exemplo 6.4.7 (Normal, N'(0,1)). Neste caso

1
V2T

¢(z) = exp(—a?/2),

O(z) = /_moo o(t)dt,x € R, pelo que r(x):= 1;(—q;§x)

Comecemos por notar que
"(z) = —xzd(z) e im—l—CID(x): im —(b(x): iml

Entao
R (R (wd) 1)
) : P @) R
Assim |- o)

xh_)rglor () =—1 —|—£}LI£10 Wm =0,

e consequentemente, F' € D(Gy), i.e., o modelo Normal pertence ao dominio
da Gumbel. Quanto as constantes normalizadores, embora nao trivialmente,

mostra-se que se podem considerar

1log(4mlogn) 1 1 1
bn:\/21 — 2 n = ~N— N
e n V2logn ¢ no(bn,) b, 2logn

como referimos anteriormente.

Observagao 6.4.7 (Convergéncia lenta da Normal para a Gumbel). No mo-
delo Normal, a convergéncia do mazrimo normalizado para a Gumbel é muito
lenta. Esta convergéncia lenta de ®"(an,x + by) para A(z) foi observada por
Fisher & Tippett (1928), que mostraram que os 4 primeiros momentos de
" (anx + by) estio mais perto dos correspondentes momentos de uma Max-
Weibull ¥, para um o conveniente. Este tipo de estudo estd ligado aos cha-
mados comportamentos pré assintético ou penultimate dos extremos (veja-se
Gome 1994, e Beirlant et al@ 2012, para recensoes criticas sobre o assunto).

SGomes, M.I. (1994). Penultimate behaviour of the extremes. In J. Galambos et al.

(eds.), Extreme Value Theory and Applications, 403-418, Kluwer Academic Publishers.
6Beirlant, J., Caeiro, F. & Gomes, M.I. (2012). An overview and open research topics in

statistics of univariate extremes. Rewstat 10:1, 1-31.
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As condicoes suficientes de von Mises mais simples, sao as que sao validas para

F € Dpm(Gy), com 7y # 0, que apresentamos em seguida.

F

Teorema 6.4.14 (v > 0). Suponhamos que " = 0o e que F' = f existe. Se

para algum v positivo

1
Ty = Jmth(t) =~ entio F € Dpm(Gs).
Y

Teorema 6.4.15 (v < 0). Suponhamos que ¥ < oo e que F' = f eriste. Se

para algum v negativo

. (= F'®) . 1 N
tlTlaI:% —Fa) tlTlgllm(x —t)h(t) = 5 entio F € Dap(G).

Teorema 6.4.16 (constantes normalizadoras em modelo GEV). Suponhamos
que F' € Dap(GS). Entao:

1. Para~vy>0:

lim F"(a,z) = exp (—x_l/v) =@y /y(2),

n—oo

para x >0, com a, = U(n).
2. Para v <0:

lim F™(a,x + ) = exp (—(—x)_l/“’) =V_y,,(z),

n—oo

para x < 0, com a, =zt — U(n).

3. Paray=20:
lim F™(anz + by) = exp (—e™ %) = A(x),
para todo o x, com a, = g¢g(U(n)) e b, = Un), sendo

g(t) = E[X — t|X > t] a fungao de excesso médio.



6.4. TEORIA ASSINTOTICA DE VALORES EXTREMOS 135

Exemplo 6.4.8 (Uniforme, U 1). Jd que 2 =1 < oo o dominio Fréchet
estd descartado. Vejamos que este modelo verifica a condicao mecessdaria e

suficiente para o dominio Max-Weibull. Realmente, tem-se que

1-F@f —a2t) | 1-(1—xt) . at
lim =lim—— = =1lim— =z,
tlo 1—F(xF —¢t) tlo 1—(1—1¢t) tlo ¢t
F
ou seja, limy g % — 277, com v = —1, pelo que F € Dym(G), para
~v = —1. Como possiveis constantes normalizadoras temos b,, = F=1ea, =

o' —U(n) =1-U(n). ComoU(t) =1—1/t, entdoa, =1—(1—1/n) =1/n,

e n(M,, — 1) converge para uma v.a. com distribuicao Max-Weibull, ¥, (x).

Exemplo 6.4.9 (Pareto). Tem-se F(x) =1—2"% parax >1ea > 0. Jd
que ' = 00, 0 dominio Max-Weibull estd neste caso descartado. Vejamos que
verifica a condi¢cao necessdria e suficiente para o dominio Fréchet. Realmente,

tem-se que

lim 1—F(te) . (tx)™“

LR i S =2 %o FeRV_,,
o 1 F(t)  tose t—a "

pelo que F' € Dp(Gy), para v = 1/a. As constantes normalizadoras podem

ser escolhidas como b, = 0 ¢ a, = U(n). Como U(t) = (1/t)~/%, entdo

an = n'®, resultando que n=Y/*M,, converge para uma v.a. com distribui¢do

Fréchet, ¢, (z).

6.4.6 Niveis normalizados e a distribuicao limite no mo-
delo Normal

Comecamos por enunciar um resultado auxiliar:

Lema 6.4.5. Seja {7,,, n > 1} uma sucessdo de nimeros reais. Entdo:

Tnn —T
Tn — T < (1——) — e .

n— 00 n n— 00

Demonstragdo. (=) Tem-se 7,, — 7 < 7, = T7+0(1),n — co. Consequen-
n—oo

temente,
n

(-3 = B Fot] e
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(<) Tem-se ( — %)n — e " = nlog (1 — T—“) — —7. Usando a apro-

n— oo n n— 00
ximagao log(l — z) ~ —z, com x — 0, tem-se n(—7,/n) = — — 7, pelo
n—oo
que 7, — T. ]
n—oo

Seja mais uma vez {X,,} -, uma sucessao de v.a.’s i.i.d. com f.d. comum F.

Definigcao 6.4.4. Uma sucessio de numeros reais {u, ()}, diz-se uma su-

cessao de niveis normalizados se

1— F(un(€)) <&/n<1—F(u,(&)-),

i.€.,

up(§) :=inf{z:1 - F(z) <{/n}. (6.21)

Tem-se entao o seguinte resultado, devido a O’Brie (1974):

Teorema 6.4.17. O conjunto de pontos limite de P[M, < wu,(§)] =
F™(un,(€)), com un(§) nivel normalizado definido em (6.21), é o intervalo

. ) 1—F(z—)
£ =801 5= 1 - =/
e, emef— 1— F(x)

, o¥ =sup {x: F(z) < 1}.
Veremos unicamente um caso particular:

Teorema 6.4.18. Se para uma sucessao de v.a.’s {X,}, <, for possivel esco-
lher uy, = un(§), € >0, n>1, tal que

1—F(u,(§) =&/n+o0(1/n), quando n — oo, (6.22)
entao, com M, = max X,,
1<i<n
lim P[M, < u,(£)] =e5. (6.23)

n—oo

Reciprocamente, se para uma sucessao u, = un(£), n > 1, li for vdlida,
entdo (6.22) também € vdlida., i.e.

P[M, < up(§)] — e sse n(l - F(un(§)) — &

n—oo

7"O’Brien, G. (1974). Limit Theorems for the Maximum Term of a Stationary Process.
Ann. Probab. 2(3), 540-545.
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Observacao 6.4.8. Note-se que (6.22) € possivel se e sé se § = 1, com §
definido no Teorema|6.4.17, Se, por exemplo, F(j) =1—1/27, j > 1, tem-se
p;=F()-F(-1)=1/27, j>1e(1-F(n—1)/1—F(n)) =2, i.e., § = 2.

Consequentemente

UQn(l) = U/2n_1(1) == u2n71+1(1) =nNn.

Tomando a subsucessdo 2", 2" (1 — F (ugn(1))) — 1.

Por outro lado, tomando a sucessao 2"~ + 1, tem-se que
(2771 + 1) (1 — F (ugn-141(1))) = (2" +1)/2" — 1/2. Consequentemente
n—oo

F" (ugn (1)) — et e F™ (ugn-141(1)) — e~ /2,

n—oo n—oo

Demonstracao. Tem-se

P[M, < un(€)] = [1 = (1= Flun(€)]" = [1 = &/n+ o(1/n)]" — e,

Inversamente, se P[M,, < u,(&)] — e~ ¢, F™(u,(£)) — e~¢ e consequente-
mente P{log[1—(1—F(u,(§))]} — —¢. Maslog(1—t) = —t(1+0(1)), quando

t — 0, e consequentemente n[l — F(u,(£))] — &. O

Seja agora {Xp},~; uma sucessio de v.a.’s iid. com f.d. comum N(0,1).
Podemos entao escolher u,, : 1 — ®(u,) = &/n, para £ > 0, onde P(+) é a f.d.

Normal padrao. Em modelo Normal
1—®(x) =p(x)(1+0(1)), quando x — co.
e consequentemente

n p(un)

U, n— 00

Tomando logaritmos,
u? = 2logn — 2logu, — log2m — 2log & + o(1).

Dividindo por u2, obtemos que

21
ben 1, ie u®=2logn(l+o(1)).

u% n— 00

Tomando novamente logaritmos:

1 1
log 2 + loglogn — 2logu, = o(1), ie. logu, = 5 log 2 + B loglogn + o(1),
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e consequentemente,

u, = /2 logn —loglogn — log4m — 2log & + o(1)

log] log 4 +2 1 1 \1"?
_ (2 logn)1/2 1 oglogn + log4m + og§+0 .
2 logn logn

Por aplicagao directa do teorema binomial, que nos garante que (1 + z)® =
1+ ax(l+0(1)), quando = — 0, e fazendo £ = e™*, obtemos

1 loglogn + log 4w x loglogn 2
n=(2 logn)"/?|1-=
b (2 logn) [ 2 2 logn + 2 logn +O{( logn

x 1
= W—F 2 logn—§ (2 logn)

Podemos pois escrever

~1/2 loglogn + log 4n]+o ((log n)fl/z) .

an =1/v/2 logn
b, = /2 logn — % (2 logn)_l/2 [loglog n 4 log 4],

tal como menciondmos no final da Seccao 6.2.1 e no Exemplo[6.4.7} e tem-se
P [M, < anx + b, +o0(a,)] — e™¢ , ou seja

n—oo

Uy, = anx—i—bn,{

P [M,, < anx+b,] — e "

n—oo

Convém realcar que esta técnica de utilizagao dos niveis normalizados pode
ser usada com éxito para encontrar, para qualquer modelo F' a lei limite do

maximo convenientemente normalizado, que sera de tipo I, II ou I1I dependente

x (0%

de se ter de substituir £ por e™*, por £~ ou por (—z)* de modo a obter
Up = anx+by,+o0(ay,), seguindo-se de imediato quais as constantes de atracgao

necessarias.

6.4.7 Caracter poissoniano de excedéncias de niveis ele-
vados

O Teorema|6.4.18|pode ser generalizado de forma extraordinariamente ttil. Na
realidade, a deducao da distribuicao assintética de uma estatistica extremal
pode passar por alguns resultados interessantes, envolvendo o comportamento

limite Poisson para o nimero de excedéncias de nivel e que passaremos a expor.
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Seja mais uma vez { Xy}, -, uma sucessao de v.a.’s i.i.d. com f.d. F' e admita-
mos que se pode escolher a sucessdo de niveis normalizados {u, = un(§)},,>;
tal que 1 — F(u,(§)) = £/n+ o(1/n), quando n — oo. Designemos por S, o

numero de excedéncias de u,, por X;, 1 <j <mn, ie.
Sp=#{j: 1<j<n, X;>u,}.
Tem-se obviamente

1 se t>0
0 se t<0,

Sp = ZI(Xj —Uup), com I(t)= {
j=1
ou seja
Sy — Binomial(n, 1 — F'(u,)).

Como n(l — F(uy,)) — &, tem-se que S, ¢ assintoticamente uma v.a.
n—oo

Poisson(¢). Consequentemente,

Teorema 6.4.19. Se S,, denota o numero de excedéncias da sucessao de niveis
normalizados u,(§), definidos em l) por X; 1 <j<mn, comfd. F, entao

lim P[S, = k] =e"% ¥/k!, k=0,1,2,...

n—oo
Consequentemente,

Corolario 6.4.1. Qualquer que seja a forma de F, e desde que

1— F(x—
lim (z-)

i S
zlx¥ l—F(CU)

as excedéncias de niveis normalizados elevados tém assintoticamente cardcter

POLSSONLATLO.

6.4.8 Distribuigao assintética de Xi.,, e X,,_r.11.., k fixo

Os casos anteriormente estudados do minimo, X., = Xi.,, £ = 1, e do
méXimO7 Xk = Xn:na n — = 0, ou, Xn—k:—l—l:n = Xn:ny k = 1, sao casos

particulares de e.0.’s extremais. Designemos por

M® =X, w1 (MY =M,)
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0 k-ésimo méximo de (X1,...,X,), n > k. Como relacionar a f.d. de MM

com a de S,,7 Tem-se obviamente
P [Mfﬁ) < un} — P[S, < k],

e consequentemente,
(k) , ¢ S
P < § 5 /sl
[Mn un} il s 05 /s,
ou seja

Teorema 6.4.20. Se {u,},~,; € uma sucessao de nimeros reais tal que

P[M, <u,] — e ¢

entao
k—1
P [My“) < un] — et Zﬁs/s!, Vk > 1, inteiro fizo.
s=0

Podemos agora levar um pouco mais adiante esta linha de raciocinio de forma
a obter a distribuicao assintética de M,(Lk), k > 1, a partir da de M,,. Especi-
ficamente, se existem coeficientes de atracgao {an},~; (an > 0) e {by}, -, €
G(+) nao degenerada, tais que

lim P[M,, < a,x+b,] = G(z),

e se 0 < G(x) < 1, denotando a,x + b, =: u,(£), & = —log G(x), tem-se que,

pelo Teorema [6.4.20|

k
P [M,(Lk) < anpr + bn} — G(x) ) [~logG(z)]*/s!, Vk > 1, inteiro fixo.

n—oo

|
—

0
Il
o

Mas, como G é continua, o limite é 0 se G(z) =0e é 1 se G(z) = 1, i.e., temos

a validade do

Teorema 6.4.21 (distribuicao assintética da k-ésima e.o. superior).
Considere-se M,gk) = Xp—k+1n (ngl) = M,), k firo. Entdo, se existem
an >0 e by, tais que F € Dyp(G), e,

lim P[M, < an,x+ b,] = G(z) ndo-degenerada

n—oo
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—
k—1
: (k) _ [—log G(z)]
nll_)IIOlo P[M," < apz+b,] = G(x) E_O A

Observacao 6.4.9. As constantes normalizadoras para M,Sk) = X, —k+1:n 8GO
as mesmas que as obtidas para o maximo (ou assintoticamente equivalentes).
A f.d. G € a que figura no max-dominio de atraccao. A f.d.p. limite corres-

pondente, obtem-se por derivacao da f.d., sendo dada por

—log G(z)}F—1

A concretizacdo da f.d. limite para a extremal superior passa, evidentemente,
pela substituicao de G por A, ®, ou V.. Alternativamente, G pode ser subs-
tituida pela GEV, G.,.

Embora estejamos mais focados nos grandes valores, para o caso da extremal

inferior, Xx.,,, k fixo, temos os resultados correspondentes:

Teorema 6.4.22 (distribuigao assintética da k-ésima e.o. inferior). Considere-
se Xpm, k firo. Entdo, se eristem a) >0 e b} tais que F' € Dy, (G*), i.e

lim P[Xy., <a,x+b)] = G*(x) nao-degenerada

<~
k—l
—log(1 — G*
z:O !

sendo a f.d.p. limite dada por

(log( -G @)t
(k=) |

6.4.9 Distribuicao assintética conjunta de estatisticas or-

dinais superiores e inferiores

Teorema 6.4.23 (distribuicao assintética das k e.o.’s superiores).

F € Dym(G), para constantes by, a, >0, com G' =g
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se e so se para k fixo, o k-vector

(Xn:n - bn Xn—k+1:n - bn)

g e e ey

Qnp, Qnp,

tem distribuicao limite nao-degenerada, com f.d.p. conjunta

k
g1, k(wi, ..., wg) = G(wg) H é((lful))’ para wi > - > Wp. (6.24)
i=1 ¢

Teorema 6.4.24 (distribuicao assintética das k e.o.’s inferiores).

k

F € Dy (G*), para constantes b,*,a,* >0, com G*' =g

se e so se para k fixo, o k-vector

<X1:n —b X — b:;)

g ey
* *
a’n an

tem distribuicao limite com f.d.p. conjunta

k .
g1, k(wr, . wg) == {1 - G*(wk)}H%, para wy < - < W .
i=1 ¢

Exemplo 6.4.10 (X —~ Pareto(a)). Considere-se a f.d. de Pareto F(x) =

«

1l—27% x>1,a>0. Entao, para k fixo, com x > 0,

k—1

P[Xp- k1 < n'/“z] & exp{—27"} Z
=0

x I

4!
O wvector de observacoes extremais superiores
Xn:n Xn—k;—}-l:n
/a0 T ia

tem f.d.p. conjunta limite

k
_ (0]
gl,...,k(wla-"awk) :eXp{_wka}H a+1 "
i—1 Wi

para wy > -+ > wg > 0.
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Exemplo 6.4.11 (X —~ &£(1)). Considere-se a f.d. da Ezxponencial reduzida
F(x) = 1 —exp(—x), x > 0. Vimos anteriormente que, quando n — oo,
P[X ., — logn < x] converge para A(x) = exp|—exp(—z)], para todo o real
x. Por outro lado, para o minimo € verificada a estabilidade PinXy.,, < z] =
1 —exp(—z), x > 0. Entdo, para k fizo, e para x > 0, P[X,,_gy1., —logn < z]

converge para
k-1

expl— exp(—)] 3 SR

7!
i=0
Analogamente, PnXy., < x] converge para

k—1

1 —exp(—x) Z x— .

7!
i=0

Exemplo 6.4.12 (U —~ U(0,1)). Neste modelo, considerando {U;}_, i.i.d.
a U, para k > 1, fixo, tem-se
nUg.n 4 n(l—Up—k+1:n) 4, Gamal(k) .

Realmente, pela propriedade uniformizante,
1—exp(—E) 2 U, E ~ &Q1).

Por outro lado,

1-U 2y,
pelo que
d d
eXp(_Ek’:n) =1- Uk‘:n — Un—k+1:n
ou
Ek::n i - log Un—k+1:n-
Pn(l —Up—gy1n) <z] = Pl—logUy_g+1:n < —log(l —z/n)]

= P[Ek’n < — lOg(l - ZC/TL)]
= P[Fk.n < x/n]+o(1)
pela continuidade da f.d. Gama e uma vez que —log(l —x/n) ~ z/n,n — oo.

Assim
x e—ttk’—l

Pln(l = Un_ps1m) < 2] = Pln B < 2] + 0(1) = / dt + o(1),

o T'(k)
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verificando-se entao

MUk £ n(1—Up_ps1m) —— Gama(k).

n—oo

6.4.10 Teorema Pickands-Balkema-de Haan

Pickand (1975) e Balkema & de Haarﬂ (1974), estabeleceram a dualidade
entre a GEV(7) e a GP(v), propondo para efeitos de aplicagao prética, e para

niveis elevados u, a aproximacao

Fu(y) = Hy(y; 0u),

para y € [0,2F —u], se ¥ > 0, e para y € [0,—0,/7], se v < 0. A f.d.
F,, descreve a distribuicao dos excessos acima de um nivel u, dado que u é
Y>0,comY =X —u.

excedido, i.e., da v.a. Y

Teorema 6.4.25 (Teorema Pickands-Balkema-de Haan).

FeDGy),yeR <= lim sup |Fu(y) — Hy(y;04)| = 0.

6.5 Comportamento limite de estatisticas ordi-

nais intermédias

Consideremos agora o caso de uma sucessao intermédia em que se permite

também que
k=k(n)— o
mas com uma velocidade inferior a n, k = o(n), i.e., com n — oo,

E—>O.
n

8Pickands I1I, J. (1975). Statistical inference using extreme order statistics. Ann. Statist.

3, 119-131.
9Balkema, A.A. & de Haan, L. (1974). Residual life time at great age. Annals of

Probability 2, 792—-804.
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Dizemos que X,,_g+1., € uma e.o. intermédia superior e Xg., é uma e.o.

intermédia inferior.

Teorema 6.5.1 (distribuicao assintética de uma e.o. intermédia). Suponha-
mos que as condi¢cdes de von Mises, enunciadas na Seccao se verificam
para algum dominio de atracgdo. Denote-se f := F'. Entdo, se k = k(n) — oo,

com k/n — 0 quando n — oo,

Xn— mo bn
E+1: d, 7 N(0,1),

an, n—00

com constantes normalizadoras dadas por

bn:F‘_(l—kz/n):U(%) ¢ an = =

com U(+) a fungao em (6.19) e U" a sua derivada.

6.6 Breve referéncia a generalizacoes a esque-

mas originais nao i.i.d.

E natural perguntar qual a robustez dos resultados limite anteriormente apre-
sentados, e como resposta podemos afirmar que tal robustez, embora nao total,
é razoavel de um ponto de vista de aplicacoes. Admitamos, por exemplo, que

{Xn},>; € uma sucessao estaciondria, i.e.,

Vn,{jl,jg,...,jn}, emzl,

d
(le,,X]n) — (Xj1+m7---7Xjn+m)' (625)

Em que condicoes iremos obter as mesmas leis limites para M, ? E razoavel
admitir que para que tal aconteca a dependéncia entre X; e X; deve decrescer

quando |i — j| aumenta.

O exemplo mais simples de tal situacao é o da m-dependéncia, adoptada no

trabalho de Watso (1954).

1OWatson, G.S. (1954). Extreme values in samples from m-dependent stationary stochastic
processes. Ann. Math. Statist. 25:4, 798-800.
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Definicao 6.6.1. A sucessao {X,},~, € m-dependente se e 56 se X; e X;

sGo independentes quando |i — j| > m.

Um outro exemplo usual, que foi abordado pela primeira vez no contexto de
valores extremos por Loyne (1965), é o de sucessoes de mistura-forte,

traducao directa da terminologia inglesa strong-mizring.

Definicao 6.6.2. A sucessao {X,},~, € de mistura-forte (strong-mizing) se
e so se existe uma funcao de mistura g(k) " 0, eVm > 1,k >1, A €
B(Xi1,....Xm), Be€B(Xmik,---),

|[P(ANB) — P(A)P(B)| < g(k).
Um outro exemplo ainda, hoje em dia classico, foi o introduzido por Lead-
bette (1973), e usualmente conhecido por D-dependéncia. Trata-se de uma
condicao mais fraca que a condicao de mistura-forte, e que é suficiente para

obter a mesma equacao funcional 1) para a distribuicao limite do maximo

convenientemente normalizado.

Definigao 6.6.3. A sucessio {X,},~, satisfaz a condicio de D-dependéncia
se e s0 se existe uma funcdao g(k) " 0, e
— 00

V{ip <ig <+ <ip <jg1<-<Jm} tais que j1 — i, >k, eVu € R

|Fi1,...,in,j1,...,jm (U, cey U) - Fz'l,...,in (U, .- 7U') Fjl,...,jm (U> . >U)’

Tem-se obviamente

{Xn},,>1 € m-dependente = {X,,}, -, é de mistura-forte,

{Xn},,>1 é de mistura-forte = {X,,},~, é D-dependente.

E possivel demonstrar que, para sucessoes estacionarias verificando qualquer

uma destas condicoes de dependeéncia fraca, o teorema de Gnedenko continua

HLoynes, R.M. ( 1965). Extreme values in uniformly mixing stationary stochastic proces-

ses. Ann. Math. Statist. 36:3, 993—999.
12Leadbetter, M.R. (1973). On extreme values in stationary sequences. Z. Wahrsch. und

Verw. Gebiete 28, 289-303.
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valido — i.e., chegamos a mesma equacgao funcional para a lei limite G, do

maximo linearmente normalizado.

Impondo uma condicao adicional na estrutura bivariada do processo, por exem-

plo, a condicao usualmente designada por condicao-D’, i.e., admitindo que

lim sup nZP(Xl > Upk, Xj > Upk) = 0(1/k), quando k — oo,

para uma sucessao conveniente {u,} -, garante-se que a distribuicao limite
de M,,, convenientemente normalizado, é exactamente a mesma que surgiria se
considerassemos o maximo, M* da sucessao i.i.d. associada, i.e., da sucessao
{Y,},~; de v.ia’s i.i.d. com f.d. F, a marginal de X,,, Vn > 1. As constantes

de atraccao sao as mesmas num e noutro caso.

Em situacoes de esquema original nao identicamente distribuido, mas inde-
pendente, por exemplo T-periodicidade, continuam frequentemente validas as

distribuicoes limite anteriormente apresentadas.

Sob condicoes convenientes de dependéncia fraca aparecem também os mes-
mos tipos de leis limite (max-estdveis) para 0 méaximo convenientemente nor-
malizado, mas surge um parametro adicional com interesse — o chamado
indice extremal, facil de relacionar com as excedéncias de niveis elevados
Un : Fun) =1-¢/n+0(1/n), quando n — oo, ja definidos em (6.22). Qual o
comportamento assintético das excedéncias de niveis elevados? Seja {X,}, -,
uma sucessao de v.a.’s i.i.d. Entao, tal como vimos na Seccao qualquer
processo pontual limite de excedéncias de niveis elevados, apés normalizacao

no tempo, é um Processo de Poisson.

Designemos entao por {Y;,}, -, uma sucessao de v.a.’s estacionaria e depen-
dente, verificando condigoes convenientes e gerais de independéncia local e
assintética. Entao, qualquer processo pontual limite de excedéncias de niveis
elevados, apds normalizagao no tempo, ¢ um Processo de Poisson com-
posto, i.e. existe um agrupamento de excedéncias elevadas: as posicoes dos
grupos continuam a ser representadas por um processo de Poisson, mas a esses
pontos estao associadas multiplicidades, que correspondem aos tamanhos dos
grupos. Para essa classe de sucessoes estacionarias existe e estd bem definido
o chamado indice extremal, 6, 0 < 0 < 1, que goza de um papel importante
na determinacao dos tamanhos dos grupos de excedéncias, pois em muitas

situagoes interessantes do ponto de vista pratico (ndo em gerall) o indice ex-
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tremal é o reciproco do limite do tamanho médio dos grupos de excedéncias.

Temos obviamente # = 1 para sucessoes i.i.d., i.e. as excedéncias de niveis
elevados aparecem individualmente, sendo 8 > 0 para ‘quase todos’ os casos de
interesse. Atentemos nas trajectérias seguintes, apresentadas na Figura

associadas as seguintes sucessoes:

(a) {X,},,>; é uma sucessao de v.a.’s i.i.d. provenientes de um modelo Ex-
ponencial: F(x) = (1 —exp(—x))?, x>0,

(b) {Yn},,~; ¢ uma sucessao 2-dependente, Y, = max(Z,_1,Zy,), n > 1,
onde {_Zn}n>1 v.a.’s i.i.d. provenientes de H(z) = 1 —exp(—z), z > 0,
sendo consequentemente F(y) também (1 — exp(—y))? , vy > 0.

—e—iid F()

—O—— 2-dep
F(.)

0llllllllllllllIYIIIIIIIIIIIII

1 5 9 13 17 21 25 29

Figura 6.5: Trajectérias amostrais de um processo i.i.d. e de outro 2-dependente

E evidente o tamanho 2 dos grupos de excedéncias de niveis elevados, o que
vai implicar um indice extremal igual a 1/2 para esta sucessdo. E também
evidente a reducao sofrida pelos maiores valores quando passamos da sucessao

i.i.d para a sucessao 2-dependente, proveniente do mesmo modelo F'.
E qual a influéncia do indice extremal no comportamento limite das e.o.’s
superiores?

Considere-se um nivel elevado, tal que:

lim n(l — F(u,(§))) =¢& sse F(u,)=1-— % + o(1/n), quando n — oo.

n—oo
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Seja,

n

Nu(B) =Y €i/n(B)Iix,5u,)
1=1

=#{i/n,1<i<n:i/n€ BeX;>u,}, BeB(0,1) (6.26)

o processo pontual das excedéncias, e
No(B) = Zﬁi/n(B)I[XigungxiH], B € B, (6.27)
i=1

o processo pontual dos cruzamentos. Entao, em situacao i.i.d.,

~

N, — N, Processo de Poisson(¢) e N, — N, Processo de Poisson(¢).

~

N, — N, Processo de Poisson(¢).

Em situacao de dependéncia fraca,

N
]\an — ]\Nf, Processo de Poisson(6¢) e N, — N = Z ;.
i=1

Seja {Xn}, >, uma sucessao i.i.d. proveniente de um modelo F'() e {Yy}, 5,
uma sucessao dependente estacionaria, sob a validade de restricoes gerais de
dependéncia, que nos permitem assegurar a existéncia de um indice extremal

6. Seja também F'(-) a f.d. marginal de Y;,, n > 1. Consideremos a notacao,

MY =M = max X;, MY =M} = max ;.

1<i<n 1<i<n

Para qualquer £ > 0, seja u, = u,(£), n > 1, o quantil de probabilidade
(1 —-¢&/n) de F(-), i.e., um nivel tal que lim n(1 — F(u,)) = &.

QX _ \1 Y _ so X 4 i :
Seja S = > i1 [[xXj>u,) € Sp = D1 lvj>u,). Entao S é Binomial e
converge para uma v.a. Poisson, quando n — oo, enquanto SY vai convergir

para uma v.a. Poisson composta. Em particular:
P[M;} < up] =P[S;; = 0] — exp(—¢),
onde £ é a intensidade das posigoes limites de Poisson, e

P[M, < un] =P[S; =0] — exp(-0¢),

n
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i.e. a intensidade passa a ser 0§ < £.

Consequentemente, se existirem {a,}n>1 (@, > 0), {by}n>1, € uma v.a. ndo

degenerada L tal que

X

Mn - bn

—— — L, quando n — oo,
Qn

entdo L tem f.d. GEV, G, (z) = exp(—(1 +yz)~Y/7), e
MY —b,

an

— L*, quando n — oo,

tendo L* f.d. GY(x).

Isto significa que para estruturas dependentes temos um ‘shrinkage’ de valores
maximos, nao sendo no entanto modificado o tipo da lei limite, pois G (z) é

estavel para maximos, e consequentemente,

G’y('x) = G’Y( 69 )7 >\9 = T7 69 =0"".

Contudo, o mesmo nao acontece para outras e.o.’s superiores. Se denotarmos

(k) £ s . (k) L. .
Mn’X a k-ésima maior e.o. por entre (Xq,...,X,) e por MmY a k-ésima maior

e.o. por entre (Y1,...,Y},),

enquanto
k—1 k—1
0¢)7 ,
P < u) = P(sY <4 — e Y S )
=0 1S
onde 7*/(-) é a j-ésima convolucao de uma fm.p. w(.), a f.m.p. limite do

tamanho dos grupos (W*O(i) =1,Vi > 1), ie.

7w(j) = lim 7,(j), com

() = P [i[[n > ] = j’ ijlm > un] > 0]

(distribui¢do do niimero de acontecimentos num grupo de excedéncia condici-

onal a existir pelo menos uma excedéncia).



6.6. ESQUEMAS ORIGINAIS NAO LI.D. 151

Este resultado da origem as seguintes leis limite para a k-ésima maior e.o., em

esquema i.i.d.,

k:—l

— log G
G\ (z) = }: ), (6.28)
7=0
enquanto em esquema de dependéncia fraca,
g - (0log G, ()
Gy (x) _.(?i(x)ZE% j!” Djk- (6.29)
J:

Repare-se que a f.d. limite de M, (k) v bode ser expressa como uma mistura das

f.’s d. limite das ¢ maiores e.o. s, 1 < 1 < k, numa estrutura i.i.d. em que o

valor méximo ¢ atraido para Gg(:ﬁ) = Gy, (””g:‘e ), i.e., pode ser expressa como

k k
) (T — A 9= — 1
> a6 (152) 02030 =120 = L 5o
=1 i
ar=1—prp=1—(m+ - +7Th_1), & =Pj_1.k — Djks
para 2<j<k—1, ar =pr_1%- (6.30)

A diferenca é ainda mais acentuada quando consideramos a distribuicao con-
junta de (M,sl), cee ngk)) em ambas as situagoes, i.e., a presenca de agrupa-
mentos de excedéncias de niveis elevados nao afecta o tipo da distribuicao do
maximo, mas afecta a distribuicao das outras e.o.’s, em virtude do facto de o

segundo maximo poder ocorrer no mesmo grupo que o maximo.

Em FEstatistica de Extremos, como facilmente se depreende do que anterior-
mente foi dito, sé a abordagem cldssica de Gumbel nao é, numa fase inicial,
drasticamente afectada pela existéncia de um indice extremal diferente de 1.
Todos os outros modelos sao seriamente perturbados se a estrutura subjacente
for dependente, tal como foi mencionado atras. E entdo necessdrio ter boas
estimativas do indice extremal, e mesmo das probabilidades m;, ¢« > 1, para

prosseguir qualquer inferéncia estatistica.
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6.7 Breve referéncia a distribuicao assintética

de funcoes lineares de estatisticas ordinais

Como se viu anteriormente, se k = k, — 00 e k,/n — A, 0 < A < 1, entao
o o~ . . . a

sob condigoes de regularidade pouco restrictivas, Xy ., —Normal. Conse-

quentemente, qualquer combinacao linear de um niimero finito de tais quantis

empiricos ¢ ainda assintoticamente Normal.

Por outro lado, para ¢, inteiro fixo, X;., € X, _;+1., tém distribuigoes limite

nao-normais. No entanto,

X, =

S|

n 1 n
a
E Xl = — E in /\Normal,
; n
=1 =1
e X, envolve e.o.’s extremais com peso igual ao das e.o.’s centrais.

Coloca-se pois de imediato a pergunta: em que condigoes uma estatistica

sistematica ou estatistica-L,
n
i=1

¢ assintoticamente Normal?

Diferentes conjuntos de condigoes tém sido impostos de forma a garantir a
normalidade assintética de T, em (6.31) — uns dao maior importancia aos
ain, 1 <i < n,outros a F(x).

O resultado de normalidade assintética de estatisticas-L mais manejavel é
talvez o devido a Stiegle (1974). Para a derivagao do resultado, a qual

nao faremos, torna-se necessario exprimir 7;, do seguinte modo:
1 & ~ ~
Tp=—=> J(i/n)Xim = / 2 J(F,(z))dF,(z),
L R

onde J(u) é uma fungao de u, 0 < u < 1, tal que J(i/n) =n a;,, 1 <i < n.

Tem-se entao:

13Stiegler, S.M. (1974). Linear functions of order statistics with smooth weight functions.
Ann. Statist. 2, 676—693.
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Teorema 6.7.1. Se E(X?) < oo e J(u) € limitada e continua a.e. F*~, e se

aléem disso

lim nVar[T,] = 2// J(F(z)) J(F(y)) F(z) (1 — F(y))dzxdy > 0

n— 00
<y

entao

T, — [pxJ(F(x))dF(x) 4
Var(T),)

Z —~ Normal(0, 1).

Outras condicoes razoavelmente manejaveis que garantem a normalidade as-
sintética de uma estatistica-L foram dadas por Moor (1968) e sao essenci-

almente as seguintes:

1) e
L. E[|X]] = [, |F (u)]du < oo;
2. J(-) continua em [0,1], excepto em pontos de salto aq, ..., Qmny;

3. J'(+) continua e de variacdo limitada em [0,1] — {aq,..., qm}-

4 Moore, D.S. (1968). An elementary proof of asymptotic normality of linear functions of
order statistics. Ann. Math. Statist. 39, 263—265.
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Capitulo

Estatistica de Extremos:

Abordagens Paramétricas

7.1 Parametros de acontecimentos extremos

Um dos parametros cruciais em FEstatistica de Extremos é o EVI, v, definido
na Seccao Com elevado interesse em situacoes de amostras dependentes,
temos o chamado fndice extremal 6, definido na Secgao[6.6] Para além des-
tes parametros fundamentais, convém comecar por relembrar as definicoes de

quantil extremal e de periodo de retorno de um nivel ¢, elevado.

Definicao 7.1.1 (fungdo quantil de cauda, quantil extremal e periodo de

retorno). Seja F' uma f.d. continua com inversa generalizada
F~(u) =inf{x : F(x) > u},

ja definida em 1) A correspondente funcdo quantil de cauda, também jd
definida em (6.19), é dada por

Ut) = F—(1—1/t), tel[l, o).

Um quantil extremal €, para p pequeno (usualmente inferior a 1/n, com n a

dimensdo da amostra), o valor x, tal que
Xp :=F"(1—p)=U(1/p).

155
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O wvalor u := U(t) € usualmente designado por nivel de retorno do valor t, e
dado u, o valor T'(u) tal que w = U(T(u)) € o chamado periodo de retorno do

nivel w. Tem-se pois
1

T 1-F(u)’

o numerio médio de excedéncias do nivel u em esquema 1.1.d.

T(u)

Observacgao 7.1.1. Suponhamos que dispomos de observacoes independentes
didrias. Ter-se F(U(t)) =1 — 1/t significa que o nivel U(t), o chamado nivel
de retorno, € excedido em média uma vez em cada t dias (periodo de retorno).
A fungao U(t) € mondtona e nao-decrescente. Para além disto, U(1) = inf{z :
F(x) > 0} = x,. limite inferior do suporte de F', e U(oco) = inf{z : F(z) > 1}
= sup{z : F(z) < 1} = =", limite superior do suporte de F.

Na area financeira, uma quantidade de grande interesse é o chamdo VaR, do
ingles ‘ Value-at-Risk’.

Definicao 7.1.2 (Value-at-Risk, VaR). Seja X a v.a. associada aos Ganhos
e Perdas (P&L, do inglés, ‘profits and losses’) ou aos retornos de um pro-
duto financeiro, num certo horizonte temporal. O VaR nao € mais do que um

percentil extremal da f.d. F' associada a X,
VaR, = F" (1 —p),
ou ainda o valor que € ultrapassado com probabilidade p muito pequena,

VaR, : P[X > VaR,] =p.

Observacgao 7.1.2. Os wvalores de p mais usuais na prdatica sao do tipo p =
0.01, 0.001, 0.0001.

Definigao 7.1.3 (Excedéncia, Probabilidade de Cauda). Designamos por ex-
cedéncia (do nivel ¢) o acontecimento em que uma observagao de um populagdo
X excede um dado nivel c. Probabilidade de cauda € a probabilidade de um

nivel elevado ¢ ser excedido (ou de um nivel muito baizo ¢ ndo ser atingido),

p¢=PX >¢c ou p.:=P[X <,
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Observacgao 7.1.3. Observamos que, na drea de Sequros, esta ultima proba-

bilidade estd relacionada com a probabilidade de ruina.

Definicao 7.1.4 (Valor Esperado de Cauda Condicional, CTE). O CTE, do
inglés ‘condicional tail expectation’ é o valor médio condicional a 100p% do
topo da populagao. Denotando por x, o quantil de excedéncia p, i.e., o valor

Xp tal que P[X > x,] = p, tem-se

1 o
CTE, = pp, :=E[X|X > x,]| = 1—)/ x f(x)dz.
X

p

Definicao 7.1.5 (Fungao de Excesso Médio, MEF). A MEF, do inglés ‘mean

excess function’, € o valor médio condicional dos excessos acima de um nivel c.

m(c) = E[X —¢c|X >c]= 1_;}7(0) /Oo(a: —c)f(x)dx

1 o
_ 1_—F(c)/ 1 — F(x))de.

Observacao 7.1.4. Os valores do CTE, p,, e da MEF, m(c), estao relacio-
nados, uma vez que
E[X|X > c] = ¢+ m(c).

7.2 Abordagem classica de Gumbel a Estatis-

tica de Extremos

Uma dificuldade implicita a qualquer andlise de valores extremos é a limi-
tada quantidade de dados disponiveis em grande parte das situagoes, com
consequéncias na precisao da estimacao associada. Realmente estes aconteci-
mentos sao raros, uma vez que os extremos também o sao. No caso de estudo
relacionado com os dados maasmax.txt, relativo as descargas anuais maximas
do Rio Meuse (1911-1995), estdo disponiveis s6 os maximos anuais (m = 85

anos), que ja comegamos a estudar na Secgao Mesmo mais geralmente,
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admitamos que temos, por exemplo, acesso aos niveis ou descargas médias dia-
rias de um rio em determinado local, (z1,x2,...,x,), e estamos interessados
em cheias (expressas em termos de maxj<;<n ;) OU em secas (expressas em
termos de minj<;<, x;) desse rio nesse mesmo local. E entdo sensato traba-
lhar com esses méaximos (ou minimos) de um ndmero relativamente elevado
de observacoes. Como o comportamento distribucional exacto dos maiores
(ou dos menores) valores numa amostra é usualmente dificil, e como podemos
trabalhar com o maximo (ou minimo) de um grande nimero de observagoes
recorremos, em FEstatistica de FExtremos, a resultados assintdticos para esses
valores de cauda, cuja distribuicao é conhecida a menos de parametros des-

conhecidos.

Na realidade, no Capitulo@referimos o resultado limite fundamental em EVT
que apresenta as distribuicoes max-estdveis como sendo as unicas formas li-
mite para o maximo de uma amostra aleatéria, devidamente normalizado,

unificadas na forma da distribuicao GEV,

Gv(x;k,é)exp{— [1+7(x5A)LW}, (7.1)

com (x)+ := max(0,z). Realgdmos ainda que o indice de valores extremos ou

EVI, v, assume aqui papel fundamental, pois d4 a forma diferenciada do tipo

de distribuicao limite:

e Cauda Pesada (Dominio Fréchet).
e Cauda Exponencial (Dominio Gumbel).

e Cauda Curta (Dominio Max-Weibull).
O modelo GEV engloba realmente os trés tipos classicos: Tipo I, Gumbel:
A(x; A\, 0) = exp(—exp(—(z — A)/d)), xR (y=0). (7.2)
Tipo II, Fréchet:
Dy (z;0,6) =exp(—((x—N)/6)" %), x> (a>0) (y=1/a>0). (7.3)

Tipo III, Max-Weibull:

Uo(z; A, 0) =exp(—(—(x—XN)/0)%), z< A (a>0)(y=-1/a<0). (7.4)



7.2. METODO DOS MAXIMOS ANUAIS 159

Este resultado limite levou Gumbel a sugerir o primeiro modelo em FEstatis-
tica de Fxtremos, frequentemente designado por modelo dos marimos anuais
(MMA), ou modelo GEV wunivariado ou ainda modelo de Gumbel. De acordo
com este modelo, dividimos os N dados, (X1,...,Xx), em m sub-amostras
(usualmente correspondentes a m anos) de dimensao n (N = nm) e ajustamos
um dos modelos extremais (Tipo I, IT ou III) ou o modelo GEV a amos-
tra formada pelos m maximos de cada sub-amostra, associados pois a v.a.
Y = max(Xq,...,X,).

Associados ao ajustamento GEV para Y estao alguns parametros de aconte-

cimentos raros, como por exemplo:

e Probabilidade de excedéncia de niveis elevados u (para Y),

L 7

1—Gy(u; ), 6) = 16“{P4fy%fﬁvvk e 770,
§

1—exp{—exp [——] ) se v =0,

para u elevado.

1
e Periodo de retorno do nivel u (para Y), T, = NS
e Nivel de retorno a T-anos (para Y),
UT) = G (1- 2ia0)
B A+ 2(=log(1—p)) Y = 1], se 4 #£0,
o A — dlog(—log(1 —p)), se v =0,
parap = 1/T.

e E, no caso de se ter um parametro de forma negativo (y < 0), o limite

superior do suporte (para Y'),

mF:qY’O =A—4/7.

Evidentemente, caso se pretenda inferir sobre parametros analogos, mas para
a populacao X —~ F, ha que recorrer a propriedade de max-estabilidade, ou
mais simplesmente, ao facto de

Y ;= max X; = X,,.
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possuir distribuicao

F,=F, =F'=G,
pelo que os parametros para F' se deduzem por esta relacao.

Por exemplo, para blocos de tamanho n, os quantis-(1 — p) ajustados para X,

., tais que F(q, ) =1— p sao tais que

Fn(QX,p) - (1 _p)n ~ G’Y (qX,p;Ajd) )

ou seja,
Ix, = G5 (1=p)"A09)
A+0[(=nlog(l —p))™" = 1] /v, se v #0, (75)
A — dlog(—nlog(1l — p)), se v=0. '

Toda a inferéncia estatistica se resume pois a inferéncia associada aos modelos
em questao, sendo fundamental a estimagao de A, d, e v (ou «), a partir da
qual se estimarao todos os outros parametros relevantes. A estimacao do EVI,
7, é feita conjuntamente com a estimacao de (A, d). Como a utilidade pratica
de uma distribuicao depende parcialmente da existéncia de bons métodos para
estimacao dos seus parametros, e tal estimacao nao é sempre facil para a f.d.
GEV, é usual, quando estamos face a uma amostra de maximos, tentar o ajus-
tamento de uma das trés distribui¢oes, Gumbel (a mais simples), Fréchet ou
Max-Weibull, fazendo primeiro um teste de escolha estatistica de um dos trés
modelos, que pode ser tao simples como um grafico em papel de probabilidade
ou um QQ-plot, como especificado no Capitulo[3] No Capitulo [4] Secgao[4.5]
conduzimos uma abordagem preliminar, escolhendo o valor de v que maximiza
a correlagado no QQ-Plot, e em seguida os parametros de localizacao/escala,
(A, 6), foram obtidos pelo método dos minimos quadrados (relembre-se o caso
de estudo, maasmax.txt, relacionado com descargas maximas anuais do rio
Meuse (1911-1995), num total d m = 85 méaximos). Neste Capitulo focamos
outros métodos de estimacao. Mais especificamente, abordaremos essencial-

mente as metodologias:

1. Mdzima-verosimilhanca (ML, do inglés ‘maximum likelihood’).
2. Momentos ponderados de probabilidade (PWM, do inglés ‘probability

weighted moments’).
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7.2.1 Modelos Gumbel, Fréchet, Max-Weibull e GEV:
principais caracteristicas

Para a f.d. Gumbel, em 1D calculos simples permitem-nos concluir que as

principais caracteristicas populacionais deste modelo sao:

E(X) = A+e€d,
Var(X) = (md)?/6,
Moda = M\,
Mediana = € — dloglog?2

onde ¢ = —I"(1) = 0.57721 56649 ... é a chamada constante de Euler. A
f.d. Gumbel (v = 0 em modelo GEV) é sem duvida a distribuigdo mais fre-
quentemente ajustada a dados que sejam valores maximos de outras grandezas
aleatérias. A principal razao de tal escolha é devida ao facto de a inferéncia
para tais distribuigbes ser muito mais simples do que para distribuigdes ®,(+)
ou ¥, (), como veremos na seccao A f.d. Gumbel goza, como f.d. li-
mite de méximos, convenientemente normalizados, do mesmo papel que a f.d.
Normal goza, como f.d. limite de somas convenientemente normalizadas, e a

Log-Normal goza, como f.d. limite de produtos convenientemente normaliza-

dos.
A f.d. Fréchet, em (7.3), tem como principais caracteristicas,

E(X) = A+0I(1—1/a) (s6 existe se a > 1),
Var(X) = 6 {T(1-2/a)—T%(1—1/a)} (s6 existe se a > 2),
Moda = A4 6(1+1/a) /e,
Mediana = X+ 6(log2)~ 1/«

Para o modelo Max-Weibull, com f.d. dada em (7.4), tem-se

E(X) = A+T(1+1/a),
Var(X) = 6*{I(1+2/a) -I*(1+1/a)},
Moda = M+6(1—1/a)Y/?,

Mediana = X+ 6(log2)'/«.
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Finalmente, para o modelo GEV(y; A, §), em (7.1), tem-se

E(X) _ >‘+%[F(1_7)_1]7 S€ ’7<17’Y7507
A+ de, se v=0,
(0/7)%[0(1 =27) =T*(1 —9)], se v <1/2, v#0,
VGT(X) = 52 2 B
6 se v =0,
. I'(1—37)—30(1—29)I(1—~)+2I3(1—
_Slgn(’Y) ( W)[p(l_(g,y)_ﬂylza((l_%)pm ( PY):
BX) = se v<1/3, 70,
1248¢(3), se 7=0,

com € = 0.57721 a constante de Euler e ((-) a denotar a funcdo zeta de Rie-

mann. O modelo GEV tem assimetria positiva para v > —0.28.

Se a amostra for de maximos, e caso nos decidamos a tal, como escolher entre
os modelos Gumbel, Fréchet e Max-Weibull? Podemos por exemplo utilizar
a técnica do papel de probabilidade ou QQ-plot. Como ja vimos anterior-
mente, também no Capitulo se 0 modelo subjacente aos dados for Gumbel,
devera existir uma relacao linear entre as observacoes ordenadas ascenden-
temente, z;.,, € —log(—log(p;)), com p;, = i/(n + 1). Essa relacao linear
déd-nos uma validagao informal do modelo Gumbel. Mais do que isso, cur-
vas (i, —log(—1log(p;))), 1 < i < n, com a concavidade voltada para baixo
fornecem-nos uma validacao informal de um modelo Fréchet, enquanto curvas
(Ziin, —log(—log(p;))), 1 < i < n com a concavidade voltada para cima nos

fornecem uma validagao informal de um modelo Max-Weibull.

Podemos ainda fazer um teste de escolha estatistica de modelos extremais.
Devido a facilidade relativa da inferéncia estatistica associada a populacoes
Gumbel, o primeiro passo a dar serd por exemplo o de testar a hipdtese
Hy:~v=0versus Hy : v # 0 (ou vy > 0) (ou v < 0) no modelo GEV (7).
Se tal hipétese Hy nao for rejeitada, ao nivel de significancia que nos pare-
cer conveniente, devemos enveredar pelo ajustamento de um modelo Gumbel.
Caso contrario, o valor observado da estatistica de teste ird indicar a possi-
vel escolha, Fréchet ou Max-Weibull. Dada a amostra (X1, ..., X,), uma das

estatistica de teste frequentemente usada, devido a sua simplicidade, é:

Xn'n - X n m
W, : |n/2]+1

N XLn/ZJ—I—l:n — X1 .
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A distribuicao assintética de W,, sob a validade de Hy, e apds normaliz¢ao

conveniente, é uma v.a. Gumbel, i.e., quando n — oo,

1 log log 2
W;:loglogn{Wn— ogn + log 08 } d Z ~ A\,

loglogn — log log 2

com f.d. A(-) (veja-se Tiago de Oliveira & Gome 1984). Para valores peque-

nos de n, temos os seguintes pontos criticos para W.

Tabela 7.1: Pontos criticos de W,

o 0.025 0.05 010 090 0.95 0.975

n

10 -1.06 -0.98 -0.87 142 212 283
50 -1.30  -1.15 -0.94 180 247 3.11
100 -1.35 -1.16 -0.95 1.77 234 3.04
00 -1.31  -1.10 -0.83 2.25 297 3.68

Para uma resenha acerca de testes sobre Modelos Extremais veja-se Neves &
Fraga Alve (2008) e Hiisler & Pen (2008).

7.2.2 Estimacao dos parametros em modelos extremais
classicos

Admitamos ter acesso a amostra (y1,%2, " ,Ym), proveniente de um modelo

extremal.

Gumbel()\,0). As estimativas de mdzima verosimilhanca, ou ML, dos pa-

rametros desconhecidos (), d) obtém-se resolvendo primeiro numericamente a

!Tiago de Oliveira, J. & Gomes, M. 1. (1984). Two test statistics for choice of univariate
extreme models. In Tiago de Oliveira, J. (ed.), Statistical Extremes and Applications. D.

Reidel, Dordrecht, Holland, 651— 668.
2Neves, C. & Fraga Alves, M.I. (2008). Testing extreme value conditions — an overview

and recent approaches. Rewstat 6:1, 83-100. Special issue on “Statistics of Extremes and

Related Fields” edited by J. Beirlant, I. Fraga Alves & R. Leadbetter.
SHiisler, J. & Peng, L. (2008). Review of testing issues in extremes: in honor of Professor

Laurens de Haan. Extremes, 11:1, 99— 111.
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equacao

Y

— S _Zz 1yzeXp(—yi/5)
z:: Zz 1eXP(—y¢/5)

através por exemplo do método do ponto fixo, e obtendo em seguida
A= —6 log{Zexp yz/é }/m

Fréchet()\,d,a). Em modelo Fréchet, o estimador ML de § obtém-se expli-

citamente a custa dos estimadores ML de A\ e «, através da equagao,
A 1/&
5 = {m / Z } .

Os estimadores ML de A e a podem obter-se por resolucao numeérica do sistema

de duas equacoes a duas incognitas:

G4l Mmoo ay—1 G (yi= AT
m Zi:l(yl A) Zvin:l(yi_j\)fa 0

1 Z;n:l(yi—jx)falog(yi_)\) B m s _
&t S (=)~ > i1 log(y; —A)/m = 0.

Para obtencao das estimativas ML de A e a ja é entao necessario utilizar, por

exemplo, o algoritmo de Newton-Raphson.

Max-Weibul(\, d, o). A situagdo nao é muito diferente da anterior, com li-
geiras alteracoes nas equagoes de maxima verosimilhanca. Em modelo Weibull,
o estimador ML de § também se obtem explicitamente & custa dos estimadores

ML de X e «a, através da equacao,

= {350 -0

Os estimadores ML de A e a podem obter-se por resolucao numérica do sistema

1/&

de duas equacoes a duas incégnitas:

a—1 x\m 3 —1 dzgl(%—yi)&_l —
m Zizl(yl >‘) 22110‘_%’)(1 0

1, 20 Gy log(Boy)  gm A — ) /m —
RS S NPT > iy log(A —yi)/m = 0.
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Aqui, para resolucao deste sistema, torna-se por vezes necessario utilizar algo-

ritmos mais sofisticados que o de Newton-Raphson (veja-se Wing1972).

7.2.3 Modelo GEV: Método ML

O método ML, de maxima verosimilhanca, é um dos métodos possiveis, que
exige calculo computacional pesado, mas existem hoje em dia formas faceis
de obter essas estimativas em R, como veremos adiante no Capitulo @ A

log-verosimilhanca para a amostra observada, y1,...,ym, i.i.d. e GEV, é para
Y#0el+y(y; —A)/d >0,

log L(7, A, 6)

1 i T = A\ 7
:—m10g5—<;—{—1)210g(1+’yy5 )—Z(lJrfyyd ) :

=1

Se v = 0, temos

log L(0, \, 0) :—mlogé—Zexp (_y 5 A) —Zy 5
i=1

1=1

Os estimadores ML serao os valores (’?,5\,5) e (5\,5), respectivamente, que
maximizam a log-verosimilhanca. Os estimadores ML, para v > —0.5, quando

m — 00, sa0 consistentes, assintoticamente eficientes e

A

m((’% 5‘7 5) - (7? )‘7 5))

é assintoticamente Normal de vector de valores médios nulo e matriz de covari-
ancias dada pela inversa da Matriz de Informagao de Fisher (vejam-se detalhes
em Beirlant et al., 2004).

Por vezes, podem surgir computacionalmente casos de falta de convergéncia
dos métodos numéricos necessarios para a sua obtencao. No Capitulo[9]iremos
fazer uso de alguns packages de R para ajustamento das max-estaveis a algumas

amostras de dados reais.

4Wingo, D.R. (1972). Maximum likelihood estimation of the parameters of the Weibull
distribution by modified quasilinearization, IEEE Transactions on Reliability 21, 89-93.
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7.2.4 Modelo GEV: Método PWM

Os momentos ponderados de probabilidade para uma v.a. Y, com f.d. I’ foram

apresentados por Greenwood et al (1979), e sao os momentos seguintes:
My s = EXYPIF(Y)]"[1-F(Y)P"}, prseR.

Um método alternativo, muito utilizado em aplicacoes, é o método dos momen-
tos ponderados de probabilidade ou método PWM, introduzido em Hoskin
(1985), e aprofundado em Hosking et al (1985). No caso de v = 0, i.e. a

distribuicao Gumbel, tem-se parap=1,r=0,1,2,--- e s = 0,
1
Mi,o=E{Y[FY)|"} = m[)\ + 0{e + log(1 +7)}],
com € = 0.57721 a constante de Euler. Verifica-se facilmente que

_ 2Mh10— Moo

o
log 2

A= Ml,O,O — Je€.

Suponhamos que temos disponivel a a.a. Y7,...,Y,, proveniente de uma po-

pulacao GEV. Entao um estimador centrado para M , o €

—~ I K1 (i—k)
M r —_ }/Tlm .
Lm0 = Z H (m — k) :
1 =1 \k=1
Substituindo M oo e M; 1,0 pelos estimadores
—~ 1 & —~ 1 &N i—1
M1,0,0 = E ;Yz‘:m € M1,1,0 = E ; m — 1Y;:m,

respectivamente, temos os estimadores para a localizacao e escala

2M1 10— Mi0,0
log 2

8: 3\:]/\21,0’0—68

5Greenwood, J.A., Landwehr, J.M., Matalas, N.C. & Wallis, J.R. (1979). Probability
weighted moments: definition and relation to parameters of several distributions expressable

in inverse form. Water Resources Research 15:5, 1049-1054.
SHosking, J.R.M. (1985). Algorithm AS 215: Maximum likelihood estimation of the

parameters of the generalized extreme value distribution. Appl. Statist. 34, 301-310.
"Hosking, J.R.M., Wallis, J.R. & Wood, E.F. (1985). Estimation of the generalized

extreme-value distribution by the method of probability-weighted moments. Technometrics
27, 251-261.
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No caso de v # 0, i.e., no caso da distribuicao GEV, tem-se para p = 1,r =

0,1,2,--- es=0, para vy < 1,

1 0
M 0= E{Y[F(Y)"} = A= 21—+ =Y,
o= BVIFOONY = g fa- - (e -1
verificando-se
3Mio0 — Migo 37 —1 _ Y(2Mi10 — Miop)
2M1 10— Migo 27 -1’ L(1—7)(27—1) °

Y
A= Ml,O,O + ; (1 —P(l —’)/))

Substituindo Mj 00 € Mi 1,0 pelos estimadores Mj oo e M; 10 e estimando

M 20 através de

= 1~ (-1E-2)
Mizo =2 ; (m—1)(m—2) "

os estimadores para a forma, escala e localizacao sao obtidos a partir de

3]\71,2,0 — ]\71,0,0 B 37 -1
2]\/4\1,1,0 — ]\71,0,0 27 -1’

A

Y(2My 10 — M 77 0
(2My 10— Migo) A= DMyo0+ : (1-T(1-7)).

TI—7)@ - 1)

3:

Para os estimadores baseados nos método PWM, e para v < 1, quando

m — 00, verifica-se que

\% m((’% >\7 5) o (77 )\a 5))
¢ assintoticamente Normal de vector de valores médios nulo (mais uma vez,
vejam-se detalhes em Beirlant et al., 2004)

7.2.5 Intervalos de confianca para os parametros da GEV

Os IC’s para os parametros da GEV(v,\,d), em , decorrem da apro-
ximagao a Normal dos estimadores ML e PWM. Em Beirlant et al. (2004)
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podemos consultar a construcao de IC’s quer para o parametro de forma -,
quer para quantis g, , baseados na normalidade assintética dos respectivos
estimadores ML ou PWM. E claro que se tratam de IC’s centrados nas res-
pectivas estimativas pontuais, uma vez que a Normal é simétrica. Em geral,
podem ser obtidas estimativas intervalares de melhor qualidade, que nao sao

obrigatoriamente centradas na estimativa ML, usando a funcao de profile log-
likelihood.

Definicao 7.2.1 (Profile log-Likelihood para ). Para cada valor de vy, o pro-
file log-likelthood € a log-verosimilhanca maximizada relativamente aos outros
pardametros, (A, 0), i.e.
log L, () := max log L(v, A, §).
Ay

A estatistica de razao de verosimilhancas (RV ou LR, do inglés, ‘likelihood
ratio’),

A = LP(’YO)

Ly(9)

do teste de RV para testar Hy : v =g wversus Hy : v # v tem por distribui-

cdo assintética x?, quando m — oo, apés logaritmizacao e mudanca de escala
conveniente, i.e.,

—2log A 4, X3.

O teste de nivel assintético o rejeita Hy se —2log A > x?(1 — «). Conse-
quentemente, o IC para v baseado no profile-likelihood com grau de confiancga
100(1 — )% é dado por

IC, = {7: —2log A < xi(1 - a)},

ou, equivalentemente,

X%(12— a)} |

IC, = {7 tlog Ly () > log Lp(%) —

Estimacao de quantis elevados e periodos de retorno em situacoes
de dependéncia. Temos N = n X m observacoes originais. Consideramos
m maximos de amostras de dimensao n. Na abordagem de Gumbel temos a

aproximacao,

P~ 6 (M57)
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que nos permite facilmente estimar quantis elevados

Ax,p - F(Xp) =1—-p, p pequeno.

Tem-se pois (7.5)), ou, considerando a aproximagao — log(1—p) ~ p, parap | 0,

oo =1 A=)/, se 7 #0,
xor A — 6 log(np), se v=0,

que permite a estimagao de x, a partir da estimacao de A, J e 7, tendo por

base a a.a. de dimensao m de Y = X,,.,,.

Para estimacao do periodo de retorno, utilizamos a relacao:

P = — L =N/ ey 0,
x 1 — F(u) nexp((u—)\)/(s), se v =0.

A existéncia de um indice extremal 6 exigird as alteracoes, uma vez que pas-

Fn@(x) o G,y (Zﬂg)\)’

donde seguem as relacoes:

samos a ter a relagao

. :{ A= 3(1—(mp0) ™) /7, se 7 #0,

A — dlog(nph), se v=0,
e
1 1 1
T = - R
(1) 6 1—F 6
N n (1 fy(u—)\)/d)lm—%—l—l, se v#0
neugk—%—i—l, se v =0.

Observacao 7.2.1. No caso de indice extremal 6, o periodo de retorno

Tx (u) := nidmero médio de observagoes até ultrapassar o nivel u

tem de contemplar o numero médio de de excedéncias por clusters, 1/6, quando
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u, — x', com n — oo. Para isso considere-se que

Plsucesso] =  Plcruzamento descendente] = P[X; >u N X;11 < u]
= P[Xz > u] . P[XH_l <u ‘ X; > U]
= [-F] -PXiy1 <ulX; >y

—  [1—=F(u)]f, quando u, — z¥, com n — oo.
Denotando

N = # médio de observacoes necessdarias para um cruzamento descendente,

entdo N é uma Geométrica de parametro [1 — F(u)]6, pelo que

1
E|N| = —————.
M= Fwp
+1
U =
J
- i 8
u X
n n—x ‘ 1
: 61— F(u)]
6
Justifica-se assim a expressao
1 1
T = — =41
X == Fwme 8"

que abrange igualmente o caso de independéncia, i.e., quando 6 = 1.

7.3 Abordagens nao-classicas: maiores obser-
vacoes e excessos de nivel
No caso de estudo relativo aos dados maasmax.txt, j4 abordado na Seccao

estao apenas disponiveis as descargas anuais mdaximas do Rio Meuse, no

periodo 1911 — 1995. Justifica-se entao a utilizacao do método de Gumpbel, tal
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como faremos na Seccao Esse tipo de situacao ¢ ilustrada na Figura
em contrapartida com a Figura um caso em que a natureza dos dados é
mais rica, com informacao sobre as k maiores observagoes em cada um dos m

anos.

Figura 7.1: Maximos anuais — MMA

o 100 a00 aoo s00

zoo

Figura 7.2: Maiores observacoes anuais — MMO

Mas em outras bases de dados, como por exemplo a base de dados soa.txt
do Group Medical Insurance, relativa a Grandes Indemnizagoes, temos acesso
as k = 75789 excedéncias acima dos 25 000 USD, no ano 1991, como ilustrado

na Figura

Podemos entao trabalhar com essas k excedéncias, ou, como também é usual
em FEstatistica de Extremos, trabalhar com os excessos acima de determinado
nivel extremo u, X; — u, utilizando a chamada metodologia POT, do inglés
‘peaks over threshold’. Outra das metodologias relevantes nesta area ¢ a que se
foca nas k maiores observacoes da amostra, o que de certo modo corresponde a
considerar um nivel aleatorio, X,, ..., € a trabalhar com as k observacoes que

excedem esse nivel, X, _;11.,, 1 <1 <k, ou com os excessos X; — X, g.n| X >
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. | | | h

Excessos acimado u :|X, -u

Figura 7.3: Excessos acima do nivel v — POT

Xn—k+1:n- Esta tltima abordagem é a chamada metodologia PORT, do inglés

peaks over random threshold’, terminologia introduzida em Aratjo Santos et

all¥] (2006).

7.3.1 Modelo GEV multivariado e multidimensional

Em varias areas de aplicacao, nao existe uma sazonalidade natural nos dados,
parecendo de certo modo artificial e subjectivo o método das sub-amostras.
E se se considerasse um niumero reduzido de observacoes de topo da coleccao
de dados original? Na realidade, se temos dados diarios, certos anos podem
conter alguns de entre esses maiores valores (certamente relevantes para inferir
sobre a cauda de F'), enquanto que outros anos podem nao conter nenhuns
deles. Podemos de certo modo dizer que este novo tipo de abordagem repoe
alguma informacao acerca da amostra inicial, que o método tradicional parece
desperdicar. Esta abordagem, introduzida em Gomesﬂ (1981) vai certamente
depender do comportamento distribucional conjunto das maiores e.o.’s, que

referimos em seguida, e que ja foi abordado no Capitulo @

Em inferéncia estatistica para acontecimentos raros, uma abordagem paramé-
trica possivel é modelar as maiores observacgoes disponiveis da amostra através

do comportamento conjunto estabelecido no Teorema|6.4.23|com a expressao

8 Aratijo Santos, P., Fraga Alves, M.I. & Gomes, M.I. (2006). Peaks over random threshold

methododlogy for tail index and high quantile estimation. Revstat 4:3, 227—247.
9Gomes, M.I. (1981). An i-dimensional limiting distribution function of largest values

and its relevance to the statistical theory of extremes. In C. Taillie et al. (eds.), Statistical
Distributions i Scientific Work, Vol. 6, D. Reidel, 389-410.
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(6.24). Quando N — oo, k fixo

1 — A J?k—)\) (7.6)

5

onde, com G~ a distribuicao GEV univariada, e g, a f.d.p. associada, se tem

PXn.v < 21,00, XN—py1:n S 7] & H7<

akz
h’Y(xla' . 71.16) = —H’Y(ajla' . 7$k)

0x1...0xk
B 1 xk_)\ k—1 gfy(gcja—k)
=5 (5 )H G, (5=2) (1)
7j=1 0 5

a chamada distribuicao GEV multivariada. Assim, a inferéncia sobre o ma-

ximo e/ou sobre acontecimentos raros de uma forma geral, pode basear-se na
informacao das k& maiores observagoes referentes aos m blocos, usualmente de-
signados por anos. Surge assim a necessidade de estimacao dos parametros
de forma, localizagao e escala, para posterior inferéncia sobre parametros de

acontecimentos raros de interesse.

Temos pois um segundo modelo em FEstatistica de Extremos, o designado Mode-
lo GEV multivariado ou modelo das maiores observagoes (MMO). Neste mo-
delo é mais facil aumentar a dimensao da amostra, nao sendo pois necessario

um tao grande nuimero de observacoes originais.

Note-se que para uma comparacao fidedigna com o MMA, podemos considerar
k = m, com m o nimero de anos, e trabalhar com as m maiores observacoes de
entre as N observagoes originais. Note-se ainda que se pode facilmente com-
binar estas duas abordagens considerando que em cada uma das sub-amostras
podemos recolher algumas estatisticas de topo, as quais sao modeladas pelo
modelo GEV Multivariado. Temos entao o chamado Modelo GEV Multidi-

mensional, em que temos acessibilidade a uma amostra multivariada
(517527 o 7&74)7 Onde KJ — (lea o 7Xijj)7 1 S ] S r,

sao vectores extremais multivariados.

Durante m anos recolhemos, por exemplo, as £ maiores observacoes em cada

ano. Temos consequentemente acesso a uma amostra

(XDX%"-)Xm)a com Xj = (le > ng > > ij), 1 Sj <m,
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proveniente, para v = 0, de um modelo com f.d.p.,

k
f(xla'--axk):5_kexp[—exp( xk_ ij }

7=1
sexy > xg > >xk, (7.8)

ou, para v # 0, de um modelo com f.d.p.,

k
5 Fexp ( -1 —I—W(?)}_I/Py —(1/v+1) Zlog[l "’V(xj 5_ )\)])

j=1

sexy > g > >xp, L+y(x; —AN)/6>0, 1 <5<k

Sob a validade de um modelo Gumbel temos os seguintes estimadores de A e
d (veja-se Gomes, 1981):

A= —dlog { Y exp(— Xy /5} /(km), (7.9)

j=1

ks | Xkjexp(—Xp; /0
:ZZ Tzer ZJ k p( k:/) (7.10)

j=1i=1 ZJ | exp(— Xk:]/5)

Os estimadores complicam-se um pouco quando passamos para os modelos
Fréchet, max-Weibull, ou, mais geralmente, para a GEV como distribuicao do
maximo, mas sao generalizacoes relativamente simples das obtidas anterior-

mente para k = 1.

Se considerarmos m = 1 (i.e., se estivermos a trabalhar s6 com as k maio-
res observagoes, que serao obviamente nao de um tunico ano, mas sim de um
conjunto de anos, os estimadores sao muito simples. Também para o modelo

Gumbel obtém-se

A

k
1 R R
0= — - X A=0logk + Xi1.
7”2:: j1 k:l Og K + Xk1

7.3.2 A metodologia POT e o modelo GP

Uma outra perspectiva paramétrica equivalente ao Modelo GEV Multivariado

é aquela em que restringimos a nossa atencao as observacoes que excedem um
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certo nivel ou ‘threshold’, ajustando modelos estatisticos apropriados quer as
excedéncias quer aos picos (valor maximo de uma sequéncia de observagoes
consecutivas acima do nivel) acima desse nivel. Qual o modelo adequado?
Vimos no Teoremaque a funcao de distribuigao condicional das excessos
de um nivel elevado u, X —u|X > u, (ou com Y := X — u acima do nivel u, a
distribuigdo de Y|Y > 0) pode ser bem aproximada por uma generalizada de
Pareto (GP),

1—(1+%)_1M, se ye (0,
Fu(y> ~ H’Y<y7 Oy — 0) = 1— exXp (_%) ) se Y& (0)
0

Como se sabe, existe obviamente uma dualidade forte entre a distribicao GP
e a distribuicao GEV. De modo especifico, se 0 maximo converge para uma
GEV(y), entao (X — u)|X > wu converge para uma GP(v). A distribuicao
GP desempenha um papel muito importante na modelacao de acontecimentos
raros. Dada uma v.a. X — F', interessa caracterizar a distribuicao dos excessos

acima de um nivel u, F,,, a chamada distribuicao dos excessos condicional
Fu(y) =PX —u<y|X >u], 0<y<az’—u,
com

Flu+y) - Fu)
1—F(u)

Fu(y) =
Quando u — ', limite superior do suporte de F, tem-se
PY —u<tlY >u] = H,(t/o),
onde
H,(t)=H,(t;1) =1—(1+~t)"Y7, se 144t>0, t>0,

é a distribuicao GP univariada.

Sendo x definido por x = u+y, a GP pode ser também expressa em termos de
3 parametros, um parametro de forma(y), outro de localizagdo(u) e um tltimo
de escala(o), para valores x > u:

= (1) a0

1 —exp(—£4), v =0,

o

H,(z;u,0) =
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com (z)4 := max(0, 2).

E pois natural esta outra abordagem a FEstatistica de FExtremos, em que se
considera um nivel elevado, e se trabalha com os excessos (diferenga entre as
observagoes que excedem o nivel e o préprio nivel), os quais sdao modelados
por uma distribuicao de Pareto generalizada. Este modelo é frequentemente
designado por Modelo Paretiano de Fxcessos ou Modelo POT, do inglés, ‘peaks

over thresholds’).

Considere-se a amostra original, Xi,...,X,,. Seja u um nivel elevado. E
denotemos NV, o nimero de excedéncias (observagoes da amostra original que

excedem u). Seja
Y, =X, —ulX; >u, j=1,2,...,N, (excessos). (7.11)

Somos agora confrontados com o problema de estimacao de v e o, baseadas na

amostra observada dos excessos, em (7.11). Iremos mais uma vez considerar
as metodologias ML e PWM.

Observacao 7.3.1. O nivel u € usalmente uma das observacoes, i.e., u =

Xn—k:n- Neste caso, os excessos (ordenados) sdo

Y}:k = Xn—k+j:n — Xn—kn, J=1...,k (712)

Inferéncia em modelo Generalizado de Pareto

O modelo Generalizado de Pareto tem f.d.

-1/~
Hv(x):1—<1+’yy/a) . 14+yy/o>0, y>0.

A densidade de Pareto, fornece um modelo Exponencial para v = 0 e um

modelo Uniforme para v = —1.
Teém-se as seguintes caracteristicas populacionais,

E(Y) = 1i7, se v < 1,

ﬁZ
Var(Y) = 1/2.
ar(Y) A= o)21=2y) sey<1/

21 +v)vV1 -2y
1—3y ’

se v < 1/3.
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Tal como anteriormente podemos enveredar inicialmente por um teste de Ex-
ponencialidade (v = 0) dos excessos acima de um nivel elevado. Esse teste
pode mais uma vez ser um teste grafico em papel de probabilidade Exponen-

cial (marcagao de y;., versus —log(i/(n+ 1), 1 <i < n).

Podemos ainda usar os estimadores de momentos, vélidos para v > —1/2, e

dados por

g = % 7(?2/52 + 1) R - % (1 —72/52) ,

para v # 0, e, para v = 0, por /* =Y, que também é estimador de méaxima
verosimillanga. Quando v < —1/4 estes estimadores tém ‘péssimo’ compor-
tamento, tornando-se necessario utilizar alternativas, de entre as quais desta-
camos os estimadores PWM, validos para v > —1, ou os estimadores ML. A
obtencao de estimadores ML traz problemas analogos aos que surgem com a
estimacao em modelo GEV, mas pode ser feita numericamente, por qualquer
processo de optimizacao da log-verosimilhanga, processo esse hoje em dia ja

‘standard’ no ‘package’ R.

Método ML. A log-verosimilhanga para Y7,...,Yy,, i.id. a Y, e GP, com
f.d. Hy(y;0) é, paray #0, e para 1 +7Y;/0 >0, i =1,..., N,

)

1 all Y;
log L(o,7) = =N, logo — <— + 1) > log (1 AL
v =1 o

Se v = 0, temos
1
log L(0,0) = =N, logo — — ZY;
7=
Observacao 7.3.2. Por vezes, em termos computacionais, € vantajoso pro-

ceder a reparametrizacao

(0,7) ~ (1,7) com T:=7v/0

resultando em

N.

1 u
log L(1,7) = —Nylogy + Nylog T — (— + 1) Zlog(l + 7Y5).
v i=1
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Os estimadores ML de T e v verificam
N
1 1 1 Y;
AML <,AYML +1) N, Z 1+ +MLYy;, =0,

com M Zlog + 7Y5).

Método PWM. O método dos momentos ponderados de probabilidade para
a distribuigdo GP foram trabalhados por Hosking & Walli (1987). Note-se
que os momentos da GP s6 existem para ordens r tais que v < 1/r. Para a

GP é conveniente considerar

Mprs = E{YP"IFY)"[1 = FY)]°}, p,rs€R,

para valoresdep=1, r=0, s=0,1,2,..., o que conduziu a
o
M = , v < 1.
YT G-
Suponhamos que temos disponivel a a.a., Y7, Ys,..., Yy, , proveniente de uma

populacao GP. Entao substituindo M; o s pela sua contrapartida empirica, foi

obtido
N, —z—k—i—l
M105—2<H( )>Yi=Nu.
N 1

Os estimadores para a forma e escala foram entao obtidos para s =0e s =1,

Observacao 7.3.3. A aplicacao do método PWM ndo € isenta de proble-
mas. No caso de v > 1 os estimadores PWM nao existem. Por outro lado, a
sua tmplementacao pratica pode conduzir a valores inadmissiveis; por exemplo,
quando v < 0 (caso em que o limite superior do suporte, x¥', é finito), pode

conduzir a inferéncias para além de ¥

10Hosking, J.R.M. & Wallis, J.R. (1987). Parameter and quantile estimation for the
generalized Pareto distribution. Technometrics 29, 339-349.
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Escolha do nivel u. A escolha do nivel u é um problema controverso e em
aberto. E o problema paralelo a escolha de k quando se considera a o nivel
aleatorio X,,_r.,, € 0S excessos em , denotando entao esta metodologia
por metodologia PORT, do inglés ‘peaks over random threshold’, terminologia
introuzida em Aratjo Santos et al. (2006), tal como referido no inicio da Seccao
A sua escolha envolve um compromisso entre valores elevados do nivel
u, onde o viés dos estimadores é menor, e valores pequenos para u, onde a

variancia é menor.

Davison & Smit (1990) propuseram para a escolha do valor conveniente de
u, o estudo da fungdo de excesso médio (mean excess function), que no caso

GP assume a expressao

t
e(t) =E[X —t|X > ] =E[Y|Y > 0] = (’1” L ose y<lL.
Na pratica, trata-se de verificar uma linearidade a direita de u para o plot de é,,,
com base na amostra de dados observados y1, - ,yn,, €n(t) := Z;V:tl y;/Nt,
i.e.

Z?:l in(t,—i—oo) ()

nt) > it Lt 400y (%4) !
ou em alternativa
1 k
én(xn—k:n) - E Z ITn—j+1n — Tn—kn-
j=1

Estimacao de outros parametros de acontecimentos raros. Outro pro-
blema com interesse é o da estimacao de quantis extremais e do limite superior
do suporte. Invertendo a f.d. da GP, os quantis extremais de probabilidade de

excedéncia p, i.e.,
Un, (1/p) = H; (1 —p)

sao dados por

op " —=1)/v, se v#0,

Un, (1fp) =4 7% "=

—o logp, se v=0.

Para v < 0, o limite superior do suporte de H,, ¢ finito e dado por
Un,(c0) =H, (1) = -0 /7.

HDavison, A.C. & Smith, R.L. (1990). Models for exceedances over high thresholds. J.
Royal Statist. Soc. B 52, 393-442.
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Substituindo o vector de parametros desconhecidos, (v,0), por estimativas
teremos a estimativa para os quantis extremais e para o limite superior do
suporte da GP, H.,.

Considerando que X — F', a distribuicao condicional dos excessos acima de wu,

Fu+vy)— F(u)

é aproximada pela GP
Fu(y) = Hy(y;0).
Entao, como F(u+y) = F,(y){1 — F(u)} + F(u), ou seja, com z = u + y
1-F(x)={1—-F@)}[l - F,(z—u)] & F(z) = F(u)[l — Fy(z —u)],
tem-se que
F(z) ~ Fu)[1 — Hy(z — ui0)]

Para estimar entdo a probabilidade de excedéncia de x elevado, F'(x), considera-

se a aproximacao
F(z) = F(u) 1+~ —u) /o) /7

Estimando F'(u) pela frequéncia relativa N, /n das observagoes que excedem

u na amostra original de dimensao n, Xi,...,X,, vem que

~

Fa) = " (144 —u)/6) /7

O estimador de quantis elevados de F', U (1/p) = F*— (1 —p), é entao dado por

U (1/p) :u+% ((%)ﬁg

(basta considerar F(x) =1 —p na expressio do estimador da probabilidade de
excedéncia e inverter). Para v < 0, o estimador do limite superior do suporte
para F' é

2P =U(0) =u—6/4.

Intervalos de Confianga (IC). Os IC’s para os parametros da GP(v,0),
na abordagem POT, decorrem da aproximacao a Normal dos estimadores ML,

apoiada pela normalidade assintética de valor médio nulo para

VN =) e VN (D0/p) - U/p).
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Em Beirlant et al. (2004) podemos consultar a construgao de IC’s quer para
o parametro de forma -, quer para quantis elevados U(1/p), baseados na nor-
malidade assintdtica dos respectivos estimadores ML. Claro que se tratam de
IC’s centrados nas respectivas estimativas pontuais, uma vez que a Normal é
simétrica. Tal como na abordagem MMA, podem ser obtidas para a aborda-
gem POT estimativas intervalares de melhor qualidade, nao obrigatoriamente
centradas na estimativa ML, usando a funcao de profile log-likelithood para ~.
O tracado de

log L,(7) == m|ax log L(v,0)
oly
conduz ao IC para v com grau de confianca 100(1 — a)%

x?(l—a)} |

IC, = {'y :log Ly (y) > log L,,(§) — 5

7.4 Breve referéncia a estimacao do indice ex-
tremal

Muito frequentemente usamos, para estimar 6, o indice extremal, introduzido
na Seccgao a validade das seguintes relagoes:
1

0 = = lim P[Xs5 < u,| X1 > u,l.
limite tamanho médio dos grupos  n—oo [Xo < unlXy n

Consideraremos dois estimadores alternativos.

I Considere-se v = X;,_7.n, [n/50] <7 < |n/5].

Calcule-se para cada um dos valores de u

n—1 ,
A Zj:l I'x;<u<x,;,,] numero cruzamentos

(1)

n - ’ A . .
> =1 Iix;>u) numero excedéncias

Seleccione-se o valor da estimativa correspondente, por exemplo, ao

ponto médio da zona de estabilidade.
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II Face a k,, blocos de dimensao r,, escolhidos arbitrariamente, calcule-se

kn

kn iy
Zi:l Zj:(i—l)rn—i—l I[Xj >u;)
numero de blocos

Ous 1<i<h, (2) =

numero total de excedéncias

A escolha de u;, 1 < i < k, nao é problematica, pois é baseada no facto de
dever ser 1 o nimero médio de cruzamentos em cada um dos k,, blocos
de dimensao 7,, k,r, = n (o segundo maximo local em cada bloco é
consequentemente um candidato elegivell). Pode por exemplo tomar-se

k, = menor inteiro que divide n e é maior que /n.

Que fazer em seguida em qualquer das abordagens nao classicas?
Escolham-se representantes dos grupos de excedéncias e trabalhe-se com eles
e com as estruturas definidas em esquema i.i.d. Como escolher esses represen-

tantes? A estimativa de 6 obtida fornece-nos indicagoes sobre:

e O numero de observagoes de topo a considerar (aproximadamente k)
para obter uma amostra de dimensao k proveniente do modelo GEV

multivariado, ou equivalentemente,

e O nivel elevado a considerar para obter k excessos independentes e Pa-

retianos.

7.5 Estimacao do CTE

Suponhamos que estamos interessados em estimar o CTE, apresentado na
Definigao|7.1.4] parametro muito usado no ambito da 4rea financeira. Tem-se

CTE, = u, = E[X|X > x,],

onde X, é o quantil-p superior (p = 5%, por exemplo), i.e., P[X > x,] = p.

Considerando o quantil empirico dado pela e.o. central

Xn—k—|—1:n7 com k = anj + 17



7.6. BREVE REFERENCIA A EXTREMOS BIVARIADOS 183

ou mais geralmente, com k tal que k/n — p, um possivel estimador do CTE
n—oo

é dado pela média das observacoes acima desse quantil empirico, ou seja

E possvel mostrar a validade do seguinte resultado:

Teorema 7.5.1 (Média de e.o.’s superiores). Tem-se

\/E(Dk_ﬂp) 4z ~ N(07U§+p(Xp_:“p)2)>

com o} := Var[X|X > x,).

Observagao 7.5.1. Os pardametros xp, [ty € o2 associados & varidncia assin-

P
totica podem ser estimados, respectivamente, por

n

Xn—k+1:n7 Dk: € Si = m Z (in - Dk)2 :
i=n—k+1

7.6 Breve referéncia a extremos bivariados

Para extremos bivariados, ou mesmo multivariados, a situacao é idéntica, em-
bora levemente mais complicada. Admitamos por exemplo que temos as des-
cargas diarias do mesmo rio, a determinada hora, mas em locais diferentes
desse rio. E entdo evidente que essas medicoes estao positivamente correlaci-
onadas, sendo a correlacao tanto mais forte quanto mais proximos estiverem
os locais. Da série de pares de observacoes diarias podemos recolher, em cada
ano, os pares de maximos observados, e trabalhar com essa amostra de pares

de maximos. Qual o modelo a utilizar em inferéncia subsequente?

Mais uma vez vamos repousar na teoria assintotica, que nos vai fornecer mode-
los, agora dependentes nao s6 de parametros desconhecidos, mas também de
uma funcao de dependéncia, também a ser estimada com base na amostra de

pares de maximos.

Consideremos, por exemplo, o caso particular de margens Gumbel. Dada a

amostra de pares aleatorios

(Xla Yl)a S (Xn7Yn>7
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independentes com f.d. F'(z,y), a distribuicao limite do par

< max X;, max YZ),
1<i<n 1<z<n

convenientemente normalizado, é,
k(y—=x
Az, y) = [A) A"

se ambas as sucessoes de valores maximos forem atraidas para a lei Gumbel
A(x) = exp(—exp(—x)), € R. A funcdo de dependéncia k(-) satisfaz
condigbes especificas mas vastas (veja-se Tiago de Oliveir 1984), que

permitem a consideracao de diferentes modelos, de entre os quais referimos.

Modelo Logistico: k(w|f) = ((He_lu:::_:f))l_e), 0<60<1.

Modelo Misto: k(w|f) =1 — 035 w)g, 0<0<1.

The

Modelo de Gumbel: k(w|f) =1 — ™51 0 <9 < 1.

Modelo Biextremal: k(w|f) =1 — % 0<60<1.

7.7 Resumo

Mais recentemente quer o método POT, quer o método MMO tém vindo a ser
abordados sob um ponto de vista semi-paramétrico. O tipo de ajustamento
utilizado para as maiores observacoes nao se identifica entao com uma forma
paramétrica dependente de parametros de localizacao A, de dispersao ¢
e de forma ~. Pressupoe-se apenas que F' estd no dominio de atracgao
para maximos de G, sendo v o Unico parametro a estimar, com base em
algumas observagoes de topo, e de acordo com metodologia adequada. Sera
essa a abordagem a considerar no Capitulo Mas antes disso procedemos

a um breve resumo das abordagens mais frequentes em Fstatistica de Extremos.

Abordagens paramétricas

12Tjago de Oliveira, J. (1984) Bivariate models for extremes: statistical decision. In J.
Tiago de Oliveira (ed.), Statistical Extremes and Applications, D. Reidel, 131-153.
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I Modelo GEV univariado (para os m méximos de sub-amostras de dimen-
sao n, N = nm.) (Abordagem cldssica de GUMBEL)

IT Modelo GEV multivariado (para as m maiores e.o.’s associadas a totali-

dade N das observagoes.)
IIT Modelo GEV multi-dimensional (modelo GEV multivariado para as i,

maiores observacoes, j = 1,2,...,r, em sub-amostras de dimensao m/,
rm’ = N.)
r=m (m'=n)ei;=1paral <j<r origina I;
m' =N (r =1) e i; = m origina IIL.

IV Modelo Paretiano (para os excessos Y; — u, de um nivel elevado u, con-
venientemente escolhido) [Abordagem POT (‘Peaks Over Thresholds’|

Abordagens semi Paramétricas

V Trabalha-se com as k£ maiores e.0.’s associadas a totalidade das /N obser-
vacoes, nao considerando um modelo paramétrico, mas admitindo apenas
que F' € Dy (G,), situagdo a ser abordada no Capitulo |8} e que pode
ser encontrada com maior detalhe em de Haan & Ferreira (2006). Para
recensoes criticas recentes veja-se Gomes et al (2008) e Beirlant et al.
(2012).

13Gomes, M.I., Canto e Castro, L., Fraga Alves, M.I. & Pestana, D.D. (2008). Statistics
of extremes for iid data and breakthroughs in the estimation of the extreme value index:
Laurens de Haan leading contributions. Extremes 11:1, 3-34.
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Capitulo

Estatistica de Extremos:

Abordagem Semi-Paramétrica

Tal como mencionamos anteriormente, em contexto semi-paramétrico nao se
supoe qualquer modelo paramétrico subjacente a amostra (X, ..., X,,) de ob-

servagoes i.i.d. provenientes de F(.). Limitamo-nos a admitir que

1. F € Dp(G), para algum v € R, com G, definida em (6.17),
2. e as k + 1 observacoes de topo
Xn:n > Xn—l:n > 2> Xn—k::n

sao consideradas acima de um threshold aleatério X,,_i., que se entende

como uma e.o. intermédia superior ao admitir k = k,, tal que

k—oo e k/n—0, quando n — oo. (8.1)

Baseamos pois a estimacao de v nas k e.o.’s de topo da amostra, com k suces-
sao intermédia de inteiros, i.e., inteiros entre 1 e n, a dimensao da amostra.
Estes estimadores, em conjunto com estimadores semi-paramétricos de loca-
lizagao e escala (veja-se, por exemplo, de Haan & Ferreira, 2006), podem ser

usados para a estimacao de quantis elevados, periodos de retorno de niveis

187
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elevados, probabilidades de excedéncias de niveis elevados e outros parametros

de acontecimehtos extremos, sempre em contexto semi-paramétrico.

8.1 Condicoes de segunda ordem e de ordem

superior

Em contexto semi-paramétrico, para além da condicao de primeira ordem em
(6.20), é frequente admitir a validade de uma condic¢ao de segunda ordem, que
especifica a velocidade de convergéncia em (6.20). E entdao usual admitir a

existéncia de uma funcao A, convergente para zero quando t — oo, tal que

Ults)—=U®t) o7 -1
- — 1 /27t — 1 v _1q
lim ®) T =H, ,(z) =~ (x S ) . (8.2)
t—o0 A(t) 1Y Y+p Y

Vo > 0, onde p < 0 é um parametro de segunda ordem que controla a veloci-

dade de convergéncia dos valores maximos, linearmente normalizados, para a
lei limite em (6.17). Entéo lim; o A(tz)/A(t) = 2, ¥V = > 0, i.e. |A] € RV,
(de Haan & Stadtmiﬂle 1996).

De modo paralelo, e sempre que necessario, podemos pensar em condigoes de
terceira ordem, que especificam a velocidade de convergéncia em . Para
detalhes sobre uma condicao geral de terceira ordem, veja-se Fraga Alves et al
(2003, Appendix) e Fraga Alves et al (2006). A utilidade destas condigGes
pode ser vista em artigos variados sobre estimacao semi-paramétrica de viés

reduzido, fora do ambito deste livro.

8.2 Estimacao semi-paramétrica do EVI

O numero de estimadores semi-paramétricos do EVI é elevado. Limitamo-nos
a referir quatros dos estimadores classicos deste parametro crucial de aconte-

cilmentos extremos ou mesmo raros.

lde Haan, L. & Stadtmiiller, U. (1996). Generalized regular variation of second order. J.

Austral. Math. Soc. A61, 381-395.
2Fraga Alves, M.1., de Haan, L. & Lin, T. (2003). Estimation of the parameter controlling

the speed of convergence in extreme value theory. Math. Methods of Statist. 12, 155—-176.
3Fraga Alves, M.I., de Haan, L. & Lin, T. (2006). Third order extended regular variation.

Publications de U’Institut Mathématique 80 (94), 109-120.
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8.2.1 O estimador de Hill (H)

Para caudas pesadas, i.e. para v > 0, um dos estimadores mais simples de v
foi o proposto por Hil (1975). As suas propriedades tém sido estudadas por
varios autores, de entre os quais mencionamos de Haan & Pen (1998). O

estimador de Hill tem a forma funcional
1 k
:}/\gﬂ = E Zlog Xn—i—f—l:n - IOg Xn—k::n = Mli,l}l (83)
i=1

A consisténcia fraca do estimador em l) é alcancada em Dy (EV,>0),
sempre que for valida a condigao de primeira ordem, em |i e desde que k

seja um valor intermédio, verificando pois as condigcoes em (8.1).

8.2.2 O estimador de Pickands (P)

Por facilidade de exposicao, denotemos novamente a i-ésima maior observagao
por M,(f) = Xp—i+1, © = 1,...,n. Este estimador, introduzido em Pickands

(1975) envolve para cada k(= 4m) apenas 3 observacoes de topo

e é definido por

1 [Mé"”—M,?m)
’Ym,n_ Y

log 2 M2 _pam)

onde |a] designa novamente a parte inteira de ¢ > 0. Por uma questdo com-
parativa com os estimadores precedentes, é usual considerar-se k = 4m, e a

forma funcional

AL = L log Ko Lk/4)+1m = Xn_me:n.
" lOg 2 Xn— lk/2]4+1n — Xn—k+1:n

(8.4)

A consisténcia fraca deste estimador do EVI, sob a validade de uma condicao
de primeira ordem do tipo da considerada em lD e para k intermédia, foi

4Hill, B. (1975). A simple general approach to inference about the tail of a distribution.

Ann. Statist. 3, 1163-1174.
5de Haan, L. & Peng, L. (1998). Comparison of tail index estimators. Statistica Neer-

landica 52, 60-70.
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demonstrada por Pickands (1975) para qualquer v € R. Um estudo aprofun-

dado deste estimador, como estimador baseado em estatisticas intermédias e

extremais, pode ser visto em Dekkers & de Haalﬁ (1989).

8.2.3 O estimador dos Momentos (M)

O estimador dos Momentos aplica-se no caso geral de v € R.

Definam-se

k
o1
M) EZ 10g Xp—it1m —10g Xy pen)’s 7=1,2,
e ainda
(1\2 Y
(1) . 1 (M, ;)
Fin =M =4, Yen =1—59l——5—
k,n k k k, 2 { Mk(:’QT)L

O estimador dos Momentos (Dekkers et al 1989) de

Y=7-+7  (v-:=min(0,7), 74 := max(0,7))

2 8= 2 1 2 1 -1
W = A+ A = M+ 3 {1 - QEZ/E - 1)

(8.5)

(8.6)

Mais uma vez, consegue-se demonstrar a consisténcia fraca destes estimadores

V v € R sempre que se tiver a validade de (6.20)) e de (8.1).

8.2.4 O estimador POT-ML (ML)

Trata-se de um estimador levemente mais complicado que os anteriormente

referidos, mas com propriedades interessantes, e que nao queremos deixar de

referir nesta breve introducao a estimacao do EVI. Tal como referido em de
Haan & Ferreira (2006), a classe de funcgoes de distribuicao F' € D, (G,),

5Dekkers, A.L.M. & de Haan, L. de (1989). On the estimation of the extreme-value index

and large quantile estimation. Annals of Statistics 17, 1795-1832.

"Dekkers, A.L.M., Einmahl, J.H.J. & de Haan, L. (1989). A moment estimator for the

index of an extreme-value distribution. Ann. Statist. 17, 1833—1855.
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para algum v € R, nao pode ser parametrizada num ndmero finito de para-
metros, e consequentemente nao existe um estimador ML para - nessa classe
vasta de modelos. Existe no entanto um estimador, introduzido em Smit
(1987) usualmente denotado estimador ML. Esse estimador estd associado
a aproximacao GP para os excessos acima de uma observacao elevada. Os
excessos Viy = Xp_it1.n — Xn—in, 1 < 1 < k, sao aproximadamente as k
e.0.’s de topo associadas a uma amostra de dimensao k£ de uma GP com f.d.

H (tx/v)=1-(1+ Tx)jrl/v, com a reparametrizagao 7 = /o (ver também
seccao e observacao|7.3.2).

A solucao das equagoes ML equations associadas (Davisorﬂ 1984) da origem
a um estimador explicito do EVI,
1k

AL = - Zl log(1 + & Vig), (8.7)
onde & é o estimador (implicito) ML do parametro de escala a, também desco-
nhecido. Um estudo exaustivo das propriedades assintdticas do estimador ML
em (8.7) foi feito em Drees et al['%] (2004). Conseguimos mais uma vez con-
sisténcia fraca sempre que temos a validade de (6.20) e de (8.1), com v > —1
(para a regiao —1 < vy < 1/2, veja-se Zho 2009).

8.2.5 Normalidade assintotica dos estimadores

Face a validade da condicao de segunda ordem, em , ¢é possivel garantir
a normalidade assintotica dos estimadores atras referidos. Mais precisamente,
denotemos genericamente FE qualquer dos estimadores H, P, M e ML. E
entao possivel garantir para v € C, C R, a existéncia de constantes reais

o, > 0, tais que:

AE, L v+ 0, PEIVE+ O, (A(n/k)), (8.8)

8Smith, R.L. (1987). Estimating tails of probability distributions. Ann. Statist. 15,

1174-1207.
9Davison, A. (1984). Modeling excesses over high threshold with an application. In J.

Tiago de Oliveira ed., Statistical Extremes and Applications, D. Reidel, 461-482.
10Drees, H., Ferreira, A. & de Haan, L. (2004). On maximum likelihood estimation of the

extreme value index. Ann. Appl. Probab. 14, 1179-1201.
H1Zhou, C. (2009). Existence and consistency of the maximum likelihood estimator for

the extreme value index. J. Multivariate Analysis 100:4, 794—815.



192 CAPITULO 8. ABORDAGEM SEMI-PARAMETRICA

com PF assintoticamente normal padrao, C,, =R*, C, =C,, =ReC,,, =
(—1,400) (para a regiao (—1,1/2], veja-se Zho 2010). Consequentemente,
para valores de k tais que vk A(n/k) — 0, quando n — oo,

VEGBE, —7) -5 N(0,02). (8.9)

n—oo

2

 sao usualmente denotados como varidncia assintdtica de AE .

Os valores o
Essas variancias assintéticas sao dadas por

2(22’y+1+1)
0% =7° o2 = UZg ez eV #0
H ? P 3 _ 0
(log 2)4> se vy =Y,
1+ 42 se v>0
0-2 — 1 —|— 27 0'2 =
e T " (1_7)(21@;72;()1(123)%72) se v <0.

Na Figura procedemos a comparacao das variancias assintoticas para os

estimadores do EVI atras referidos.

36—+

25
op
20
2
10 - OmL
o
5
on
60— Y
3 2 1 0 1 2 3

Figura 8.1: Comparagao das variancias assintoticas dos estimadores de Hill,
Pickands, Momentos e POT-ML

12Zhou, C. (2010). The extent of the maximum likelihood estimator for the extreme value
index. J. Multivariate Analysis 101:4, 971-983.
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8.2.6 ICs semi-paramétricos e assintéticos para o EVI

Entao, para as condicdes convenientes sobre k,, e sobre a cauda F atris men-
cionadas e para qualquer dos estimadores considerados — Hill (H), Pickands
(P), Momentos (M) e M. — tem-se, como vimos, o seguinte comportamento

assintotico:

n— 00
com

E =H, M, P, ML, eem que afj =02 (v).

E

Esta normalidade assintética permite calcular ICs aproximados a 100X (1—a)%

fs/]‘cE;n + Zl—a/Z \/ OA-%/k.)

:= 02 (¥) e denotando z, o quantil de probabilidade p de uma N(0,1).

para -y, dados por

A2
com O'E

8.2.7 Observacoes adicionais

1. E de realgar que estes estimadores sao assintéticamente centrados apenas
para valores de niveis k = k, convenientes que estejam nas condigoes

suplementares atras referidas.

2. Para valores maiores de k = k,, este tipo de estimadores apresenta um

viés que pode ser consideravel.

3. De um modo geral,

e para valores pequenos de k, ou equivalentemente para niveis eleva-
dos, estes estimadores apresentam uma grande variabilidade,
e para valores grandes de k, ou equivalentemente para niveis mais

baixos, estes estimadores apresentam um grande viés.

A escolha conveniente de k para a estimativa a considerar para v deve ter
em conta um balancear entre o viés e a variancia, e tém recentemente sido
considerados estimadores de viés reduzido, menos sensiveis a escolha de k.
Este estudo sai fora do ambito deste livro, mas podem encontrar-se detalhes

sobre este tipo de estimadores e sobre a escolha da fracao 6ptima, em Gomes
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et al (2007), e nas recensoes criticas em Gomes et al. (2008) e Beirlant et
al. (2012).

8.3 Estimacao semi-paramétrica de outros pa-

rametros de acontecimentos extremos

Quantis elevados, ou equivalentemete na area financeira o Value-at-Risk no
nivel p, VaR,, sao talvez os parametros de acontecimentos extremos de maior
relevancia, fungoes do EVI e de parametros de localizacao e escala. A moti-
vagao para estes estimadores reside na condicao de primeira ordem em (6.20)),

que reescrevermos:

FeDm(Gy), v€eR

Utz) ~ U(t) {— se 7 #0,

<— lim =
t—00 a(t) logz, se =0,

para alguma fungao positiva a(.) e com x > 0. Pode-se ainda escrever

F e DM(Gv)a

— =1/
e qim Lo FUHze®) ) (T y2)T T, se v £0,
ttak 1—F(t) exp(—x), se v =0,

tendo-se g(t) = a (1/(1 — F(t))).

8.3.1 Estimacao de quantis extremais

Em contexto semi-paramétrico, o estimador mais usual de um quantil extremal

X, =U(/p)=F"(1-p),

13Gomes, M.I., Reiss, R.-D.& Thomas, M. (2007). Reduced-bias estimation. In Reiss, R.-
D. & Thomas, M., Statistical Analysis of Extreme Values with Applications to Insurance,
Finance, Hydrology and Other Fields, 3rd Ed., Chapter 6, 189-204, Birkh&user Verlag,

Basel-Boston-Berlin.
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com p proximo de zero (ou teoricamente p = p, — 0, com p, < k/n, quando

n — 00), pode ser facilmente derivado de (6.20), que fornece a aproximacao
U(tr) = U(t) + a(t)(z” — 1) /7.

O facto de se ter X,_g41:m ~ U(n/k) permite-nos considerar t = n/k, x =
k/(np) e estimar x,  com base nesta aproximacao e em estimativas adequadas

do parametro de forma ~ e do pardmetro de escala a(n/k), uma vez que

(k/(np))” —1

U1/p) = U (n/k) +a(n/k) >

Prova-se (de Haan & Ferreira, 2006, Teorema 4.2.1) que um estimador consis-
tente de a (n/k), no sentido de que @ (n/k)/a (n/k) - 1, é dado por

n—oo
a(n/k) = Xp_pn M) (1= 37,
vindo assim, para v # 0 real, o estimador do quantil extremal,

(k/ (np))? ~ 1

U (1/p) = Xp—pn + a (n/k)
com
a(n/k) = Xn_pn M1 —%0) e A=4F, E=H, M, P, ML,

, E=H, M, P, ML e’y,;n definido em 1)

,n

Para v = 0, o quantil extremal é estimado por

U(1/p) = Xptin + @ <%> log (ﬁ) .

np

Para ~ positivo, a aproximagao U (tx) ~ U (t)z”, permite-nos obter o estimador

T (1/p) = Xo_sen (ﬁ)&,

np

simplificado,

por vezes designado por estimador de Weissman (Weissma 1978), mais

uma vez com 7 qualquer estimador consistente do EVI.

14 Weissman, 1. (1978). Estimation of parameters and large quantiles based on the k largest
observations. J. Amer. Statist. Assoc. 73, 812-815.
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Nenhum dos estimadores de quantis elevados atras mencionados reage ade-
quadamente a mudangas de localizagao nos dados. Aratjo Santos et al. (2006)
estudaram uma classe de estimadores semi-paramétricos de um quantil elevado
em concordancia com uma propriedade desejavel para quantis face a presenca
de transformacoes lineares nos dados. Essa propriedade tem a ver com a
linearidade tedrica de um quantil, x,, i.e., com o facto de se ter x,(0X + ) =
Ixp(X)+A, VAeRed > 0. Essa classe de estimadores é baseada na amostra
dos excessos acima de um limiar aleatério, i.e., é baseada na metodologia
PORT, e fornece-nos as propriedades desejaveis para as medidas de risco em

financas: equivariancia para as translacoes e homogeneidade positiva.

8.3.2 Estimacao semi-paramétrica do limite superior do

suporte

Uma vez que U(t) = F~(1 — 1/t), o limite superior do suporte, pode ser
escrito como xf = F(1), i.e., pode ser expresso como funcao de U fazendo

na expressao do quantil extremal p = 0, i.e., U (00) = F—(1) = x".

Para o caso de v < 0, i.e., caudas curtas de f.d.s no max-dominio da Max-
Weibull, um estimador do limite superior do suporte (que é finito) é obtido a

partir do estimador do quantil extremal fazendo p = 0. Obtemos
A Ny AL ~
xF — Xn—k::n —a (%)/77

com 4 = fAy,fn, E= M, P, ML, ouainda¥ =4, ,em (8.5). A estimagdo
do limite superior do suporte em contexto semi-paramétrico foi iniciado em
Hal (1982), Csorgé & Maso (1989) e Aarssen & de Haa (1994), por

entre outros autores.

Observacao 8.3.1. Na prdtica a implementagcao do estimador do ‘endpoint’

deverd ter em consideracdo o facto de que se deve ter &t = U (0) > X -

15Hall, P. (1982). On estimating the endpoint of a distribution. Ann. Statist. 10, 556-568.

16Csorgd, S., & Mason, D.M. (1989). Simple estimators of the endpoint of a distribution.
In Hiisler, J., & Reiss, R.-D. (1989), Extreme Value Theory, Proceedings Oberwolfach 1987,
132-147, Springer-Verlag, Berlin, Heidelberg.

17 Aarssen, K., & de Haan, L. (1994). On the maximal life span of humans. Mathematical
Population Studies 4:4, 259-281.
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8.3.3 Estimacao semi-paramétrica da probabilidade de
excedéncia

O problema dual do da estimacao de quantis elevados, i.e. a estimacao da
probabilidade de excedéncia de um nivel fixo elevado, foi inicialmente abordado
em contexto semi-paramétrico por Dijk & de Haa (1992) e Ferreir(2002),
por entre outros autores. Trata-se do problema de estimar a probabilidade de
ultrapassagem de um nivel elevado z, i.e., p = 1 — F(z). Teoricamente, os

resultados sao obtidos para niveis elevados
x =Ty, taisque 1— F(x,)=:p, — 0, quando n — oo.
Mostra-se que um estimador consistente de
pn=1—F(z,),

no sentido de que py, /pn 2z, 1, para v # 0, é dado por
n—oo

-1/4
n _Xn— m
pnzﬁ{ma}( (O,l—i—”yaj —— b )} (8.10)
n a(x)

e para v = 0 é dado por continuidade,

~ k { LTy — Xn—k:n }
P = —€XpPR — — .
n a(%)

No caso de um EVI positivo, v > 0, um estimador consistente mais simples de

pn =1— F(x,), é dado por

~1/4
ﬁn::fi{ n } . (8.11)

n Xn—k:n

Relembremos que uma vez que existe g, por exemplo, g(t) = a (1/(1 — F())),

tal que
1—F(t+zg(t
li (t +xg(t))

= (1 1/~
i T I FQ) (L),

18Dijk, V. & de Haan, L. (1992). On the estimation of the exceedance probability of a
high level. Order statistics and nonparametrics: theory and applications. In Sen, P. K., &

Salama, I. A. (eds.), 79-92, Elsevier, Amsterdam.
YFerreira, A. (2002). Optimal asymptotic estimation of small exceedance probabilities.

J. Statist. Plannning and Inference 104, 83—-102.
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para todo o x : 1 + vz > 0, entao isso equivale a dizer que
X —t
lim P [— > x| X > t] = (1+~z)" Y7 =1-H,(2),

i.e., a distribuigdo de (X —t)/g(t) condicional a X > t tem por distribuigao
limite, quando ¢ T =%, a generalizada Pareto, GP(~). Assim, a partir de um
nivel elevado ¢, (i.e., X > t),

PIX >t+g(t)z] = P[X > t](1 — Hy(x)),
ou ainda

P[X>x]:P[X>t+g(t)g(—;§] %P[X>t]{1—H7(z(—_t§)}, x>t

ou seja,
1— F(z) =~ (1— F(t)) {1 - Hw(g(——t)t)} x>t

Ora, fazendo t := X,,_ ., nivel aleatorio intermédio,
x_an n
1 - F(x) ~ (1 - F(Xn—k:n)) {1 - HW (m)} :

Relembrando que g(t) = a (1/(1 — F(t))), tem-se

s =0 (=) =

uma vez que 1 — F(X,_k.n) = k/n.

)

=3

Vem por fim o estimador da probabilidade de excedéncia p =1 — F(x)

k -X
h=—q1— Hsy | =3k
= () )

e consequentemente, o estimador em (8.10).

Para o caso de 7 > 0 o estimador simplificado da probabilidade de excedéncia

é motivado pelo facto de se poder considerar

a (E) = Xn—k’:nM]i,lr)La

k
ja que ’7];” n_%;o 0. Assim, como &/M(l) n_%;@ 1, verifica-se
T — Xy kn T = Xn_kn T — Xp_kn Y
1+A——F———=14+4% ~1 =
a (%) Xn—anlg,l}L Xn—kmn Xn—kin

vindo o estimador em (8.11).
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8.4 Invariancia versus nao-invariancia

Muitos dos estimadores do EVI sao baseados nos excessos das log-observacoes,

e consequentemente, nao sao invariantes a mudancas na localizagao.

A propriedade de invariancia dos estimadores do EVI face a mudancas de
localizacao e escala é estatisticamente apelativa. Contudo, com estimadores
fortemente dependentes de k, o nimero de e.o.’s usadas, temos de pensar que
até é sensato considerar, tal como sugerido em Gomes & Oliveir (2003), a
introducao de um parametro de controlo que é simplesmente uma mudanca de
localizacao deterministica, 7. Entao, os estimadores, funcoes de X + 7, em
vez de X, nem sequer sao invariantes para mudancas de escala, mas podemos
jogar com 7, procurando qual o valor de 7 que, através de qualquer critério
de estabilidade sensato, produz a mais elevada estabilidade em torno de um
poto alvo, que deverd ser o parametro -, desde que estejamos a trabalhar
com estimadores consistentes de . Este truque é simples, fornece resultados
interessantes com elevada frequéncia, mas deve ser usado com algum cuidado.
Para uma discussao mais aprofundada sobre este assunto, recomendamos a
leitura de Araijo Santos et al. (2006), onde quer o estimador de Hill quer o
estimador de Momentos, respectivamente em e , sao transformados
em estimadores invariantes para mudancas de localizagao e escala através do

uso da amostra dos excessos,

X = Xi — Xjppjp1ms 0<p<1l, 1<i<n. (8.12)

Processo semelhante foi usado em Fraga Alves et al (2009), onde é proposto
um novo estimador do EVI, o chamado estimador de momentos mistos, sendo
introduzidas classes alternativas invariantes para mudancas de localizacao e
escala, também dependentes de um parametro de controlo p, 0 < p < 1. Qual-
quer desses estimadores tem a mesma forma funcional do estimador original F,
digamos, mas as observagoes originais X; sao substituidas por X in ,
1 < i < n. E entdo sensato definir para qualquer parametro de controlo p,

20Gomes, M.I. & Oliveira, O. (2003). How can non-invariant statistics work in our be-
nefit in the semi-parametric estimation of parameters of rare events. Comm. in Statist.—

Simulation and Computation 32:4, 1005-1028.
21Fraga Alves, M.I., Gomes, M.I., de Haan, L. & Neves, C. (2009). Mixed moment

estimators and location invariant alternatives. Extremes 12, 149-185.
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(D) =Y (Xn—jr1m — Xppl41m, 1 <4 < k+1). (8.13)

As versoes invariantes para a localizacao, em Qi tém propriedades seme-
lhantes as do estimador original fAy,f:n(Xn_jH;n, 1 <j < k+1), desde que

escolhamos os niveis k e o parametro de controlo p adequados.



Capitulo

Estatistica de Extremos:
Casos de Estudo

9.1 Dados ‘maasmax.txt’

Trata-se de um conjunto de dados, Y7,...,Y,,, de descargas anuais maximas
do rio Meuse, em m3/s, no perfodo 1911-1995, num total de m = 85 anos
(Beirlant et al., 2004; http://1stat.kuleuven.be/Wiley/), que comegamos
a analisar na Seccao Tratam-se de réplicas da v.a. Y = M,, com

M, := maximo anual, i.e.,

M,, = max(Xq,...,X,), n = 365 (dias).

Caso decidissemos avancar com uma analise estatistica tradicional, fazendo
um ajustamento do mdrimo anual a um modelo Normal, N (u, o), o QQ-plot
e o método dos minimos quadrados, levaram-nos na Secgéo as estimativas
i1 = 1495.962 e 6 = 551.0057, a que corresponde um coeficiente de correlagao
de r = 0.9788504. Entao, o nivel de retorno a T-anos,

U(T) = Fy (1—1/T),

i.e., o nivel das descargas ultrapassado pelo maximo anual todos os T" = 100

201
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anos, em média, seria estimado por

A~

U(100) = i+ 6 &~ (1 — 1/100)
= 1495.962 + 551.0057 & (0.99) = 2777.793.

Se pensarmos no periodo de retorno do nivel y,., com

1 1
T: pr— 3
]P)[Y>yT] 1_FY(yT)

i.e., periodo T' (em média) em que é ultrapassado o nivel y,. = 3175 pelo

maximo anual, obtemos a estimativa

T = 1 ~ 866 anos.

g (315)

g

Observacgao 9.1.1. Note-se que o valor de y, escolhido aqui corresponde ao
mdzximo amostral observado para a amostra de mdximos anuais ao longo dos

85 anos, i.e. escolhemos y, = yss.s5 = 3175.

Dada a natureza dos dados e o facto de se verificar uma assimetria a direita,
justifica-se uma analise estatistica que leve em consideracao os modelos
extremais, comecando por um ajustamento do mdzimo anual ao modelo
Gumbel, tal como também fizemos na Seccao Fomos entao levados a
Gumbel estimada, ¥ —~ A(b = 1247.363, & = 445.6884).

Pensemos em seguida no nivel de retorno a T-anos, U(T) = Fy (1 —1/T).

Esse nivel de retorno é estimado por

U(100) = b+ a A~ (1 —1/100)
— 1247.363 + 445.6884 A~ (0.99) = 3297.596,

acima do valor estimado face a um ajustamento ao modelo Normal. E pois de
notar que a normal sub-estima o nivel de retorno de (T = 100)-anos.

Se pensarmos no periodo de retorno do nivel y, = 3175,

1 1
T: = s
]P)[Y>yT] 1_FY(yT>
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obtemos a estimativa
1

T = .
1- A (317§—b)

~ 76 anos,

valor este consideravelmente inferior ao encontrado no caso do tratamento

com a normal.

Consideremos agora de forma mais alargada o modelo GEV, em (7.1), como

candidato a modelar o maximo anual Y.

Estudemos para que valor de v se obtem a correlagao méxima nos QQ-plot

respectivos, quando vy € [—0.5,0.5].

Essa correlacao é reproduzida na Figura

0.9928135

correl(y)
094 096 098
| I |

092
1

090
!

in(ljice extremallz -0.0341 |

-0.4 -0.2 0.0 0.2 0.4

¥
/

Figura 9.1: Estimativa de v associada a correlagao maxima

Obtém-se entao 4 = —0.03419188, e o QQ-plot GEV associado a este valor de
~ é representado na Figura

Ajustando uma recta de minimos quadrados, obtem-se para parametros de
localizacao e escala, respectivamente b = 1251.887 e G = 461.6413, a que
corresponde um coeficiente de correlagao de r = 0.9928135, superior ao encon-
trado no caso do ajustamento & Gumbel feito na Secao[4.5]
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Figura 9.2: QQ-plot GEV (¥): {(G,‘Y_(z/(n + 1), %im) i =1,..., m}

Sobrepondo ao histograma dos dados (médximos anuais) a f.d.p. GEV esti-
mada, Y ~ G&(ZA) = 1251.887,a = 461.6413), 4 = —0.03419188, obtem-se a

Figura
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Figura 9.3: Histograma e GEV ajustada
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O nivel de retorno a T-anos, U(T) = F.” (1 —1/T), i.e., o nivel das descargas

ultrapassado pelo maximo anual todos os 7" = 100 anos, em média, é estimado

por
U(100) = b+ aG5 (1 —1/100)
= 1251.887 + 461.6413 G5 (0.99) = 3216.919,
com 4 = —0.03419188. De notar que a Gumbel sobre-estima o nivel de retorno

de (T = 100)-anos.

O periodo de retorno do nivel y,.,

1 1
T: pr— ,
]P)[Y>yT] 1_FY(yT)

i.e., o periodo T' (em média) em que é ultrapassado o nivel y, = 3175 pelo

maximo anual é estimado por

1

T = 3175—b
1o (25

~ 90 anos,

valor este superior ao encontrado no caso da aprorimacdo Gumbel, mas bas-

tante inferior ao obtido pela abordagem cldssica normal.

Fez-se neste caso o ajustamento da GEV(v; A,d) av.a. Y := max(Xq,..., X,),

tendo por base uma amostra de dimensao m de maximos anuais Y7, Ya, -+, Y,,.

Tal como no Capl’tulo conduzimos uma abordagem preliminar, escolhendo
0 7 que maximiza a correlacao no QQ-Plot, e em seguida os parametros de

localizagao/escala, A, d, pelos método dos minimos quadrados.

Vamos agora utilizar o método ML na estimacao dos parametros desconhe-
cidos, e tal como referimos nos Capitulos 2| e |7| vamos fazer uso de alguns
packages de R para ajustamento das max-estaveis, relativamente a este caso

de estudo.
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Método ML

library(ismev)

HEHHHRHREEEEEEEEEE R

# Max Anuais Maxima-Verosimilhanga #
HEFHHHAHHHRBRFHF R H R R F R H R H R R E
maas<-read.table(’maasmax.txt’, header=FALSE,dec=".")
y<-maas$V1i ## DADOS ##
HHHAHHAHHAEHHAEHHAEFREHRAEHREHBEHBEH RS H B HBEH RS H B HBHHE
# GUMBEL - ML library(ismev) #
HHHBHHAEF R AR HAEFHEF R AR REHREHBEHBEH RS HBEHBEHBSH B H RS
library(ismev)

gum.fit (y) # library(ismev)

dGumbel <- function(x,a,b) 1/a*exp((b-x)/a)*exp(-exp((b-x)/a))
gumbel _fit<-gum.fit(y) # library(ismev)
parameters <-gumbel_fit$mle
parameters
b=parameters[1] ;a=parameters[2]
s s s s i e S S i e S S e S S e e e e e e e
# histograma + as 3 curvas #
fr s s s S S S S e S S S S S e e e S e e e e e e e
hist(y,xlab="Descargas anuais maximas Rio Meuse", freg=F,
main="",breaks=6,col="lightgrey",xlim=c(min(y),3500),ylim=c(0,0.001))
lines(density(y),col="green",lwd=2) # densidade estimada
curve (dnorm(x,mean=mean(y) ,sd=sd(y)),add=TRUE, 1lty=1,lwd=2,col="red")#Normal estimada
curve (dGumbel (x, a=a, b=b), add=TRUE, lty=1,lwd=2,col="cyan") # Gumbel estimada
temp <- legend("topright", legend = c(" "," "," "),
text.width = strwidth("densidade estimada"),
1ty =c(1,1,1),1lwd=c(2,2,2),col=c("green","red","cyan"), xjust=1, yjust=1)
text (temp$rect$left + tempPrect$w, temp$text$y,
c("densidade estimada","NORMAL estimada","GUMBEL estimada"), pos=2)
> # -- parémetros EML Gumbel: localizagfo=b; escala=a -- #
> cat("localizagdo=b=",b,"escala=a=",a,"\n")
localizagdo=b= 1243.567 escala=a= 456.454

Obtiveram-se as estimativas ML para um ajustamento Gumbel, b = 1243.567

e a = 456.454 (relembre-se que as estimativas preliminares para o ajustamento
Gumbel eram b= 1247.363 e a = 445.688).

Apresenta-se na Figura[9.4] as trés densidades estimadas e o histograma asso-
ciado aos dados em estudo.

Em alternativa podemos utilizar outra biblioteca do R:
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Figura 9.4: Densidades estimadas associadas ao caudais anuais méaximos do

rio Meuse

library(fitdistrplus)

HHHAHHAHH AR HEHHEH B R R EHHEH B R B H B H B HBEH B H R RS HH

# GUMBEL - ML library(fitdistrplus) #

P s i s D S s s S e e S s s s s

library(fitdistrplus)

dGumbel <- function(x,a,b) 1/a*exp((b-x)/a)*exp(-exp((b-x)/a))

pGumbel <- function(q,a,b) exp(-exp((b-q)/a))

qGumbel <- function(p,a,b) b-a*log(-log(p))

a_Gumbel=445.6884; b_Gumbel=1247.363 # valores iniciais
fGumb<-fitdist(y,"Gumbel",start=list(a=a_Gumbel,b=b_Gumbel)) #library(fitdistrplus)

> print (£Gumb)
Fitting of the distribution ’ Gumbel ’ by maximum likelihood
Parameters:
estimate Std. Error
a 456.5983  37.69362
b 1243.9398 52.31971

par(oma=c(0,0,2,0)) #Add space for main title

plot (£Gumb)

mtext ("RIO MEUSE - Gumbel ?7?" , side=3, outer=T,cex= 1.,col="red") #Add main title
gofstat (fGumb,print.test=TRUE) #library(fitdistrplus)

Kolmogorov-Smirnov statistic: 0.09702111

vV V V V

Kolmogorov-Smirnov test: not rejected

The result of this test may be too conservative as it
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assumes that the distribution parameters are known
Cramer-von Mises statistic: 0.09497129
Crame-von Mises test: not calculated
Anderson-Darling statistic: 0.6315043
Anderson-Darling test: not calculated

Os resultados sao apresentados na Figura

RIO MEUSE - Gumbel ??

Empirical and theoretical distr.
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Figura 9.5: Histograma e p.d.f. Gumbel ajustada (cima, esquerda), QQplot

Gumbel (cima, direita), f.d.e. e f.d. Gumbel ajustada (baizro, esquerda) e PP-

plot Gumbel (baizo, direita) para os dados em estudo

A biblioteca evir é outra possibilidade e pode ser interpretada como um update

do evir, fornecendo estimativas semelhantes as do ismev.



9.1. DADOS ‘MAASMAX.TXT’ 209

library(evir)

HEFHHHAHHH BB F BB R

# GUMBEL - ML library(evir) #
HHHBHHAEFH AR R AHH AR R AR R AEHREHBEHBEH RS H B HBEH RS H B H RS
library(evir)

# Fit Gumbel
out <- gumbel(y) # library(evir)
> out$par.ests
sigma mu
456.454 1243.567

No que diz respeito aos periodos e niveis de retorno exemplificamos com os

valores de saida do evir:

B periodo de retorno -——-- - - ##
# ----periodo (em média) em que é ultrapassado o nivel x --------- #i#
# - PERIODO DE RETORNO = 1/(P[X>x]) -----—-—————-—-—- ##

pGumbel<-function(x,a,b){exp(-exp(-(x-b)/a))}
b= 1243.567; a= 456.454 # estimados pelo evir

> max(y) # 3175
[1] 3175

Periodo_Retorno <- 1/(1-pGumbel(3175,a=a,b=b))
> Periodo_Retorno
[1] 69.31374

##H ———————————————— nivel de retorno 100-anos ---—-———-—"—"—"-"—-"—""—""—-—-— ##
## - nivel das descargas ultrapassado todos os T=100 anos, em média --—-##
##h - NIVEL DE RETORNO = F~(-1) (1-1/T) -————===—————————- ##

qGumbel<-function(x,a,b){b-a*log(-log(x))}
nivel<-qGumbel(1-1/100,b = b, a = a)

> nivel

[1] 3343.324

outras alternativas possiveis seriam

library(evd)

HAHBHHAHH AR HAHH AR R AR HAF R AR R RS H
library(evd)
fgev(y, shape = 0) # library(evd) fit Gumbel

Estimates
loc scale
1240.3 455.2
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library(fExtremes)

HHHBHHEHH AR HAHHERREHHAF R AR R RS H
library(fExtremes)
gumbelFit (y) # library(fExtremes)

Estimated Parameters:
mu beta
1243.5833 456.4817

Na Tabela sumarizamos os resultados obtidos.

7

library b a nivel de retorno
(localizagao) | (escala) a 100-anos
ismev 1243.6 456.5 3343.32
fitdistrplus 1243.9 456.6 3344.36
evir 1243.6 456.5 3343.32
evd 1240.3 455.2 3334.29
fExtremes 1243.6 456.5 3343.47

Tabela 9.1: Ajustamento a Gumbel: estimacao dos parametros de loca-

lizacao e escala e nivel de retorno a 100-anos

Observacao 9.1.2. Este ajustamento a distribuicao Gumbel justifica-se pela
andlise preliminar de dados em que apenas foi utilizado o QQ-plot e a es-
timacao dos parametros pelos minimos quadrados. Obtivémos entdo b =
1247.363 a = 445.688 nivel = 3297.596.

O Ajustamento a GEV utilizando os packages atras mencionados e partindo

dos valores iniciais estimados pelos minimos quadrados no QQ-plot
b=1251.887; a = 461.6413; 4 = —0.03419188

conduz ao quadro apresentado na Tabela[9.2}

Observe-se os valores inferiores obtidos para o nivel de retorno a 100-anos

com o ajustamento GEV, comparativamente aos obtidos com o ajustamento
a Gumbel.
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library o b a nivel de retorno
(localizagao) (escala) a 100-anos
ismev -0.09243 | 1267.22750 | 466.79293 3016.41
fitdistrplus | -0.09220 | 1266.97383 | 466.43461 3015.67
evir -0.09243 | 1267.22750 | 466.79293 3016.41
evd -0.08944 | 1259.08675 | 466.12376 3016.97
fExtremes -0.09232 | 1266.88569 | 466.45138 3015.17

Tabela 9.2: Ajustamento a GEV: estimacao dos parametros de forma,

calizacao e escala e nivel de retorno 100-anos

library(fitdistrplus)

HEFHHHARHH R B F R R R R

# GEV - ML library(fitdistrplus) #
##SHEHEH SRS HEH GRS RS H GRS RS H SRR R Y
##-—————- b= localizagéo a= escala —-———————————- ##

dGev<-function(x,g,a,b){ exp(-(1+gx(x-b)/a)~(-1/g))* (1+gx(x-b)/a)"(-1/g-1)/a}
pGev<-function(q,g,a,b) {exp(-(1+g*(q-b)/a) " (-1/g))}

qGev<-function(p,g,a,b) {b+ax((-log(p))~(-g)-1)/g}

b_Gev= 1251.887; a_Gev=461.6413 ;c_Gev=-0.03419188 #papel de probabilidades

fGev <- fitdist(y,"Gev",start=1list(a=a_Gev,b=b_Gev,g=c_Gev))#library(fitdistrplus)

> print (£Gev)
Fitting of the distribution ’ Gev ’ by maximum likelihood
Parameters:
estimate Std. Error
a 466.4346074 39.43540289
b 1266.9738306 56.21115224
g -0.0921989 0.06981646

par (oma=c(0,0,2,0))
plot (£Gev)
mtext ("RIO MEUSE - GEV 77", side=3, outer=T,cex= 1.,col="red") #Add main title

#Add space for main title

211

lo-

Os resultados do ajustamento obtido pelo modelo GEV, em 1) sao apre-

sentados na Figura

Procedemos em seguida a obtencao dos valores observados de diversas estatis-

tica de ajustamento, as estatisticas de Kolmogorov-Smirnov, de Cramer-von

Mises e de Anderson Darling.
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Figura 9.6: Histograma e p.d.f. GEV ajustada (cima, esquerda), QQ-plot GEV
(cima, direita), f.d.e. e f.d. GEV ajustada (baizo, esquerda) e PP-plot GEV

(baizo, direita) para os dados em estudo

library(fitdistrplus)

> gofstat(fGev,print.test=TRUE) #library(fitdistrplus)
Kolmogorov-Smirnov statistic: 0.07925095
Kolmogorov-Smirnov test: not rejected
The result of this test may be too conservative as it
assumes that the distribution parameters are known
Cramer-von Mises statistic: 0.0580412
Crame-von Mises test: not calculated
Anderson-Darling statistic: 0.4138517

Anderson-Darling test: not calculated

E de observar que no caso do ajustamento a GEV as estatisticas de ajusta-

mento assumem valores inferiores do que no ajustamento a Gumbel.
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Passamos em seguida a utilizacao do método PWM.:

## ————- PWM para a Gumbel ----- ##

n<-length(y)

M100=mean (y)

y<-sort (y)

yy<-c()

for(i in 1:n) {
yy[il=(i-1)/(n-1)*y[i]

}

M110=mean(yy)

a=(2*M110-M100) /log(2)

euler=0.57721 # Const Euler

b=M100-eulerx*a

> a # escala
[1] 430.8378
> b # localizagdo
[1] 1247.278

## ————- PWM para a GEV ----- ##

n<-length(y);

y<-sort(y); yy<-cQ;yyy<-cQ

for(i in 1:n) {
yy[i]l=(i-1)/(n-1)*y[i]
yyy[i1=(G-1)*(i-2)/((n-1) *(n-2) ) *y [i]

}

M100=mean(y); M110=mean(yy); M120=mean(yyy)

h <- function(g) {

(3*M120-M100)/ (2*M110-M100) - (3"g-1)/(2"g-1)

}

g<-uniroot (h,lower=-0.1,upper=0.1)$root

> g # forma

[1] -0.09891542

> a=g*(2%M110-M100) / (gamma (1-g)*(27g-1))

> a # escala

[1] 468.3563

> b<-M100+a*(1-gamma(1-g))/g

> b # localizagéo

[1] 1267.686

Alternativamente, podemos usar

library(fExtremes)

out <- gevFit(y,type="pwm") #library(fExtremes)
> out # show(out) \’e igual a out
Title:

GEV Parameter Estimation



214 CAPITULO 9. CASOS DE ESTUDO

Call:
gevFit(x = y, type = "pwm")
Estimation Type:
gev pwm
Estimated Parameters:
xi mu beta
-0.09895205 1267.69438205 468.36950596

No caso em que o parametro de forma é negativo, i.e., v < 0, o limite superior

do suporte da GEV € finito e pode ser estimado por
i =X=6/5.
Neste caso de estudo, podemos adiantar que o mdximo anual Y terda um limite

superior do suporte a rondar o valor 6000.

HERHHHERHHHERAHHHE endpoint ##HHHHRHHHHERHHHAS

a_mv = 466.79293305 ; b_mv = 1267.22749758 ; g_mv = -0.09242819
a_pwm = 468.36950596; b_pwm = 1267.69438205 ; g_pwm =-0.09895205
xF_pwm = b_pwm-a_pwm/g_pwm

xF_mv = b_mv-a_mv/g_mv

> xF_mv;
[1] 6317.558
> xF_pwm
[1] 6000.992

Suponhamos que havia interesse em estimar o nivel de retorno a 7' = 100
meses. Podemos identificar o mdximo anual Y como o maximo de n = 12
mAaximos mensais, supostamente i.i.d. a X (mdximo mensal),ie.,Y = X,,.,, =
max(X1,...,X12). Para blocos de tamanho n = 12, os quantis-(1 — p) =
1 —1/100 ajustados para X, s@o estimados por

i =Gy ((1 ~1/100)'2; X,S),

X,p
pelo que
## ——————- nivel de retorno 100-meses - (GEV) -—= -—-= -—- #it
## -- nivel das descargas ultrapassado todos os T=100 meses, em média ----##

b_Gev= 1267.22749758; a_Gev=466.79293305 ;c_Gev=-0.09242819 # ismev
qGev<-function(x,g,a,b) {b+a*x((-log(x)) "~ (-g)-1)/g}
nivel <- qGev((1-1/100)"12,g= c_Gev, b = b_Gev, a = a_Gev )

> nivel
[1] 2164.082
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Vamos em seguida ver como obter intervalos de confianca (IC). O IC
para v baseado no profile-likelihood com grau de confianga 100(1 — )%

aproximadamente pode ser obtido do modo seguinte:

library(ismev)

HHHBHHAHHBHHAHH AR R AR HAF R AR R A H
library(ismev)

> ppfit <-gev.fit(y) # library(ismev)
$conv

(11 0

$nllh
[1] 651.7391

$mle
[1] 1267.22749758 466.79293305 -0.09242819

$se
[1] 56.23057065 39.49955175 0.06987208

Conclui-se daqui que a estimativa ML para v é ¥ = —0.09242819, para a qual

a log-verosimilhancga é —651.7391.

O IC para v baseado no profile-likelihood com grau de confianca 95% aproxi-

madamente pode ser obtido do modo a seguir apresentado, e é ilustrado na

Figura

library(ismev)

HHHBHH A HEHHBH R AR R AR R AF R AR R RS H
gev.profxi(ppfit, conf = 0.95,xlow=-0.23, xup=0.1)

As 2 rectas horizontais no grafico da Figura correspondem a uma or-
denada igual ao maximo da log-verosimilhanca, e igual ao maximo da log-
verosimilhancga subtraido de x3(0.95)/2 — ver Figura (esquerda).

abline(h=-651.7391,col="red")
g=qchisq(.95, df=1) # 1 degrees of freedom
abline(h=-651.7391-0.5%q,col="green")

As 2 rectas verticais da Figura (direita) correspondem aos limites do IC
[—0.212,0.066].
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Figura 9.7: ismev: Profile-loglikelihood em funcao de ~

abline(v=-0.09242819,col="grey")
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Figura 9.8: ismev: Profile-likelihood em funcao de ~: confirmacao das rectas

horizontais (esquerda); confirmagao das rectas verticais (direita).
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Os IC’s para v, A\, § baseados no profile-likelihood com grau de confianca 95%
aprorimadamente podem ser obtidos também a partir do seguinte script:

library(evd)

library(evd)
> library(evd)
> confint(profile(fgev(y),conf = 0.95)) #library(evd)
[1] "profiling loc"
[1] "profiling scale"
[1] "profiling shape"
lower upper
loc 1157.4339835 1.379016e+03
scale 398.0361112 5.551471e+02
shape -0.2120359 6.683597e-02

O seguinte script d4 origem & Figura[9.9]

fGev<-fgev(y)

shapgev<-as.vector (fGev$param[3]) # ML shape

locgev<-as.vector (fGev$param[1]) # ML loc

scalgev<-as.vector(fGev$param[2]) # ML scale

## ---- IC 95} profile-likelihood ---- ##

gCI<-confint (profile(fGev,which="shape"))

ginf<-gCI[1]; gsup<-gCI[2] # ML IC-shape
1CI<-confint(profile(fGev,which="1loc"))

1inf<-1CI[1]; 1lsup<-1CI[2] # ML IC-loc
sCI<-confint(profile(fGev,which="scale"))

sinf<-sCI[1]; ssup<-sCI[2] # ML IC-scale

# --- profile log-likelihood plot ---- ##

par (mfrow=c(2,2))

## ---- shape -———- ##

plot(profile(£fGev,which="shape",conf = 0.95))

abline(v=ginf,col="blue"); abline(v=gsup,col="blue"); abline(v=shapgev,col="red")
text( ginf,-653.5,paste(round(ginf,3)) ); text( gsup,-653.5,paste(round(gsup,3)) )
text (shapgev,-653.5,paste (round(shapgev,3)) )

## ————- loc --—-——- ##

plot(profile(£fGev,which="loc",conf = 0.95))

abline(v=1linf,col="blue"); abline(v=lsup,col="blue"); abline(v=locgev,col="red")
text( linf,-654,paste(round(linf,3)) ); text( lsup,-654,paste(round(lsup,3)) )
text (locgev,-654,paste(round(locgev,3)) )

## -—— scale --———- ##

plot(profile(fGev,which="scale",conf = 0.95))

abline(v=sinf,col="blue"); abline(v=ssup,col="blue"); abline(v=scalgev,col="red")
text( sinf,-653.5,paste(round(sinf,3)) ); text( ssup,-653.5,paste(round(ssup,3)) )
text (scalgev,-653.5,paste(round(scalgev,3)) )
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Figura 9.9: evd: Profile log-likelihood em funcao de « (forma), A (localizagao)
e 0 (escala)

O IC para o nivel de retorno 100-anos, baseado no profile-likelihood com grau

de confianca 95% aproximadamente pode ser obtido por exemplo a partir de

(ver Figura :
library(ismev)

ppfit <-gev.fit(y) # library(ismev)
gev.prof (ppfit, m = 100, 2600, 4000) # m=100 & T=100
abline(v=2685,col="blue")

abline(v=3016) # a EML é 3016.41
abline(v=3785,col="blue")
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Figura 9.10: ismev : Profile log-likelihood para nivel de retorno 100-anos

Alternativamente, o IC para o nivel de retorno 100-anos também pode ser
obtido a partir de (ver Figura|9.11):

library(evir)

library(evir)

out <- gev(y) # Fit GEV library(evir)

rlevel.gev(out, k.blocks = 100,add=F)

rl<-rlevel.gev(out, 100,add=T)

abline(v=rl[1],col="blue")

abline(v=rl[3],col="blue")

cat("A estimativa ML do nivel de Retorno de 100-anos é =", rl[2],
"com Intervalo de Confianca a 95% =(", rl1[1],",",r1[3]1,")","\n")

A estimativa ML do nivel de Retorno de 100-anos é = 3016.41
com Intervalo de Confianca a 95% =( 2686.727 , 3778.092 )

Os IC’s para o nivel de retorno 100-anos, baseados no profile-likelihood com

graus de confianca 90%, 95%, 99% aproximadamente podem ser obtidos por
exemplo a partir de (ver Figura|9.12):

library(fExtremes)

library(fExtremes)
out <- gevFit(y) # out <- gevFit(y,type="mle") #library(fExtremes)
gevrlevelPlot (out,kBlocks=100) # 100-Years return level & 90% CI
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Figura 9.11: evir : Profile log-likelihood para nivel de retorno 100-anos

min v max kBlocks
GEV Return Level 2726.536 3015.175 3599.27 100

abline(v= 2726.536,col="blue") # IC 90% inferior

abline(v=3599.27,col="blue") # IC 90% superior
abline(v=3015.175) # EML para nivel de retorno 100-anos
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Figura 9.12: fExtremes : Profile log-likelihood para nivel de retorno 100-anos
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9.2 Caso de Estudo: ‘venice, library(ismev)’

Iremos aqui considerar os dados venice do package ismev do R. Trata-se de
uma base de dados relativos as alturas, em cm, do nivel do mar em Veneza
entre 1931 e 1981. A data frame venice tem 51 linhas e 11 colunas, sendo
as ultimas 10 relativas as maiores observagoes anuais (1931-1981) e a coluna

relativa aos anos respectivos (excepcdo de 1935 sé com os 6 maiores valores).

library(ismev)

library(ismev); data(venice)

> head(venice)
Year rl r2 r3 r4 15 r6 r7 r8 r9 ri0
1931 103 99 98 96 94 89 86 85 84 79
1932 78 78 74 73 73 72 71 70 70 69
1933 121 113 106 105 102 89 89 88 86 85
1934 116 113 91 91 91 89 88 88 86 81
1935 115 107 105 101 93 91 NA NA NA NA
1936 147 106 93 90 87 87 87 84 82 81
head(venicel[,-1])

ri r2 r3 r4 r51r6 r7 r8 r9 ri0

103 99 98 96 94 89 86 85 84 79

78 78 74 73 73 72 71 70 70 69

121 113 106 105 102 89 89 88 86 85

116 113 91 91 91 89 88 83 86 81

115 107 105 101 93 91 NA NA NA NA

147 106 93 90 87 87 87 84 82 81

vV O O d W N =

O O WN -

Estes dados s@o usados em Coles (2001), e foram analisados originalmente em
Smit (1986). Na Figura , representamos essas observagoes.

Uma abordagem paramétrica de modelacao possivel consiste em considerar
o ajustamento ao modelo limite das k (com k fixo) maiores e.o.’s referido
anteriormente, na Seccao|7.3.1} e para o qual temos m blocos — Modelo GEV

multidimensional.

Neste caso de estudo os blocos correspondem aos m = 51 anos, com r = 10

maiores observagoes disponiveis (com excepgao do ano 1935 em que r = 6) e
1 <k <10.

1Smith, R.L. (1986). Extreme value theory based on the r largest annual events. J.
Hydrology 86, 27—43.
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Figura 9.13: venice: 10 maiores niveis do mar em Veneza (1931-1981)
Usaremos o ismev para proceder a estimacao ML dos parametros do modelo.

A maximizacao de log-verosimilhanca, log L, e as estimativas dos parametros
da GEV (erros padrdo entre paréntesis) ajustada ao maximo anual, baseadas
no modelo limite das k& maiores observagoes, ajustados aos dados do nivel do
mar em Veneza, para diferentes valores de k (1,5,10), (ver Tabela, podem

ser obtidos através da instrucao

rlarg.fit

## ---- r-largest observations (r=1 (MMA), r=5, r=10) EML ---- ##
rlarg.fit(venice[,-1],r=1)
rlarg.fit(venice[,-1],r=5)
rlarg.fit(venice[,-1],r=10)
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~

k| logL A o o

1 | -222.7 | 111.1 (2.6) | 17.2 (1.8) | -0.077 (0.074)
(
(

5 | -732.0 | 118.6 (1.6) | 13.7 (0.8) | -0.088 (0.033)
10 | -1139.1 | 120.5 (1.4) | 12.8 (0.5) | -0.113 (0.020)

Tabela 9.3: venice: estimativas dos parametros da GEV (erros padrao en-
tre paréntesis) ajustada ao maximo anual, baseadas no modelo limite das k

maiores observacoes

Observacao 9.2.1. Para valores crescentes de k observa-se decréscimo dos
erros padrao. Contudo, existe falta de estabilidade para as estimativas, para
diferentes k. A walidade do modelo € pois questiondvel (assunto a explorar

seguidamente ... )

Investiguemos agora o ajustamento para cada uma das k£ maiores observacoes.

Exemplificando com o modelo para as 5 matores observacoes, o ajustamento
para o maximo anual dos dados do nivel do mar de Veneza pode ser investi-

gado através do plot de diagnostico obtido através de instrucao

rlarg.diag

venfit <- rlarg.fit(venicel[,-1],r=5)

rlarg.diag(venfit)

O resultado corresponde aos graficos apresentados na Figuram

Considerando o modelo para as 5 maiores observacéoes, o ajustamento da
marginal para as maiores £ = 1,2, 3,4, 5 observacoes do mar de Veneza pode
também ser investigado através dos PP-Plots e dos QQQ-Plots, pelas sucessivas

saidas do diagnéstico obtido utilizando a instrucao rlarg.diag.

Estes plots parecem indicar um fraco ajustamento do modelo, tal como de pode
ver na Figura
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Figura 9.14: venice: ajustamento para o méaximo anual, baseado nas 5 maiores

observacoes.
ProbabilityPlots (ou PP-plots )
k=t k=2 k=3 k=4 k=5
: P2 7 ) : | 1]
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QuantilePlots (ou QQ-plots)
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Figura 9.15: venice:

ajustamento da marginal do modelo para as maiores

k=1,2,3,4,5 baseado nas 5 maiores observacoes.
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Consideremos agora o método dos mdximos anuais, aqui como caso particular
do modelo para as r maiores observagoes, com r = 1. O ajustamento para o
maximo anual do mar de Veneza pode ser investigado através de diagnostico
analogo ao anterior, obtendo-se a Figura

Probability Plot Quantile Plot
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Figura 9.16: venice: ajustamento para o maximo anual do mar de Veneza

quando se considera apenas a maior observacao em cada um dos 51 anos.

Parece existir um melhor ajustamento do modelo, em alternativa a tomar mais

observacoes por cada ano, além do maximo anual.

Note-se no entanto que tal é devido a problemas de nao estacionariedade dos
dados, tal como detectado em Smith (1986). O plot dos dados apresentado
inicialmente na Figura deixa transparecer visualmente a presenca de uma
tendéncia (trend) nesses dados. Essa tendéncia pode ser estabelecida quer
apenas em termos dos 51 mdzrimos anuais, quer em relacao as 10 mazores

observacoes tomadas em cada um dos 51 anos.



226 CAPITULO 9. CASOS DE ESTUDO

Ajustamento Linear a nuvem de maximos anuais:

library(ismev)

data(venice)

attach(venice)

y <-rl

x <- Year-1930

Im(y~x)

intercept=lm(formula = y ~ x)$coefficients[1] # intercept=104.8666667
slope=1m(formula = y ~ x)$coefficients[2] # slope=0.5669683
plot(x+1930,y,ylab="Sea level (cm)",xlab="Year")

curve (intercept+slope*(x-1930),col="red",1lwd=2,add=T)

Sea level (cm)
140 160 180
| 1 1

120
1

Year

Figura 9.17: Ajustamento Linear a nivem de maximos anuais

Procedamos a estimacao ML da tendéncia linear para A,
)\:)\(t)zﬁo—i—ﬁlt, t=1,2,---,51
no modelo ajustado as 10 maiores observacoes anuais.

HHRHAHEHEHEHEHEHEHEHEHEHEH R HEHEH R HEHEREHEHEHER R R R R R H
## ——————————- estimag8o de betalO e betal (r=10) ----------- ##t
HHHHEH AR
fit <- rlarg.fit(venicel[,-1],ydat=venice-1930,mul=c(1),r=10)
betal <- fit$mle[1]

betal<- fit$mle[2]
data.vec<-as.vector(t(as.matrix(venice[,2:11])))
time.vec<-as.vector (t(matrix(rep(1931:1981,10) ,ncol=10)))
plot(time.vec,data.vec,xlab="Year",ylab="Sea level(cm)")

# mle(r=10) betaO=intercept=104.51265767 betal=slope=0.48173120
curve (betaO+betal*(x-1930) ,col="red",lwd=2,add=T)
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Figura 9.18: Recta de tendéncia sobreposta a nuvem global de pontos

A maximizacao de log-verosimilhanca, log L, conduz-os as estimativas ML para
os parametros (erros padrao entre paréntesis) para o modelo limite das k mai-
ores observacoes, ajustados aos dados do nivel do mar em Veneza, para dife-

rentes valores de k (1,5,10), pela instrugao rlarg.fit

rlarg.fit(venice[,-1],ydat=venice-1930,mul=c(1),r=1)
rlarg.fit(venice[,-1],ydat=venice-1930,mul=c(1),r=5)
rlarg.fit(venice[,-1],ydat=venice-1930,mul=c(1),r=10)

~ ~

k| logL Bo 5 0 g
1 | -216.1 | 97.0 (4.2) | 0.56 (0.14 | 14.6 (1.6) | -0.027 (0.083)
5 | -704.8 | 104.2 (2.0) | 0.46 (0.06) | 12.3 (0.8) | -0.037 (0.042)
10 | -1084.1 | 104.5 (1.7) | 0.48 (0.04) | 11.7 (0.6) | -0.065 (0.027)

Tabela 9.4: venice: estimacao ML de 3y, 51, 0 e v no modelo ajustado as 10
maiores observacdes anuais, com A\ = \(t) = By + it .

Observagao 9.2.2. Comparacao das Abordagens: FEstacionariedade vs Nao-
Estacionariedade, com A = \(t) = [y + B1it:

1. Comparando as log-verosimilhancas nas 2 tabelas € verifica-se

para cada k que a introducao no modelo de uma tendéncia linear para o
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parametro de localizagdo \(t) = Bo + Bit, com (1 ~ 0.5, € sem duvida
decisiva para um melhor ajuste.

2. FExiste uma maior estabilidade nas estimativas dos parametros, através
dos diferentes k, na abordagem nao-estaciondria (Tabela comparati-

vamente aos correspondentes valores da tabela da abordagem estaciondria

(Tabela :

3. Por outro lado, os PP-Plots e 0s QQ-Plots exibem um melhor ajusta-
mento para as k maiores observagoes relativamente ao modelo limite

para cada uma das k mator e.o.’s.

Estimacao de Parametros de Acontecimentos Raros

Face ao ajustamento da GEV ao maximo anual do nivel do mar em Veneza,
quando sao consideradas 1 (MMA), 5 ou 10 maiores observacoes anuais, iremos

estimar alguns parametros de acontecimentos raros.

Figura 9.19: A maior cheia
em Veneza verificou-se até hoje
(desde que hé registo) no dia 4
de Novembro de 1966 e corres-
pondeu a uma altura de 194 cm —
na figura estd assinalada a cheia

de 1966, no exterior de uma loja

em Veneza.

Para um determinado ano, serao alvo de estimacao:

e niveis ultrapassados com uma probabilidade p pequena, ou o problema

traduzido em niveis de retorno de T-anos;

e probabilidades de excedéncia de niveis elevados, ou equivalentemente

periodos de retorno 71" para niveis elevados u.

As R-functions abaixo respondem as questoes referidas, e serao usadas para
obter estimativas para os anos 1990, 2000 e 2013. O ano especial de 1966
integrara igualmente a andlise pela observacao excepcional de 194 cm, a que

corresponde uma area de Veneza submergida de 82.39%.
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### --—- GEV(g,a,b) b= localizagdo a= escala g=forma ---- #i#
dGev<-function(x,g,a,b){ exp(-(1+gx(x-b)/a)~(-1/g))* (1+gx(x-b)/a)~(-1/g-1)/a}
pGev<-function(q,g,a,b) {exp(-(1+gx(q-b)/a)"(-1/g))}

qGev<-function(p,g,a,b) {b+ax((-log(p))~(-g)-1)/g}

### -- nivel ultrapassado com probabilidaden p no ano year —-— ###

level <- function(betaO,betal,gama,delta,p,year)

{

tl = 1931; t = year-til+i; lambda <- beta0 + betal*t;
nivel<-qGev(1l-p,gama,delta,lambda)

return(nivel)

#H## - nivel de retorno T-year no ano ’year’ ----------- HH#
level_Tyear <- function(betaO,betal,gama,delta,T,year)

{

tl = 1931; t = year-ti+i; lambda <- beta0 + betalx*t;
nivel<-qGev(1-1/T,gama,delta,lambda)

return(nivel)
}
### -—- probabilidade de excedéncia do ’nivel’ no ano ’year’ --- ###

prob <- function(betal,betal,gama,delta,nivel,year)

{

tl = 1931; t = year-ti+i; lambda <- beta0 + betalx*t;
prob <- 1-pGev(nivel,gama,delta,lambda)

return(prob)

#H#H# —————- periodo de retorno do ’nivel’ no ano ’year’ - ------- #Hit#
retorno <- function(betal,betal,gama,delta,nivel,year)

{

tl = 1931; t = year-ti+i; lambda <- betaO + betalxt;
periodo_retorno <- 1/(1-pGev(nivel,gama,delta,lambda))
return(periodo_retorno)

}

Considerando o modelo GEV com tendéncia linear, ajustado ao nivel maximo
anual do mar em Veneza, baseado apenas nos 51 maximos anuais, obtém-se os
quantis estimados (p = 0.5,0.1,0.01,0.001):

> gama= -0.027; delta=14.6; betalO= 97.0 ; betal= 0.56 # EML (r=1)
> p=c(0.5,0.1,0.01,0.001)

> #it# —————— maximo=194cm observado no ano 1966 (1931-1981) ------ #it#
> year=1966; level(betaO,betal,gama,delta,p,year)

[1] 122.4847 149.0371 180.3187 209.1606

> year=1990; level(betaO,betal,gama,delta,p,year)

[1] 135.9247 162.4771 193.7587 222.6006

> year=2000; level(betaO,betal,gama,delta,p,year)

[1] 141.5247 168.0771 199.3587 228.2006

> year=2013; level(betaO,betal,gama,delta,p,year)

[1] 148.8047 175.3571 206.6387 235.4806

Na tabela estao sumarizados os resultados quando se consideram 1,5, ou
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10 maiores observacoes anuais.
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ano \ p 0.5 0.1 0.01 0.001
(MMA) | 1966 122.4847 | 149.0371 | 180.3187 | 209.1606
k = 1990 135.9247 | 162.4771 | 193.7587 | 222.6006
2000 141.5247 | 168.0771 | 199.3587 | 228.2006
2013 148.8047 | 175.3571 | 206.6387 | 235.4806
1966 125.2377 | 147.3185 | 172.7885 | 195.7314
k=5 1990 136.2777 | 158.3585 | 183.8285 | 206.7714
2000 140.8777 | 162.9585 | 188.4285 | 211.3714
2013 146.8577 | 168.9385 | 194.4085 | 217.3514
1966 126.0175 | 146.2742 | 168.3006 | 186.8888
k=10 1990 137.5375 | 157.7942 | 179.8206 | 198.4088
2000 142.3375 | 162.5942 | 184.6206 | 203.2088
2013 148.5775 | 168.8342 | 190.8606 | 209.4488

Tabela 9.5: venice: estimacgao de niveis com probabilidade p de serem excedi-
dos.

Foquemo-nos agora no nivel de 194 cm e analisemos a probabilidade de exce-
déncia deste nivel e o periodo de retorno, para os anos de 1966 e 2013, quando

se considera a abordagem MMA com tendéncia:

> gama= -0.027; delta=14.6; betal= 97.0 ; betal= 0.56 # EML
> ### ————————————— P[maximo>194cm] no ano 1966
> nivel= 194; year=1966; prob(betal,betal,gama,delta,nivel,year)

[1] 0.003419182

> il —-——mmme P[m&aximo>194cm] no ano 2013 --———————————- Hit#
> nivel= 194; year=2013; prob(betal,betal,gama,delta,nivel,year)

[1] 0.02609689

> ### —————————- Periodo de Retorno do nivel=194cm em 1966 ------—- ###
> nivel= 194;
[1] 292.4676
> ### —————————- Periodo de Retorno do nivel=194cm em 2013 --—---—- ###
> nivel= 194;
[1] 38.31875

(r=1)

year=1966; retorno(betal,betal,gama,delta,nivel,year)

year=2013; retorno(betal,betal,gama,delta,nivel,year)

A probabilidade de excedéncia de 194 ¢cm e o periodo de retorno, para o ano
de 2013, quando se consideram as maiores 5 observacoes anuais para o modelo

com tendéncia, resulta do output
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> ### —————————- Periodo de Retorno do nivel=194cm em 2013 --—---—- #i##
> nivel= 194; year=2013; retorno(betal,betal,gama,delta,nivel,year)

[1] 96.16106

> ### ——————————— P[maximo>194cm] no ano 2013 —-—-———————————- it
> nivel= 194; year=2013; prob(betal,betal,gama,delta,nivel,year)

[1] 0.01039922

E de salientar, adoptando a o modelo MMA com tendéncia, que o periodo de
retorno do nivel 194 cm para o ano de 1966 andaria a volta dos T = 292 anos,
enquanto que para o ano de 2013 o correspondente periodo de retorno é de
apenas 1" = 38anos. Ja se adoptarmos um modelo multidimensional para
as b maiores observacoes anuais nos 51 anos da base de dados, o periodo de

retorno do nivel 194 ¢m para o ano 2013 é de T' = 96 anos.

Observacao 9.2.3. Embora esta base de dados venice diga respeito ao pe-
riodo dos anos 1931-1981, em termos historicos os dados foram inicialmente
coligidos por Pirazzol (1982), tendo recolhido os dez maiores valores do nivel
do mar em Veneza (com poucas excepgoes) para o periodo dos anos 1887—
1981. Estes dados tém sido alvo de estudo sequndo diversas abordagens, entre
as quais salientamos Smith (1986) e Ferreir (1997).

Inspirado nessas abordagens, e atendendo a trajectoria do mdximo anual do
nivel do mar em Veneza revelar a existéncia de uma tendéncia crescente nos
dados, razoavelmente bem modelada de forma linear, poderiamos considerar
num modelo GEV multidimensional, por exemplo, com localiza¢do e escala do

tipo:
At = a+ [Bt/m; 0y =90, 1<t<m (m = 51).

A estimacao dos trés parametros o, 3 e §, por exemplo por mdxima verosi-
milhanca, foi estabelecida por Smith (1986). Pode também introduzir-se uma
tendéncia mais complicada, tal como foi feito no artigo atras referido, por

exemplo uma tendéncia linear com componente sinusoidal de periodo P, im-

2Pirazzoli, P. (1982) Maree estreme a Venezia (periodo 1872-1981). Acqua Aria 10,
1023-1039.

3Ferreira, A. (1997) Extreme Sea Level in Venice. In Reiss, R.-D. & Thomas, M. (1997).
Statistical Analysis of Extreme Values with Applications to Insurance, Finance, Hydrology
and Other Fields, Birkhduser Verlag, Basel, Part V—Case Studies in Extreme Value Analy-
sis, Study 1, 233—240.
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pondo:

2t
)\t:a—i—ﬂt/m—kncos(%—i—@); op =9, 1<t<m.

Um grdfico em papel de probabilidade Gumbel sugere uma possivel adequabi-

lidade desse modelo. Apresentamos em sequida as estimativas obtidas para

diferentes valores de k (com tendéncia linear):

& 3 B
k=1 96.8(4.1) 28.7(7.0) 14.5(1.5)
k=5 104.2(2.0) 23.4(2.7) 12.8(0.7)

k=10 105.2(2.0) 24.6(2.0) 13.1(0.5)

Admitamos que queremos responder a questao: Para um dado ano tg e para
um dado p, pequeno, qual o nivel v que é excedido com probabilidade p nesse

ano? Em termos deste modelo, temos

v=a+ ftg/m — §log(—log(1l — p)),

que pode ser estimado substituindo os parametros desconhecidos pelas suas

estimativas de maxima verosimilhanca.

Utilizando k = 5, e para to = 60 (ano 1990) e to = 70 (2000), temos as

estimativas

2(0.5,60) = 136.4(2.5) 2(0.1,60) = 160.5(3.4)
2(0.5,70) = 141.0(2.9) 2(0.1,70) = 165.0(3.7)

Comparem-se estes valores com os correspondentes na Tabela

Podiamos também ter admitido uma tendéncia quadrdtica

At = o+ Bt/m + e(t/m)?; =46 1<t<m.

A comparacao dos diferentes modelos podia ser feita, por exemplo, em termos

de fungao de log-verosimilhanca (que nos interessa maximizar). Neste caso:

Tendéncia Linear Quadr. P =1862 P =11
Log-Ver. —705.1 —=705.0 —=702.3 —697.5

P = 18.62 € o walor sugerido por Pirazzoli (1982), o ciclo de marés astrond-

mico. O melhor modelo parece pois ser o ultimo referido.
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9.3 Um novo caso de estudo: ‘soa.txt’

Trata-se de um conjunto de dados de grandes indemnizacoes, em que se tém

N, = 75789 excedéncias acima do nivel v = 25000 USD (Beirlant et al., 2004;
http://lstat.kuleuven.be/Wiley/).

Numa analise preliminar de dados, comecadmos por obter o histograma e a
caixa-com-bigodes associados a este conjunto de dados, apresentados na Figura
O histograma e e a caixa-om-bigodes das log-indemnizagoes evidenciam

uma acentuada assimetria a direita.

15000
|

10000
1

Frequency
(o]
(o]

5000
1

0
L

T T T T T 1 T T T T \ T
10 1" 12 13 14 15 10 11 12 13 14 15

log-Indemniza¢des SOA (1991) log-Indemnizagdes SOA (1991)

Figura 9.20: soa.txt: Histograma (esquerda) e caixa-com-bigodes (direita) das log-

indemnizacoes.

Por outro lado, o comportamento crescente do ME-plot, apresentado na Figura
9.21} indica uma distribuicao do montante de indemnizacao com cauda mais
pesada do que a Exponencial. Além disso, a forma convexa do QQ-plot Expo-
nencial associado aos excessos das indemnizacoes, y; = x; — u, para u = 25000
USD, também representado na Figura evidencia uma distribuicao do

montante de indemnizagao com cauda mais pesada do que a Exponencial.

Consideremos um novo nivel elevado, © = 400000 USD, a que esta associado
um nimero de excedéncias N, = 397, tal como ilustrado na Figura |9.22]

obtida com base no script:
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ME-plot (SOA data) QQ-plot exponencial
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Figura 9.21: soa.txt: ME-plot (esquerda) e QQ-plot exponencial (direita) associado
aos excessos das indemnizagoes dos dados.

soa<-read.table(’soa.txt’, header=FALSE,dec=".")

head(soa)

x<-soaV1l; indicel<-c(1:75789)

u=400000; indice2 <- indicel[x>u] # n-k=75393, 1 inteiro tal que x[n-k]>400000
x2<-x [x>u]
plot(indicel,x,type="h",1lwd=1,1ty=1,xlab="index",ylab="Indemnizagdes")
abline(h=u,col="red")

lines(indice2,x2,type="p",col="red",pch=20)

text (100,400000, "u",col="red"); text(-2000,400000, "u",col="red")

text (50000,3000000, "Exced\“encias de u (POT: Peaks Over Threshold)",col="red")

4e+06
L

3e+06
|

Excgdéncias de u (POT: Peaks Over Threshold)

Indemnizagdes
2e+06

1e+06

|
" U

ot i

Oe+00

Figura 9.22: soa.txt: toda a base de dados e excedéncias de u = 400000 USD
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Esquematizamos, em seguida, a forma usual de proceder mais detalhadamente:

e Obtenham-se as observacoes possiveis da v.a. dos excessos
(X —u)|X > u, ie., usem-se os dados acima desse nivel u (exce-

déncias), transformando-os em excessos,

{yi =z — u}il = {y; = x; — 400000}327 .
e Ajuste-se o modelo GP, H,(y;0,) 0 = 0y, a v.a. (X —u)|X > u

y\
H%%0%=1—(1+7—)
o/+
e Trace-se o QQ-plot associado a uma GP standard, H,(y;1) = H,(y),
i.e., marque-se a nuvem de pontos,
1

{(ij_(pz) ) %NU) D= 177Nu} y Di -—= m

e Proceda-se a estimagao preliminar de v: valor de (—0.5,0.5) que ma-

'LL

ximiza a correlacdo entre as observagoes {y;};L% e a recta ajustada ao

QQ-plot. Obtivemos 4 = 0.453717.

e Face arecta ajustada ao QQ-plot, i.e., a recta com declive=a ajustada

a nuvem de pontos

{(ij—(pl) = ((1 _pi)_’y o 1)/7 ’ yi:Nu> D= 17-- -7Nu}

pelo método dos minimos-quadrados, obtida pela minimizacao de

Ny

Z yin, —aq;)” , com g; = ((1—p;)~7 — 1)/,
=1

.

temos
N,

:Z zn(]z/zq@-

A Figura apresenta o QQ-plot associado ao modelo GP(4 = 0.453717),

i.e., a nuvem de pontos

{(H%—(pz = Z/(ANu + 1))7yi:Nu):i =1,... ,Nu},
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bem como o W-plot associado ao modelo GP(%), ou seja a nuvem de pon-

tos (_ log(l - pi)a - lOg(l _ H’s’(yi:Nua 6-)))
perto da diagonal. Ajustando uma recta de minimos quadrados, obtem-se

1 =1,...,N,, que devera estar

para parametro de escala, 6 = a = 126788, a que corresponde um coeficiente
de correlacao r = 0.9932243.

1
\°

0e+00 1e+06 2e+06 3e+06  4e+06
N\
log(1 - Hy(yin,,» 6))

15

20

25

30

-p)P-1/f

~log(1-p)

Figura 9.23: soa.txt: QQ-plot (esquerda) e W-plot (direita) associados ao
modelo GP

Ao colocar-se a pergunta, ‘qual a probabilidade de uma futura indemnizacao

superior a 25000 USD vir a exceder o mdzrimo disponivel observado’, a resposta

é a seguinte: Recordando que dada X —~ F', a distribuicao condicional dos

excessos acima de u é

F(u+y) — F(u)
1—F(u)

entdao F(u+y) = F,(y){1 — F(u)} + F(u) ou, equivalentemente,

F.(y) =PX —u<ylX >u| = 0<y<azl—u,

1= Fluty) = 1- [Fu@){l—F)}+ Fu)]
= {1-Fu)}[1 - Fu(y)],
pelo que para o maximo dos excessos acima de 400000 USD observado,
Y= Tpm — U= Yy .y, = 4518420 — 400000 = 4118420,
se tem
PX >z, = 1—F(zhn)
= 1-Fu+yy,n,)
= {1-F}l = Fulyy,n,)]
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Utilizando a aproximacao ao modelo GP, F,(-) ~ Hs(-,6), vem que
Fu(Yn, v, ) = Hy Yy, n, s 0) = Ho.a53717(Y307:307, 126788) = 0.9976991.

Por outro lado, estimando 1 — F'(u) pela frequéncia relativa das indemnizagoes
excedendo o nivel u de entre as n = 75789 da amostra disponivel (por sua vez
jd acima dos 25000 USD),

——

Ny
1—F(u) = = 397/75789 = 0.005238227,
obtem-se a resposta ao problema inicial

Ny

P[X > 2p.0] ~ — [1— H5(yy,.n. - 0)] = 1.20528¢ — 05.

A metodologia POT.

Passemos agora a aplicacao da metodologia POT aos dados originais das n =
75789 grandes indenizagoes disponiveis e acima de 25000 USD (Beirlant et al.,
2004).

Considere-se que na Figura o nivel u varia. A fungao de excesso médio,

como funcao de u, pode ser obtida a partir das instrucoes:

library(ismev), mrl.plot

soa<-read.table(’soa.txt’, header=FALSE,dec="."); x<-soa$Vil
library(ismev)

mrl.plot(x,conf = 0) # library(ismev)

> abline(v=400000); x<-sort(x); n=length(x); k=200; x[n-k]; abline(v=x[n-k])
[1] 512458

Do grafico da Figura nao se extrai nenhuma conclusao categérica acerca

do nivel u conveniente.

Vamos em seguida considerar o nivel v = 400000 e posteriormente o nivel
Tp_km = 012458, n = 75789 e k = 200. Os 2 niveis estao assinalados pelas 2
rectas verticais na Figura e foram igualmente abordados em Beirlant et
al. (2004). Temos entao N,, = 397 excessos acima de u = 400000 USD.
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1000000 1500000
1 1

Mean Excess

500000
1

0e+00 1e+06 2e+06 3e+06 4e+06

Figura 9.24: soa.txt: Funcao ME para os dados em estudo
Estimacao ML,
library(ismev)

library(ismev)
u=400000
gpd.fit(x,threshold=u) # library(ismev)

Obtiveram-se a estimativas ML

& =142558, 4 =0.3819 e L*(%,6)= —5260.

library(evir)

library(evir)
u=400000
gpd(x,u, method = "ml") # library(evir)

Obtivémos as estimativas ML semelhantes as anteriores

& =142147, 4 =0.3847 e L*(%,6) = —5260.

Estimacao PWM

library(evir)

gpd(x,u, method = "pwm") # library(evir)
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As estimativas PWM obtidas foram

0 =143410 e A =0.3686.
Ainda para a estimacao ML, usamos a

library(fitdistrplus)

library(fitdistrplus)

dGP<-function(x,g,a){ (1+g*x/a)~(-1/g-1)/a}
pGP<-function(x,g,a){1-(1+g*x/a)~(-1/g)}

qGP<-function(p,g,a){ax((1-p) ~(-g)-1)/g}

a_GP= 126788 ; g_GP=0.453717 # (0.453717,126788) from QQ-Plot

fGP <- fitdist(y,"GP",start=list( g=g_GP,a=a_GP)) # library(fitdistrplus)
print (£GP)

e fomos conduzidos as estimativas,

o =142422 e 4 =0.3829.

Construimos assim o W-plot, usando as estimativas ML, 6 = 142147 e 4 =

0.3847, representando graficamente a nuvem de pontos,
(_ log(l - pi), - log(l o H’?(yi:Nua 6-))) L= 17 27 SRR Ny.

Como se pode constatar na Figura [9.25| essa nuvem de pontos encontra-se

perto da diagonal.

~log(1 - Hy(yin,. 6))

~log(1-p)

Figura 9.25: soa.txt: W-plot com estimativas ML
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Relativamente & estimacao do EVI, o grafico da Figura [9.26 ilustra o com-
portamento das trajectorias das estimativas ML e PWM versus k£ < 500.

— PWM

0.6

n
Tk

0.4

0.2

0.0

0 100 200 300 400 500

Figura 9.26: soa.txt: Estimativas ML e PWM versus k

Neste mesmo ambito da metodologia POT, e como ja vimos no Capitulo |7}
um outro problema com interesse é o da estimacao de quantis extremais e do

limite superior do suporte.

O grafico da Figura|9.27} ilustra o comportamento das trajectérias das esti-
mativas de U(100000) versus k < 500, obtidas através da abordagem POT.

U(100 000)
4000000 5000000 6000000
L L L L L

3000000
1

T
0 100 200 300 400 500

Figura 9.27: soa.txt: Estimativas de U(100000) versus k < 500
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Para estimacao de U(100000) foram incorporadas as estimativas de ML na
expressao de U (1/p) para p = 1/100000, calculadas para k < 500. Para
valores de k numa regido sensivelmente em (200,500), parece haver alguma
estabilidade a volta do valor 4 000 000.

Observacao 9.3.1. Alternativamente, a estimativas ML de quantis eleva-
dos, U(l/p), podem ser obtidas directamente por reparametrizacao da log-

verosimilhaca da GP em termos de U(1/p), por exemplo, fazendo
_ 7 WA/p) —w)
n - .
(%) -1

Estimacao de EVI e de U(100000).

Os 2 gréficos anteriores foram obtidos a partir do script:

HHHBHHAHHEFHAHHAEFBEHRAEHREH B R B H RS H B H B H RS H RS H B H AR H RS R B R A
### Trajectérias: gama (ML) + Nivel de Retorno U(100 000) ###
HHHBHHAHHAEFHAEFHAEF B AR R EHREHBEHBEH RS H B G H RS H RS H SR B H RS H RS R B R RS

library(evir)
qGP<-function(p,g,a){a*((1-p) " (-g)-1)/g}
soa<-read.table(’soa.txt’, header=FALSE,dec=".")
x<-soa$Vi

n=length(x)
x <- sort(x)
gamma_ML <-c()
gamma_PWM <-c()
rlevel ML <- c()
rlevel PWM <- c()
for(k in seq(from = 10, to =500 )) { # ou ceiling(n/100)
u=x[n-k] ; Nu=k+1
out <- gpd(x,u) # library(evir)
A <- out$par.ests
gamma_ML[k-9] <- A[1]
g ML <- A[1] ; a_ML <- A[2]
p=1/100000 ;z= 1-n*p/Nu
rlevel _ML[k-9] <- u+qGP(z,g_ML,a_ML)
}
k <- seq(from = 10, to = 500)
plot(k,rlevel_ML,ylab="U(100 000)",ylim=c(3*%1076,6%x10"6), xlab="k", cex.lab=1,lwd=2,type="1",col="blue'
par(oma=c(0,2,0,0)) #Add space for main title
k <- seq(from = 10, to = 500)
plot (k,gamma_ML,ylab=bquote (hat (gamma) [k]) ,1wd=2,type="1",cex.lab=1.2,col="darkred",ylim=c(0,1) )
for(k in seq(from = 10, to =500 )) { # ou ceiling(n/100)
u=x[n-k] ; Nu=k+1
out <- gpd(x,u, method = "pwm") # library(evir)
A <- out$par.ests
gamma_PWM[k-9] <- A[1]
g_PWM <- A[1] ; a_PWM <- A[2]
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p=1/100000 ;z= 1-n*p/Nu

rlevel _PWM[k-9] <- u+qGP(z,g_PWM,a_PWM)
}
k <- seq(from = 10, to = 500)
lines(k,gamma_PWM,ylab=bquote(hat (gamma) [k]), cex.lab=2,lwd=2,type="1",col="blue")
temp <- legend("topright", legend = c(" "," "),

text.width = strwidth(" "),1lwd=c(2,2),
1ty =c(1,1),col=c("darkred","blue"), xjust = 1, yjust = 1)
text (temp$rectPleft + temp$rect$w, temp$text$y,
c("ML","PWM"), pos=2)

Abordagem POT — comportamento das trajectorias das estimativas ML de

~ e das bandas de confianca a 95%, versus k < 500:
Estimacao ML de EVI vs k e IC a95%.

Obtida muito simplesmente com o script

###ddaHH#EE EVI & CI 95Y,  ###################
library(evir)

shape(x,models = 490,start = 15, end = 500,reverse = F)

Threshold

1280000 734000 583000 523000 472000 437000 411000 392000 375000

0.6
|

=0.95)
0.4

Shape (xi) (Cl, p

0.0

-0.2

-0.4

15 40 65 90 119 151 183 215 247 279 311 343 375 407 439 471

Exceedances

Figura 9.28: soa.txt: Estimacao ML de EVI vs k e IC a95%.
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Em Beirlant et al. (2004) é considerado & = 200 excessos acima de u =
Tp_k:n = 512458 USD para o estudo do

IC para v baseado no profile-likelihood, com g.c. 95% aproximada-
mente, apresentado na Figura|9.29| e obtido através do script:

HHHR
## optimizag8o unidimensional ### Lx(sigma, g=gi,fixed) optimize ###
IR

soa<-read.table(’soa.txt’, header=FALSE,dec=".")
x<-soa$Vl ; =x<-sort(x)

n<-length(x) # n = 75789

k=200

index<-n-k # n-k=75589

x [index] # x[n-k]=x[n-k]=512458

#k=200 u~512458
length(x[x>x[index]]) # =k=200
u=x [index]
y<-x-u; length(y) ; y<-y[y>0]
Nu <- length(y)
Nu # =k=200
g.fix <= ¢(); log.L <-c(); sigma.hat <-c()
for(i in 1:5000) {
gi=0.15+0.0001*i
# ————- (MLE using optimize) -------------
logl <- function(sigma,g=gi) { # Lx(sigma;g=gi)
return( -Nuxlog(sigma)-(1/g+1)*sum(log(l+g*y/sigma)))

HH—————— (0.453717,126788 ) QQ-Plot —--------
out <- optimize(logL,lower=100,upper=2%10~5,maximum=T)
g.fix [il<- gi
log.L[i] <- out$objective
sigma.hat [i]l<- out$maximum
}
i <= ¢(1:5000)
i0 <- i[log.L==max(log.L)]

i0 # i10=2318

max (log.L) # max(log.L)=-2701.813
g.fix [i0] # g.fix [i0]=0.3818
log.L[iO] # log.L[i0] =-2701.813

plot(g.fix,log.L,type="1", xlab=bquote(gamma))

abline (h=max(log.L))

g=qchisq(.95, df=1) # 1 degrees of freedom

abline (h=max(log.L)-0.5%q)

abline(v=g.fix [i10]); abline(v=0.217); abline(v=0.610)
text(0.45,-2703.5, "95%, optimize, L*_sigma",col="red")

Os resultados obtidos foram os seguintes:
Estimativa pontual para v: ¥ = 0.3818;
Estimativa intervalar para v: 1C,(95%) = (0.217,0.610).
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-2702
|

-2703
|

95%, optimize, L*_sigma

log.L
-2704

-2705
|

-2706
|

-2707
|

0.2 0.3 0.4 0.5 0.6

Figura 9.29: soa.txt: IC para v baseado no profile-likelihood com g.c. 95%

aprorimadamente

O IC para U(100000) baseado no profile-likelihood com g.c. 95% apro-
ximadamente, apresentado na Figura [9.30] foi obtido através do script:

HHHBHHAEHHAEHHAFHAEFBEHRAEHHEHBEHREHBEHBEHBEHBEHBEH RS H RS HBEHBHH RS HBHHBHHAHHBH R AR
#it optimizag8o bidimensional ###  L*(gamma,sigma, rl=rli,fixed) optim ##
HERFHHHBHHH BB FHHBRHHHFRAFHF BB R BB FRRHH B RS H B R F RS F R RS R B SHHR AR H
rl.fix <- c¢(); log.L <-c(); g.hat <- c(); sigma.hat <-c()
for(i in 1:750) {
rli=2.5%1076+1074x*i
logl <- function(theta,y,u,n,Nu,p=1/100000,rl=rli) {# L*x(gama,sigma)
sigma <- thetal[1]
g <- thetal2]
sigma <- (gx(rl-u))/(((n*p)/Nu)~(-g)-1)
loglik <- -Nu*log(sigma)-(1/g+1)*sum(log(l+g*y/sigma))
return(- loglik)

##---— valores iniciais (0.453717,126788 ) QQ-Plot ----##
optim(c(126788,0.453717), logL, y=y,u=u,n=n,Nu=Nu)

out <- optim(c(126788,0.453717), logL, y=y,u=u,n=n,Nu=Nu)
theta.hat <- out$par

sigma.hat [i]<- theta.hat [1]
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g.hat [i]<- theta.hat [2]

rl.fix [i]<- rli

log.L[i] <- - out$value

}
i <= ¢(1:1000)
i0 <- i[log.L==max(log.L)]
plot(rl.fix,log.L,type="1", x1ab="U(100 000)")
abline (h=max(log.L))
g=qchisq(.95, df=1) # 1 degrees of freedom
abline (h=max(log.L)-0.5%q)
abline(v=rl.fix [i0]); abline(v=2.69*1076);abline(v=8.25%10"6)
text(6%107°6,-2703.5, "95%, , optim",col="red")

-2702.5 -2702.0
1 1

-2703.0
|

log.L

95% , optim

-2703.5
|

-2704.0
L

-2704.5
1

T T T T
4e+06 6e+06 8e+06 1e+07

U(100 000)

Figura 9.30: soa.txt: IC para U(100000) baseado no profile-likelihood com g.c.

95% aproximadamente

Os resultados obtidos foram:
Estimativa pontual para U(100000):

/(100 000) = 4100000 USD.

Estimativa intervalar para U(100,000):

IC(100,000)(95%) = (2.69 x 10°USD, 8.25 x 10°USD).
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Abordagem Semi-Paramétrica

Avancemos agora com uma abordagem semi-paramétrica dos dados soa.txt,
das grandes indemnizacoes em 1991 acima de v = 25000 USD, com dimensao
n = 75789 (Beirlant et al., 2004), comecando com a

Estimacao do EVI — v

Nas Figuras e apresentamos as estimativas de Hill, dos Momentos e
de Pickands. Na Figura|9.33|apresentamos o grafico global dessas estimativas.

Estimador de Hill Estimador dos Momentos

0 1000 2000 3000 4000 5000 0 1000 2000 3000 4000 5000

Figura 9.31: soa.txt: Estimador de Hill vs k (esquerda); Estimador de Mo-

mentos vs k (direita).

Estimador de Pickands

06

05

04

| fuy=0.38

03

0.2

0.1

00

T T T T T T
0 1000 2000 3000 4000 5000

Figura 9.32: soa.txt: Estimador de Pickands vs k
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Observacgao 9.3.2. A maior variabilidade estd claramente associada ao esti-

mador de Pickands em comparacao com os anteriores.

Estimador do EVI

© |
s |
|
g
0 iﬂﬁw
o | ﬁ M'A:.i\uw,‘
< | o JlilHg A itetor e e
Bt v = 0138 18 (aborda FEOT com k=200 ekcessos) Vi
L) 4 SR ¢ i pNe
|J MMI{: T Moment- Dekkers&deHaan
I L I\ Vg SR L
W gt mo——
<= g I' M P S nmatina ,,‘-/_..\;.r-w,,_',.,.-w—-"-\-»-»..ﬂ-‘”""'
| B i N % s d :
Y e Pickands
ST
S i
1
51 I
‘
- | I
o 1
T T T
0 1000 2000 3000

Figura 9.33: soa.txt: EVI — Abordagem semi-paramétrica — Estimador de

Weissman-Hill, Weissman-Momentos (EVI positivo) e Weissman-Momentos (EVI

real) vs k; abordagem paramétrica POT — a recta horizontal corresponde a ML

4 = 0.3818, para k = 200 — estudo comparativo.
O script que serviu de base a estas figuras é

fr e R T T ]

# SEMIPARAMETRICS #
HHHHHHHHH R HH BB R BERHHRBHRBHRBHRBHRHFRHFRHH
soa<-read.table(’soa.txt’, header=FALSE,dec=".")
x<-soa$V1l; length(x) # 75789

x<-sort (x)

n<-length(x) # n = 75789
HHHHEHAHEHEH R
# MOMENTO ordem r (k o.s.) #

HHHHEHEHEH R
Mk_r <- function(x,r,k) { # x=vector
n=length(x)

x<-sort(x,decreasing = F)

mr <-mean((log(x[(n-k+1):n])-log(x[n-k])) r)
return (mr)

}
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HERFHHHAHHH BB R F RS HF AR RR

# Plot_Hill até ordem ki #
# com bandas de confianga asympt #
# plots fora da function #

HHHHHH R H SRR H SRR R R RS RS
hill_est<-function(x,k1) { # ki1 <= n-1
n=length(x)
x<-sort(x,decreasing = F)
kk<-numeric ()
hk<-numeric()
for(k in 1:k1) {
kk [k]<-k
hk[k] = Mk_r(x,1,k)
T
k<-kk
Hill<-hk
out<-cbind(k,Hill)
return(out)
¥
n1=5000
out <- hill_est(x,nl)
gamma_hat <- hill_est(x,n1)
g <-gamma_hat[,2]
lower <- g - 1.96/sqrt(1:(nl))*g
upper <- g + 1.96/sqrt(1:(nl))*g
plot(out,type = "1",ylim=c(0,0.6),col = "red",lwd=2,ylab=bquote (hat (gamma) [k]))
lines(1:(nl),lower,type = "1",1ty=2 ,col = "red")
lines(1:(nl1) ,upper,type = "1",1ty=2 ,col = "red")
abline (h=0,col="grey")
HHHHHHSHH SR H RS HS R H R R H SRR RS RS 1S
# Plot_Moment até ordem kil #
HHHHEHEHEHEH AR RS HEHEH R R R H GRS H R R R3S
Mom_est<-function(x,k1) {# k1 <= n-1; r integer
n=length(x)
x<-sort(x,decreasing = F)
kk<-numeric ()
Momk<-numeric ()
for(k in 1:k1) {
kk [k]<-k
M1=Mk_r(x,1,k);M2=Mk_r(x,2,k)
Momk [k] = M1+1-0.5%(1-M1"2/M2)~(-1)
}
k<-kk
Mom<-Momk
out<-cbind (k,Mom)
#plot (out,type = "1", ylim=c(lower,upper),col = "blue")
return(out)
T
HHHSHBSHBGHB SR B SR B G RBGRBE RGBSR B G R HE R B SR 7S
n1=5000
n=length(x)
gamma_hat <- Mom_est(x,n1)
gamma_hat
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g <-gamma_hat[,2]

H#HBHH AR AR AR AR R R S R

Var_Mom <- function(g) { # g vector # varisncia assintética MOM

var=g

gmenos=g [g<0]

gmais=g[g>=0]

gl=gmenos;g2=gmais

var [g<0]=(1-g1) "2% (1-2%g1) * (4-8% (1-2*xg1) / (1-3*g1) +(5-11*g1) * (1-2xg1) / ((1-3*gl) * (1-4*g1)))

var [g>=0]=1+g2"2

return(var)

}

HAHBHHAHH AR R AHHAEHREHREHREH B R RS H RS H B HBHH RS

lower <- g - 1.96/sqrt(1:(nl1))*sqrt(Var_Mom(g))

upper <- g + 1.96/sqrt(1:(nl1))*sqrt(Var_Mom(g))

lines(gamma_hat ,type = "1",ylim=c(0,0.6),1lwd=2,col = "blue",ylab=bquote (hat (gamma) [k]))

lines(1:(nl1),lower,type = "1",1ty=2 ,col = "blue")

lines(1:(nl) ,upper,type = "1",1ty=2 ,col = "blue")

abline (h=0,col="grey")

HHHBHHAHH AR HAHHAEH R AR R H R H RS H B EH RS H R SH SRR

# Plot_Pickands até ordem kil #

HAHBHHAH R AR R AHHAEF R AR R H R H SRR EH SRR EH RS H RS

Var_Pick <- function(g) { # vari&ncia assintética Pick

var=g~2+ (2~ (2*g+1)+1)/(((2g-1) *1og(2)) ~2)

return(var)

}

HHHBHHAEHH AR HAEH R AR R H R H R H R RS H RS HESH RSB RS

Pick_est<-function(x,lower,upper) {

X<-x

n=length(X)

Xs=rev(sort (X))

n=5000

##H - Estimador Pickands  ----- #it#

gam=1/1log(2)*1log( (Xs[seq(1,length=trunc(n/4),by=1)]-Xs[seq(2,length=trunc(n/4),by=2)1)/
(Xs[seq(2,length=trunc(n/4) ,by=2)]1-Xs[seq(4,length=trunc(n/4) ,by=4)1) )

### -- Bandas de Confianga (assint)-—-###

g<-gam

gam_se=1.96/sqrt (seq(1,length=trunc(n/4) ,by=4))*sqrt( Var_Pick(g))
## ———— Bandas de Confianca (assint) ----###

lines(seq(4,length=trunc(n/4) ,by=4),gam,col="grey",lwd=2,type="1",1ty=1, ylim=c(y_L,y_U),xlab="k",ylab-
lines(seq(4,length=trunc(n/4) ,by=4),pch=2,gam+gam_se,col="grey",lwd=1.5,1ty=2)
lines(seq(4,length=trunc(n/4) ,by=4) ,pch=2,gam-gam_se,col="grey",lwd=1.5,1ty=2)

abline (h=0,col="gray")

}

y_L=0;y_U=0.6

Pick_est(x,y_L,y_U)

text (3000,0.47,"Hill") ;text (2500,0.36, "Moment- Dekkers&deHaan") ;text(3000,0.25,"Pickands")
## A estimag8o paramétrica com um threshold elevado era 0.3818 (k=200 excessos)##
abline(h=0.3818,col="darkgreen")

abline (v=200,col="darkgreen") ;text (100,0.4,bquote (hat (gamma)==0.3818))

text (1500,0.4," (abordagem paramétrica POT com k=200 excessos)",col="darkgreen")

title(main = list("Estimador do EVI", cex=1, col="black", font=2))
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E finalmente na Figura|9.34|é feito um estudo comparativo das abordagens pa-

ramétrica e semi-paramétrica na estimacao de um quantil extremal U (100000).

CAPITULO 9. CASOS DE ESTUDO

Estimacao de Quantil Extremal — U(100000)

A

Figura 9.34: soa.txt: Quantil Extremal — Abordagem semi-paramétrica — Es-
timador de Hill, Momentos e Pickands vs k; abordagem paramétrica POT —
a recta horizontal corresponde a ML estimativa U(100000) = 4 100000 USD.,

U(1e+05)

3e+06 4e+06 5e+06 6e+06 7e+06 8e+06

2e+06

ESTIMACAO de QUANTIL EXTREMAL

R o
o

™
M/P Weissman_Hill, EVI positivo

—

J

M“‘*ﬁ
et

M\w\/

4!‘&99‘1”‘8“ (abordagem paramétrica POT com k=200 excessos)

; Estlmador de-Quantil_Extremal-EVI teal '

Weissman_Moments, EVI positivo

1000

2000 3000 4000 5000

para k = 200 — estudo comparativo.

O script seguinte serviu de base para obter as Figuras e

HEHHHHHHHHEEEEEEEEEEE

#

SEMIPARAMETRICS #

HEHHHHHHHEEEEEEEEE

soa<-read.table(’soa.txt’,

x<-soa$V1l; x<-sort(x)

n<-length(x)

= 75789

header=FALSE,dec=".")

HEHHHRH R

#
#

caso de gama positivo

Plot_quantil_extremal até ordem kil #

#

HHRHEHAHEHEHEH R R HEHEH SRR H GRS HEHEH R SR
Quant_Ext_WeissHill<-function(x,p,k1) {# k1l <= n-1;
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n=length(x)
x<-sort(x,decreasing = F)
kk<-numeric(); Qpk<-numeric()
for(k in 1:k1) {

kk[k]<-k
Mi=Mk_r(x,1,k);
Qpk [k]=x[n-k]*(k/(n*p))~ M1 # Hill
}
k<-kk ; Qp<-Qpk ; out<-cbind(k,Qp)
return(out)
}

n1=5000; n=length(x); p=1/100000; Quantil_hat <- Quant_Ext_WeissHill(x,p,nl)

par (mar=c(5,5,2,2))

plot(Quantil_hat,type="1",col="red",
ylim=c(2%10°6,8%1076) ,ylab=bquote (hat (U) (100000))) #Hill

text (3500,6%1076,"Weissman_Hill, EVI positivo")

Quantile_Ext_WeissMom<-function(x,p,k1) {# k1 <= n-1;
n=length(x); x<-sort(x,decreasing = F)
kk<-numeric(); Momk<-numeric(); Qpk<-numeric()
for(k in 1:k1) {
kk[k]<-k
Mi=Mk_r(x,1,k);M2=Mk_r(x,2,k)
Momk [k] = M1+1-0.5%(1-M1"2/M2)~(-1)

Qpk [k]=x[n-k] *(k/(n*p)) ~ Momk [k] # Mom
}
k<-kk; Qp<-Qpk; out<-cbind(k,Qp)
return(out)
}

n1=5000; n=length(x); p=1/100000

Quantil_hat <- Quantile_Ext_WeissMom(x,p,nl)
lines(Quantil_hat ,type = "1",col = "blue") # Mom
text (2500,3.4%1076,"Weissman_Moments, EVI positivo")

f e g g ]
# Quantil_extremal até ordem kil #
# caso de gama real #
HHHSHHHHH SRR R RS R RS RS
Mk_r <- function(x,r,k) { # x=vector Momento_r
n=length(x); x<-sort(x,decreasing = F)
mr <-mean((log(x[(n-k+1):n])-log(x[n-k])) r)
return (mr)
}
Quantil_Ext<-function(x,p,k1) {# k1l <= n-1;
n=length(x); x<-sort(x,decreasing = F)
kk<-numeric(); Momk<-numeric(); Qpk<-numeric()
for(k in 1:k1) {

kk[k]<-k

Mi=Mk_r(x,1,k);M2=Mk_r(x,2,k)

Momk [k] = M1+1-0.5%(1-M1"2/M2)~(-1)
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gam_=Momk [k] -M1

ank=(1-gam_)*x [n-k] *M1

Qpk [k]=x [n-k]+ank* ((k/(n*p)) "~ Momk([k] -1 )/Momk[k] # gama real
}
k<-kk; Qp<-Qpk; out<-cbind(k,Qp)
return(out)

}

R
# Plot_quantil_extremal até ordem ki #

# caso de gama real #
HEHBHHEREHHHEHEEEEEEEE
n1=5000

n=length(x)

p=1/100000

Quantil_hat <- Quantil_Ext(x,p,nl)

Quantil_hat

lines(Quantil_hat ,type = "1",col = "green") # gama real
text (2500,4*x10°6,"Estimador de Quantil_Extremal, EVI real")
title(main = "ESTIMAQKD de QUANTIL EXTREMAL")

## A estimag83o paramétrica com um threshold elevado era 4100000 (k=200 excessos)##
abline (h=4100000,col="cyan")

abline(v=200,col="cyan") ;text(300,4.3*%1076,bquote (hat (U) (100000)==4100000))

text (2000,4.2%1076," (abordagem paramétrica POT com k=200 excessos)")

Comentarios Finais

e Nos graficos anteriores verificamos exactamente que quando tomamos
200 excessos no estudo POT os resultados sao similares aos obtidos nesta

abordagem semi-paramétrica.

o E de realcar como comentario final que o grau de dificuldade de escolha
de um nivel elevado na abordagem POT ou das MMO ¢é paralelo ao da

escolha de k£ na abordagem semi-paramétrica.

e Devemos encarar as metodologias paramétricas e semi-paramétricas nao
como concorrentes, mas sim como complementares a inferéncia estatistica

em Valores Extremos.

e A escolha de um nivel extremal nao é trivial e, embora muitos tenham
sido os contributos quer de indole tedrica, quer utilizando técnicas heu-

risticas, constitui uma area onde muito havera ainda a desenvolver.

e Muito mais haveria a dizer sobre o papel da EVT na Modelagao de

Acontecimentos Raros.
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e O caso da nao independéncia da amostra foi apenas aflorado, realcando
nessa area o papel importante desempenhado por outro parametro desig-
nado por indice extremal & que descreve e quantifica as caracteristicas
de agrupamentos de valores extremos (clustering) em séries temporais

estacionérias (6 ~ (tamanho médio dos clusters)™1)

e Nesta introducao ao estudo de Valores Extremos, focAmos a nossa aten-
¢ao no caso univariado, mas como facilmente se antevé a EVT quer no
campo multivariado ou espacial tem igualmente relevancia para a Mode-

lagcao de Acontecimentos Raros.

Epilogo

Esperamos ter agucado o vosso apetite por uma drea relativamente recente em
termos historicos, e com tantas dreas de aplicacao quantas as que possamos

conceber.

### F I M ###
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